
საქართველოს ტექნიკური უნივერსიტეტი 

რევი ჩოგოვაძე, რამაზ ხუროძე 

ნეიროინფორმატიკის საფუძვლები 

LI ნაწილი 

  

დამტკიცებულია სტუ-ს 
სასწავლო-მეთოდური 
საბჭოს მიერ 

თბილისი 
2005



CC0LCI/M ICCIMIMIC/L VMIVCIC5IIV 

IM6CVI Cჩით0Vმძ»ძ. Lგი)27 ICს"I0ძ7C 

(ხი IIიCლ1010§ 0იI (ხ0 MგსXი1იჯიIიი21105 

სწ2გI.I 

  

#4)#0I'0V60 ხ)/ I/M6 =ძIICთ!)0M0I 

M/0!/00IC0თ! CC1/I!1CI! 0/ IM6 CICV 

'IხI1151 
2005



უაკ 621.391 

განხილულია ხელოვნური ნეირონული ქსელების 

თეორიის ძირითადი მიმართულებები. ავტორები ეკრდნო- 
ბიან ქართულ და სასღვარგარეთის შესაბამის ლიტერა- 
ტუერულ წყაროებში ასახულ სამეცნიერო და სასწავლო- 

მეთოდოლოგიურ მასალებსა და საკუთარ ნა“'რომებს 

ნეირონულ. ქსელებში, გამოთვლით სისტემებსა და სახე- 
თა ამოცნობაში. აღწერილი ხელოვნური ნეირონული 

ქსელების უმეტესობის რეალისება შესაძლებელია პერ- 
სონალურ კომპიუტერრე. 

გათვალისწინ; ბულია ასპირანტების, მაგისტრანტე. 
ბისა და ბაკალავრიატის სტუდენტებისათვის, გამოად 

გებათ სხვადასხვა დარგის სპეციალისტებსაც. რომელ. 

თაც აქვთ სათანადო მომ'ხადების დოჩე და ნეიროკიომპიუ 

ტერული ტექნოლოგიების გამოყენების დაინტერესება. 
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ლ0Vი I6500ICნ Iი ილVმI ი6CV0IL§5, 1010ჩ დმეIმI16I15(0 §5V5:6015 მიძ 
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(86 VV0II 056IVI. 

რეცენზენტები: აკად. მინდია სალუქვაძე, 

პროცკ. ოთარ ვერულავა 
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წინასიტშვაობა 

ნეიროინფორმატიკა ხელოვნური ინტელექტის 
დისციპლინსს შემადაგენელი ნაწილია ხელოვნური 
ნეირონული ქსელების თეორია და პრაქტიკა ინტენსიური 
განვითარებსს სტადიაში იმყოფება ნეიროქსელები 
მნიშენელოვნად აფართოებენ გამოთელების ცნებას, რაც 
განაპირობებსს მათდამი ინტერესის გაზრდას ბოლო 
წლებში. 

ნაშრომში სისტემატიზებულია ხელოვნური ნეირო- 
ქსელების სამეცნიერო და სასწავლო-მეთოდოლოგიური 
მასალები. ავტორები ეყრდნობოდნენ როგორც საკუთარ 
გამოკვლევებს ნეიროინფორმატიკაში, სახეთა ამოცნო- 
ბასა და მაღალი პარალელიზსმის გამოთვლით სისტემებ- 
ში, ასევე სასღვარგარეთის მრავალფეროვან პუბლიკა- 
ციას. ამ მასალებზე დაყრდნობით მომსადდა და პირვეე- 
ლად საქართველოში, ტექნიკური უნივერსიტეტის ხელოვ- 
ნური ინტელექტის დეპარტამენტში, იკითხება ნეირო- 
ინფორმატიკის ლექციების კურსი. 

ხელოვნური ნეირონული ქსელების თეორიაში გამო- 
ყენებული ცნებების შესაბამისი ტერმინოლოგია როგორც 
ქართულ, ასევე სხეა ენებში საბოლოოდ არ არის ჩამო- 
ყალიბებული, ამიტომ სათანადო ყურადღება ექცევა რიგი 
განსაზღვრებების დაზუსტებას. 

ნაშრომის ზოგიერთი ასპექტის დახეეწას ხელი 
შეუწყო მისმა განხილვამ პროფესორ ოთარ ვერულავას 
ხელმძღვანელობით ხელოვნური ინტელექტის დეპარტა- 
მენტში ჩატარებულ სემინარებზე, რომელშიც აქტიურად 
მონაწილეობდნენ დოცენტი თეა თოდუა ინჟინერ- 
პროგრამისტები გიორგი ვერულავა, დავით მიქაძე. 

ყველა საქმიან “შენიშვნასს და წინადადებას 
ავტორები კმაყოფილებით მიიღებენ და გაითვალისწი- 
ნებეინ “ნეიროინფორმატიკის საფუძვლების” მეორე 
ნაწილის გამოცემაში.



თავის “შესავალი 

1.1. ნეიროინფორმატიკის იდეოლოგიის წყაროები 

ხელოვნური ნეირონული ქსელებისადმი ინტერესი 
განსაკუთრებით გაიზარდა ბოლო ათწლეულში, მიუხედა- 
ვად იმისა, რომ პირეელი ნაშრომები ამ მიმართულებით 
მეოცე საუკუნის შუა წლებში გამოჩნდა. ეს ინტერესი 
განაპირობა როგორც თეორიულმა მიღწევებმა, ასევე 
პრაქტიკულმა შედეგებმა ნეირონული ქსელების დარგში. 
სპეციალისტები ისეთი განსხვავებული სფეროებიდან, 
როგორიც არის მედიცინა, ქიმია, ბიოლოგია, ფიზიკა, 

ფსიქოლოგია, ფიზიოლოგია და სხვა, აქტიურად მუშაო- 
ბენ თავიანთ დისციპლინებში ამ პერსპექტიული ტექნო- 
ლოგიის თეორიული ასპექტების და გამოყენების 
შესაძლებლობების გასაფართოებლად. 

მეცნიერებისა და ტექნიკის ნებისმიერი სფერო 
აყენებს მრავალ ამოცანას, რომელთა ნაწილი წარმატე- 
ბით წედება თანამედროვე – ფონ ნეიმანის არქიტექტუ- 
რის (ს კომპიუტერების მეშვეობით კომპიუტერით 

ამოცანის გადაწყვეტის პროცესი შეიძლება დაეყოთ სამ 
ძირითად ეტაპად: 

! კომპიუტერში ამოცანის ამოხსნის პროგრამა და 
საწყისი მონაცემები შეჰყავს მომხმარებელს; 

2. კომპიუტერი “შეყვანილი მონაცემების და პრო- 
გრამის გამოყენებით აწარმოებს გამოთელებს; 

3 კომპიუტერს გამოჰყავს, გამოთვლების შედეგები 
გარე მოწყობილობებზე. 

ამავე დროს, ამოცანის გადაწყვეტის მთავარი 
პრობლემა – ამოცანის ამოხსნის იმ ალგორითმის პოვნა, 

რომლის შესაბამისადაც მომსმარებელი ადგენს 
პროგრამას, ამ სქემაში არ არის. დგება საკითხი – 
შესაძლებელია თუ არა ნებისმიერი ამოცანის ამოხსნის 
ალგორითმის შექმნა არსებობს ამოცანათა მთელი 
კლასი, რომელთა გადასაწყვეტად ადამიანი იღებს სწორ



გადაწყვეტილებას იმ შემთხვევაშიც კი, თუ მოცემული 
სიტუაცია მას ადრე არ შეხვედრია. ამგვარი ამოცანების 
გადასაწყვეტი ალგორითმების აგებას აძნელებს, ზოგჯერ 
კი შეუძლე-ბელს ხდის ის გარემოება, რომ ადამიანს არ 
შესწევს უნარი გაითეალისწინოს ყველა მოსალოდნელი 
ფაქტორი და დაადგინოს ყეელა ის კანონზომიერება, 
რომელიც ერთმანეთთან აკავშირებს ამოცანის პირობებს 
შედე-გებთან. 

ასეთი ტიპის რთული, ძნელად ფორმალიზებადი 
ამოცანა მრავლად გვხვდება ბიოლოგიაში, მედიცინაში, 
კრიმინალისტიკაში, სოციოლოგიაში, ფიზიკისა და ტექ- 
ნიკს იმ სფეროებშიი რომლებიკცკ დაკავშირებულია 
სახეთა ამოცნობასა და საუკეთესო გადაწყვეტილების 
არჩევასთან. სწორედ ამ სფეროებშია ყველასე უფრო 

შესღუდული ტრადიციული არქიტექტურის კომპიუტერე- 
ბის გამოყენება ამავე დროს, აღნიშნულ სფეროებში 

უკვე იყენებეი ხელოვნური ნეირონული ქსელების 
ტექნოლოგიებს (ნეიროკომპიუტერები, ნეიროპროგრამები). 
ინტენსიურად ყალიბდება მეცნიერების ახალი დარგი – 
ნეიროინფორმატიკა (ნეიროკიბერნეტიკა სნეირომათემა- 
ტიკა ნეიროკომპიუტინგი). თავსართი „ნეირო” 
მიუთითებს რომ ნეიროკომპიუტერებისა და ნეირო- 
პროგრამების მუშაობის პრინციპები (გამარტივებული 
სახით) ერთი მხრიე, მსგავსია ნერვული სისტემის 
უჯრედების – ბიოლოგიური ნეირონების ურთიერთ- 
ქმედებისს მათი დენტრიტების სინაფსებისა და 
აქსონების მეშვეობით, და მეორე მხრიე, განსხვავებით 
ჩვეულებრივი კომპიუტერებისა და პროგრამებისგან, 
ნეიროკომპიუტერები და ნეიროპროგრამები თვითსწავ- 
ლებადია (თუ სისტემა აკმაყოფილებს სწავლადობის 
გარკვეულ პირობებს). 

ხელოვნური ნეირონული ქსელები აფართოებს 
გამოთვლების ცნებას, მათ საფუძეელზე მოსალოდნე- 
ლია ისეთი ავტომატების სინთეზი რომლებიც 
შეასრულებს იმ ფუნქციებს რომლებიც დღეისათვის 
მხოლოდ ადამიანის ტეინის პრეროგატივაა. 
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ხელოვნური ნეირონული ქსელების თეორია 
სწრაფად ვითარდება რაც იმის საწინდარია, რომ 
უახლოეს მომავალში შეიქმნება ჩეიროქსელების ახალი, 
უფრო დახვეწილი პარადიგმები, ხოლო მათ საფუძველზე 
აგებული ახალი თაობის გამოთვლითი ტექნიკის - 
ნეიროკომპიუტერების შესამლებობები მნიშენელოვნად 
გაფართოვდება. ა. გორბანის (2) თანახმად, გამოიკვეთა 
ხელოვნური ნეირონული ქსელების იდეოლოგიის სამი 
წყარო; ეს არის წარმოდგენები ადამიანის თავის ტვინის 
აგებულებისა და ფუნქციონირების, აგრეთვე, სწავლების 
პროცესების შესახებ და კიდევ ერთი წყარო, რომელიც 
დაკავშირებულია მონაცემთა დამუშავების პარალელურ- 
მიმდევრობითი ალგორითმების განსაკუთ-რებულ 
წარმოდგენასთან რაც ორიენტირებულია სპჰპეცია- 
ლიზებულ თანაპროცესორზე, რომელიც პარალელურად 
ასრულებს მონაცემების მასივებსე ერთგვაროვან 
ოპერაციესს (მაღალი პარალელიზმის გამოთვლითი 
სისტემები). 

თანამედროვე ნეირობიოლოგია, რომელიც აწყდება 
ბუნებრივი ნეირონების ურთიერთქმედების საბოლოო 
შედეგების განმსაზღვრელი ახლად ალმოჩენილი ფაქტო- 
რების რაოდენობის განუწყვეტელ ზრდას, ჯერ ვერ 
იძლევა ტვინის ფუნქციების ერთმნიშვნელოვან თეორი- 
ულ კონცეფციებს; ამიტომ უფრო სწორი იქნება, თუ 

ვიტყვით, რომ ხელოვნური ნეირონული ქსელების იდეაში 
ჩადებულია რეალობასთან მეტ-ნაკლებად მიახლოებული 
ფორმალიზებული წარმოდგენები ტეინის სტრუქტურისა 
და ფუნქციონირების შესახებ. იდეის ძირითადი ბირთვია 
ის, რომ ბუნებრივი ნეირონების მოდელირება შეიძლება 
მარტივი ავტომატებით, ხოლო ტვინის ფუნქციონირების 
მთელი სირთულე, მოქნილობა და სხვა თვისებები 
განისაზღვრება ნეირონთაშორისი კავშირებით ანუ 
განსაკუთრებული მნიშვნელობა ენიჭება კავშირების 

სტრუქტურას (2I. 
სამეცნიერო-ტექნიკური მიმართულება, რომელიც 

განისასღვრება ნეირონული ქსელების აღწერილი 
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წარმოდგენით ცნობილია როგორც კონექციონიზმი 
(ლ0იი6ლყ0ი კავშირი, კონექციონიზმს მჭიდროდ 
უკავშირდება ერთგვაროვნების, სიჭარბისა და ჰოლო- 
გრაფიულობის იდეები, ანუ მარტივი ელემენტებისაგან 
რთული ერთგვაროვანი პარალელური სისტემების, 
ხოლო "შედარებით არასაიმედო ელემენტებისაგან 
საიმედო სისტემების შექმნის შესაძლებლობა; ამავე 
დროს, ასეთი სისტემები რომელიმე ნაწილის დაზიანების 
შემთხვევაში ინარჩუნებს სასარგებლო თვისებებს. 

ნეიროინფორმატიკის იდეის ყველა ფორმალიზა- 
ცია და, მითუმეტეს, რეალიზება გულისხმობს განსაკუთ- 
რებული მოწყობილობის არსებობას (ფორმალურად ან 
რეალურად), რომელიც მიიღებს მონაცემთა ეექტორს და 
გამოითვლის მის გარკვეულ ფუნქციებს, რომლებიც შეიძ- 
ლება დამოკიდებული იყოს შეთანაწყობადი პარამეტრე- 
ბის ნაკრებსე ამ სპეციალისებული მოწყობილობის 
ფუნქციონირების აღწერისას იგულისხმება, რომ პარამეტ- 
რების მნიშენელობები წინასწარ არის განსაზღვრული 
(შეთანაწყობა ჩატარებულია) და ეს მნიშვნელობები 
ინახება მეხსიერების განსაკუთრებულ მოწყობილობაში. 

პარამეტრების შეთანაწყობის ალგორითმები 
ეფექტურად უნდა იყენებდეს იმავე მოწყობილობას (სპე- 
ციალიზებულ თანაპროცესორს) და გადასცემდეს მას 
შესასრულებლად იმ ერთგვაროვან გამოთვლებს, რომელ- 
თა მოცულობაც იზსრდება ევექტორის განზომილე-ბის 
პროპორციულად ან უფრო სწრაფად. 

სპეციალიზებული თანაპროცესორის (სურ.1.1)) მუშა- 
ობა შეიძლება წარმოვადგინოთ ფორმალური სახით. 

ვთქვათ მოცემულია. ”» მონაცემთა ვექტორი; 
2 – პარამეტრების ვექტორი; L“–- ორი ვექტორული ცვლა- 
დის ფუნქციების სასრული სიმრავლე; 0 -– ერთი ცვლა- 
დის ფუნქციების სასრული სიმრავლე. მაშინ თანა- 
პროცესორი შეასრულებს შემდეგ ოპერაციებს:



  

      

    

      

        

                    წ: 
  
  

  

სუო.1.1. სპეციალიზებული თანაპროცესორის მუშაობის 
ფორმალიზაცია 

მოცემული ჩსCL ფუნქციით და X,და ვ ვექტორების 

მიხედვით §, ვექტორის გამოთელა: 

ზ%- ჩ (V 9), (0 
მოცემული ძ, 0 და 3, ეექტორის მიხედეით V”V, ვექტორის 
გამოთელა: 

VI= 9#95 ). (2) 
როგორც წესი IX,2) ფუნქცია წარმოადგენს სკალარულ 
ნამრავლს: 

IX,მ)= 2, XL. (3) 

ზოგიერთ სპეციალურ შემთხვევაში LLX,მ) ფუნქცია 
შეიძლება იყოს არაწრფივიცკ C სიმრავლეში შემავალი 
ფუნქციების მაგალითებია: 

9IC X,) = | X I – აბსოლუტური მნიშვნელობა; 

ძ: (X)='0%6(X) – ჰიპერბოლური ტანგენსი; 

9(X,) = X9 + კვადრატული ფუნქცია. 
ლი ფუნქციებიდან ზოგს შეიძლება ჰქონდეს შეთა- 
ნაწყობის პარამეტრები ვექტორების განზომილებების 
ზოგიერთი შეზღუდვის შემთხვევაში მიიჩნევა რომ 
ყველა ეს ოპერაცია პარალელურად სრულდება. 

ზემოთ აღნიშნული იყოდ რომ ნაშრომში (2) 
ნეიროინფორმატიკიი იდეოლოგიის ერთ-ერთ წყაროდ 
მითითებულია „წარმოდგენები სწავლების პროცესებზე”, 
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რაც ეჭეს არ იწვევს თუმცა, ეს დებულება, ჩვენი 
აზრით, უნდა გაფართოვდეს – ნეიროინფორმატიკის 
იდეოლოგიის ერთ-ერთ წყაროდ უნდა მივიჩნიოთ არა 
მხოლოდ წარმოდგენები სწავლების პროცესებზე, არამედ 
მთლიანობაში სახეთა ამოცნობის თეორია, რომელიც 
მნიშვნელოვნად ასაზრდოებს მას იდეურად, აგრეთვე 
შესაძლებელს ხდის პრაქტიკული ამოცანების გადა- 
საწყვეტად ხელოენური ნეირონული ქსელების სინთეზის 
პროცესებში გამოყენებულ იქნეს სახეთა ამოცნობაში 
შემუშავებული მრავალი მეთოდი, სახელდობრ: 

- ნეიროქსელების მუშაობა პირველ მიახლოებაში 
შეიძლება წარმოვიდგინოთ “შემდეგი პროცედურით – 
ნეიროქსელში შემავალ სიგნალებს, რომლებიც ეკუთ- 
ვენის M განსომილების სივრცეს, ნეიროქსელი განაზო- 
გადებსს და მიაკუთვნებსს გარკვეული რაოდენობის 
კლასებს მათემატიკური თვალსაზრისით, ეს ხდება 
ჰიპერსიბრტყეებით სივრცის დაყოფის გზით. ჩანაწერი 
წრფივი ფორმალური ნეირონებისათვის იქნება 

X(X,8)= 2,,იმს L=1... ი, 1 IM. (4) 

სახეთა ამოცნობაში (4) გამოსახულებით მოცემულ 
ფუნქციას ეწოდება მსგავსების ზომა სკალარული 
ნამრავლით; მივიღებთ კლასების რაოდენობას არა 
უმეტესს 22, სადაც #1 ქსელის გამოსასვლელების 
რაოდენობაა ეს პროცედურა ანალოგიურია სახეთა 
ამოცნობაში წრფივი დისკრიმინანტული ფუნქციისა, ანუ 
მისი მოდელირებით მივიღებთ კლასიკურ მაკ-კალოკისა 
და პიტსის ნეირონს, ხოლო თუ ამ მიდგომას განვაზო- 
გადებძთ არაწრფივი დისკრიმინანტული ფუნქციების 
მიმართ, მაშინ შესაძლებელია სხვადასხვა სახის მრა- 
ვალშრიანი ნეირონული ქსელების მიღება (იგულისხმება, 
რომ სქემას ყველგან ემატება აქტივაციის ელემენტი); 

- ნეირონული ქსელების სინთეზის და ფუნქცი- 
ონირების პროცესებში გამოყენებულია სახეთა ამოც- 
ნობის ისეთი მეთოდები და პროცედურები, როგორიცაა: 
გადასაწყვეტი ამოცანის მაგალითებისაგან მონაცემთა 
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ბასის “რშედგენა, ამ ბაზის დაყოფა სასწავლო და 
საკონტროლო სიმრავლეებადდ ამოცანის შესაბამისი 
ნიშანთა სივრცის “შერჩევა მონაცემთა წარმოდგენა 
რიცხვითი ფორმით და მათი ნორმირება, ნეიროქსელის 
სწავლებისა და ფუნქციონირების კრიტერიუმების შერ- 
ჩევა, სწავლებაში ოპტიმიზაციის მრავალფეროვანი მეთო- 
დების გამოყენება და სხვ.; 

- ისევე როგორც სახეთა ამომცნობი სისტემების მიერ 
მიღებული გადაწყვეტილებები, ნეიროქსელების მიერ 
მიღებული გადაწყვეტილებებიკც ყოველთვის არ არის 
კატეგორიული, ანუ ქსელი გადაწყვეტილებასთან ერთად 
იძლევა მისი საიმედოობის მაჩვენებელსაც, რაც კრიტი- 
კულად უნდა შეაფასოს მომხმარებელმა. 

სხეა სიტყვებით რომ ეთქეათ, ნეიროქსელებშიც 
მსგავსი პრობლემებია, რაც სახეთა ამოცნობაში, ანუ 
ზემოთ ჩამოთვლილი პროცედურების ეფექტურობა 
(სასწავლო ნაკრები, მისი კორექტულობა, ქსელის პარა- 
მეტრების შერჩევა და სხე.ე მნიშენელოვნად არის დამო- 
კიდებული მომხმარებლის სუბიექტურ მოსაზრებებზე. 

ამოცანის სუსტი დასმა, იმის მკაფიოდ 
წარმოდგენა, თუ რა უნდა „დაისწავლოს” ნეიროქსელმა, 
საკმაოდ რთული საქმეა, ანუ ხაზი უნდა გაესვას იმ 
გარემოებას, რომ ხელოვნური ნეირონული ქსელი არ 
წარმოადგენს ყველა პრობლემის გადაწყვეტის პანაცეას, 
არამედ ის არის მოქნილი ინსტრუმენტი სათანადოდ 
მომზადებული მომხმარებლის ხელში. 

ამრიგად, მოყვანილი მოსაზრებების საფუძველზე 
ნათლად იკვეთება ნეიროინფორმატიკის იდეოლოგიის 
სამი წყარო: 
! ადამიანის ცენტრალური ნერვული სისტემის 

ფიზიოლოგია (ნეირობიოლოგია, როგორც მრა- 
ვალდონიანი მეცნიერება); 

2. მაღალი პარალელიზმის გამოთვლითი სისტემები 
(პარალელური ერთგვაროვანი პროცესორები); 

პ. სახეთა ამოცნობის თეორია. 

11



ნეიროინფორმატიკის იდეოლოგიის წყაროების – 
ნეირობიოლოგიის, მაღალი პარალელიზმის გამოთვლითი 
სისტემებისა და სახეთა ამოცნობის თეორიის ის 
მნიშვნელოვანი განსაზღვრებები დებულებები და 
მეთოდები, რომლებიც ხშირად გამოიყენება ხელოვნური 
ნეირონული ქსელების თეორიასა და პრაქტიკაში, 
მოკლედ არის განხილული მომდევნო თავებში. 

12. ბუნებრივი ნეირონისა და ნეირონული ქსელების 
ბიომორფოლოგიური აღწერა 

12.1 ბუნებრივი ნეირონი და მისი 

სტრუქტურული ელემენტები 

ადამიანის ცენტრალური ნერვული სისტემა (ცნს) 
შედგება თავის ტეინისა და ზურგის ტვინისაგან. ცენტ- 
რალური ნერეული სისტემის ძირითადი ფუნქციებია: 

ს) ორგანიზმის ყველა ქსოვილისა და ორგანოს 
მოქმედების რეგულირება და მათი ერთ 
მთლიანობაში გაერთიანება; 

2 ორგანისმის გარემოს პირობებთან შეგუება, ანუ 
ორგანიზმის მოთხოვნილებების ადეკვატური 

ქცევის უზრუნველყოფა. 
ცენტრალური ნერეული სისტემის წამყვანი 

ნაწილია დიდი ნახევარსფეროების ქერქი, ანუ ნეოკორ- 
ტექსი რომელიც მართავს ადამიანის ცხოველქმედების 

ყველაზე უფრო რთულ ფუნქციებს – ფსიქიკურ პრო- 
ცესებს. მისი სისქე = 3 მმ, ხოლო საერთო ფართობი 
> 2,500 სმ? უდრის. 

ცენტრალური სნერეული სისტემის ძირითადი 

სტრუქტურული ელემენტია ნერვული უჯრედი, ანუ 
ნეირონი. ნეირონების მეშვეობით ხდება ინფორმაციის 
გადაცემა ცნს-ის სხვადასხვა უბნებს შორის, აგრეთვე 
ინფორმაციის გაცვლა ნერეულ სისტემასა და სხეულის 
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სხვადასხვა ორგანოებს შორის. ნეირონებში მიმდი- 
ნარეობს ინფორმაციის დამუშავების ძირითადი პროცე- 
სები მათი საშუალებით ფორმირდება ორგანიზმის 
საპასუხო რეაქციები (რეფლექსები) გარე და შიგა 

გაღიზიანებებზე. 
ნეირონების სამ ძირითად ტიპს განარჩევენ: 

აფერენტულ (მგძნობიარე), ეფერენტულ (მამოძრავებელ) 
და საშუალედო (ჩართულ) ნეირონებს აფერენტული 
ნეირონები (ცენტრისკენული) ინფორმაციას გადასცემენ 
რეცეპტორებიდან ცენტრალურ სნერვულ სისტემას; 
ეფერენტული ნეირონები (ცენტრიდანული) “უზრუნ- 
ველყოფენ ინფორმაციის გადაცემას ცენტრალური 
ნერვული სისტემიდან მუშა ორგანოებისაკენ; 
საშუალედო ნეირონები (ინტერნეირონები) შედარებით 
მცირე უჯრედებია, რომლებიც აკავშირებენ 
ერთმანეთთან აფერენტულ და ეფერენტულ ნეირონებს 
და ქმნიან გამტარ გზებს. 

ნეირონის სხვადასხვა სტრუქტურულ ელემენტებს 
ახასიათებს ფუნქციური თავისებურება და სხვადასხვა 
ფიზიოლოგიური მნიშვნელობა ნერვული “უჯრედის 
ძირითადი “შემადგენელი ელემენტებია: ნერვული 
უჯრედის სხეული ცენტრალური ბირთვითურთ ანუ 
სომა (§ძ0ი)2) დენდრიტები (ძი6იძLIILC5) და აქსონი (მX0X). 

დენდრიტები წარმოადგენს ნერვული უჯრედის 
განტოტვილ მრავალრიცხოვან წანაზარდებს (მორჩებს). 
ისინი შეიძლება განვიხილოთ, როგორც ნეირონის 
შესასვლელებიი რომელთა გავლითაც სიგნალები 
მიეწოდება სომას. სომადან გამომავალი ერთადერთი 
წანაზარრი + აქსონი წარმოადგენს ნეირონის 
გამოსასევლელს; იგი გადასცემს ნერვულ იმპულსებს 
სხვა ნეირონესს ან მუშა ორგანოებსს (კუნთი, 
ჯირკვალი). ნერვული “უჯრედების ფორმები, 
წანაზარდების სიგრძე და განლაგება ძალზხე 
მრავალფეროვანია და დამოკიდებულია მათ ფუნქციურ 
დანიშნულებაზე (სურ. 12). ნეირონების განივკვეთის 
ზომები მერყეობს 5-დან 90 მიკრონამდე. ერთ ნეირონს 
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შეიძლება ჰქონდეს რამდენიმე ათასი დენდრიტი, 
რომელთა დიამეტრი დაახლოებით 1 მიკრონის ტოლია. 

სომა /X „#“> 
დენდრიტები 

სინაფსი 
// 

  

სურ. 12. ბუნებრივი ნეირონი და მისი სტრუქტურული ელემენტები. 
(ილუსტრაცია აღებულია (21) ნაშრომიდან) 

აქსონები გამოირჩევა სიგრძით – რამდენიმე მილი- 
მეტრიდან ერთ მეტრამდე დენდრიტების და სომას 
მემბრანაზე განლაგებულია სინაფსები (51იმი5)) – სხვა 
ნეირონების აქსონების (იშვიათად საკუთარი აქსონის) 
დაბოლოებები (სურ. 1.3). სინაფსების განლაგების 
სიმჭიდროვე შედარებით მეტია დენდრიტების 
განშტოებათა კვანძებსა და ლოკალური გაფართოების 
უბნებში. სინაფსების ზომები სხვადასხვაა – სომაზე 
არის 02+04 მკმ, ხოლო დენდრიტებზე =– 1,0 მკმ. 
დენდრიტების სოკოსებრ გამონაზარდებზე განლა- 
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გებულია აგრეთვე რამდეჩიმე სპეციალური ,,კბილი- 
სებრი სინაფსი” “ზურგის ტეინის თითოეულ მსხვილ 
მოტონეირონს აქეს 15000 +20000 სინაფსი. 

ნეირონების სიმჭიდროვე ყველასე მაღალია ადამი- 
ანის თავის ტვინის ქერქში და ერთ კუბურ მილიმეტრში 
40 ათას ნეირონს აღწევს. ზოგიერთი შეფასებით ცენტრა- 
ლურ ნერვულ სისტემაში არის დაახლოებით ასი მილი- 
არდი ნეირონი. ნეირონების გრძელი მორჩების კონები 
შეადგენს ნერვებს, რომლებიც ცენტრალური ნერვული 
სისტემისა და სხვადასხვა ორგანოების 
დამაკავშირებელი ტრაქტებია ტრაქტებს აქვს თეთრი 
ფერი, ხოლო ნეირონის სომასა და დენდრიტებს რუხი 
ფერი, ამიტომ ტვინში განასხვავებენ თეთრ ნივთიერებას 
(გამ. ტარი გზებია და რუხ სნივთიერებას (ქერქული 

სტრუქტუ-რები და ქერქქვეშა ბირთვები). 
ბიოლოგიური ნეირონის სქემა და სინაფსური 

კავშირები ნაჩვენებია 13 სურათზე, სადაც: 1 არის სომა; 

2 – დენდრიტები; 3 – აქსონის ბორცევი; 4 - აქსონი; 
5 – აქსონის განშტოებები; 6 – სინაფსური კავშირი; 
7 – ცენტრალური ბირთეი. ისრებით ნაჩვენებია სიგნალე- 
ბის გავრცელების მიმართულებები ნეიროჩში. 
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სურ. 13. ბიოლოგიური ნეირონის გამარტივებული სქემა და მისი 
სინაფსური კავშირები 

ნეირონებში აღინიშნება სნივთიერებათა ცელის 
მაღალი სიჩქარე და აერობული პროცესების სიჭარბე. 
ტვინი მოითხოვს ჟანგბადის დიდ რაოდენობას: მისი წონა 
დაახლოებით ორგანიზმის წონის 2 პროცენტია, ხოლო 
ჟანგბადის მოხმარება სისხლის მეშვეობით აღწევს 45 
პროცენტს (>46 მლ/წთ). ჟანგბადის მიწოდების შეფერ- 
ხება იწვევს შეუქცევადი პროცესების განვითარებას: 
სურგის ტვინში =30 წთ-ის შემდეგ, თავის ტვინში =20 
წთ-ის შემდეგ, ხოლო თავის ტვინის ქერქში =6 წთ-ის 

შემდეგ. | 
ტვინისათვის ენერგიის ძირითადი წყარო არის გლუ- 

კოზა, რომელსაც იგი დღე-ღამეში = 15გრამს მოიხმარს. 
ადამიანის ორგანიზმის მთელი სადღეღამისო ენერგია- 
დანახარჯის I2+17 პროცენტი მოდის ტვინის წილად. 
ნეირონების მიერ ჟანგბადის და გლუკოზის მაღალ 
მოთხოვნილებას უზრუნველყოფს სისხლის ინტენსიური 
მიწოდება. სისხლი ტვინში 5-7-ჯერ უფრო მეტი სიჩქარით 
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მოძრაობს, ვიდრე უმოქმედო კუნთებში. ტეინი უხვად 
არის უზრუნველყოფილი სისხლძარღვებით, თვითოეულ 
მსხვილ ნეირონს აქვს რამდენიმე საკუთარი კაპილარი, 
რომლებიც ტვინის ქერქის მოცულობის 10 პროცენტს 
შეადგენს. 

ნერვული უჯრედების კვებასა და ნივთიერებათა 
ცვლაში მონაწილეობენ აგრეთვე გლიური უჯრედები 
(ნეიროგლია), რომლებიც ავსებენ ტვინის ნეირონთაშო- 

რის სივრცეებს. ნეოკორტექსში მათი რაოდენობა 5-ჯერ 
მეტია, ვიდრე ნეირონებისა. მთლიანად გლიური უჯრედე- 
ბის რაოდენობა დაახლოებით 130 მილიარდია. ლცენტრა- 
ლური ნერეული სისტემის კაპილარები თითქმის მთლია- 
ნად (80 %-მდე) დაფარულია გლიური უჯრედებით, ამ 

უჯრედებს შეუძლიათ გადაადგილდნენ სივრცეში ყველა- 
ზე უფრო აქტიური ნეირონებისაკენ. შესაძლებელია, ისი- 
ნი მონაწილეობას იღებდნენ აგრეთვე ტვინის პირობით- 
რეფლექსურ მოქმედებასა და მეხსიერების პროცესებში. 
სოგიერთი მკლევარის აზრით ნეიროგლია ინფორმაციის 
შენახვასთან ერთად აგრეთვე „აპროგრამებს” ნეირონებს. 

122. ბიოლოგიური ნეირონის ძირითადი ფუნქციები 

ნერვული უჯრედის ანუ ბიოლოგიური ნეირონის 
ძირითადი ფუნქციებია: 

გარე გაღიზიანებების აღქმა (რეცეპტორული ფუნქ- 

ია); 
- გაღიზიანებების სიგნალების გადამუშავება (ინტეგრა- 

ციული ფუნქცია); 
- ნერვული ზემოქმედების გადაცემა სხვა ნეირონები- 
სათვის ან სხვადასხვა მუშა ორგანოებისათვის (ეფექტო- 

რული ფუნქცია). 
ნერვულ სისტემაში შემოსული ყველა აგზნება ნე- 

ირონს გადაეცემა სინაფსური კონტაქტების მიმდებარე 
მემბრანის გარკვეული უბნების მეშვეობით. უმეტესად ეს 
გადაცემა ხორციელდება ქიმიური გზით სპეციალური 
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ნივთიერებებსს მედიატორების (ნეიროტრანსმიტერების) 
საშუალებით. ნეირონის პასუხი არის მემბრანული პო- 
ტენციალის სიდიდის ცვლილება. აქსონებს დაბო-ლო- 
ებასე აქვს განშტოებები, რომელთაც შეუძლიათ სინაფ- 
სების წარმოქმნა დენდრიტებზე (აქსოდენდრიტული სინა- 
ფსები), სომასე (აქსოსომატური სინაფსები) და ზოგჯერ 
აქსონზე (აქსოაქსონური სინაფსები) ყველასე მეტი (50 
პროცენტამდე) სინაფსი განლაგებულია დენდრიტებზე. 

სინაფსური კონტაქტის პრესინაფსურ ნაწილში მო- 
სულ ნერეულ იმპულსს შეჰყავს მედიატორი (აცეტილჰო- 
ლი, ნორადრენალინი და სხვ. სინაფსურ ნაპრალში. 

4 სურათსე ნაჩვენებია სინაფსური კონტაქტის 
ნაპრალ-შიი მედიატორის გამოყოფა, სადაც: 1 არის 
ნეიროტრანსმიტერი; 2 – სინაფსური ბუშტულები; 3 – 

პრესინაფსური აქსონი; 4 – სინაფსური ნაპრალი; 
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5 – ნეიროტრანსმიტერული რეცეპტორი; 6 – პოსტსინაფ- 
სური დენდრიტი. 

სინაფსის აქტივაციის დროს წარმოქმნილი ეფექ- 
ტები შეიძლება იყოს ამგზნები ან მამუხრუჭებელი. ეს 
დამოკიდებულია მედიატორის და პოსტსინაფსური მემ- 
ბრანის თეისებებხე.ე მოსვენებულ მდგომარეობაში 
მემბრანა პოლარისებულია, ანუ მემბრანის გარეთ დადე- 
ბითი მუხტი რეგისტრირდება, ხოლო შიგნით –უარყოფი- 
თი. ნეირონის მოსვენების მემბრანული პოტენციალი 
=70 მვოლტია. ამგზნები ზეგავლენისას ისრდება მემბრა- 
ის შელწევადობა, რაც განაპირობებს ნატრიუმის დადები- 
თად დამუხტული იონების შესელას უჯრედში და ”შედე- 
გად, მემბრანის სხვადასხვა მხარესე პოტენციალთა სხვა- 
ობის შემცირებას, ანუ მის დეპოლარიზაციას. უჯრედის 
მოცემული უბნის პოსტსინაფსურ მემბრანაში ამ დროს 
რეგისტრირდება მემბრანული პოტენციალის უარყოფითი 
რხევა ამპლიტუდით =10 მეოლტი, ანუ ამგზნები პოსტ- 
სინაფსური პოტენციალი (აპსჰ), რომელიც 1,2 მილიწამის 
განმავლობაში აღწევს თავის მაქსიმუმს, ხოლო შემდეგ 
კლებულობს. მამუხრუჭებელი ზეგავლენისას მემბრანის 
შეღწევადობა უმნიშვნელოდ იზრდება, ძირითადად კალი- 
უმის იონებისათვის (კალიუმის იონის დიამეტრი ნაკლე- 
ბია, ვიდრე ნატრიუმის). იმის გამო, რომ კალიუმის იონე- 
ბის რაოდენობა მეტია უჯრედის შიგნით, ისინი გამოდიან 
გარეთ, იზრდება მემბრანის პოლარიზაცია, ანუ ხდება 
მისი ჰიპერპოლარიზაცია. ამ დროს რეგისტრირდება და- 
დებითი რხევა =5 მვოლტის ამპლიტუდით, ანუ მამუხრუ- 
ჭებელი პოსტსინაფსური პოტენციალი (მპსპ). ეს პოტენ- 
ციალები, როგორც წესი, გრძელდება რამდენიმე მლწამის 
განმავლობაში, თუმცა თავის ტვინის ზოგიერთ ნეირონში 

აპსპის ხანგრძლივობა 80 მლწამამდე, ხოლო მპსპ – 100 
მწამამდე აღწევს. 

4. ნეირონის მემბრანული პოტენციალის საერთო 
ცვლილება არის დენდრიტებსა და სომაზე განლა- 
გებული ყველა მრავალრიცხოვანი აქტივირებული 
სინაფსის ადგილობრივი აპსპ და მპს პოტენციალების 
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რთული “ურთიერთქმედების (ინტეგრაციის, შედეგი. 
ჩეირონის მემბრანაზე ხდება პოტენციალის დადებითი და 
უარყოფითი რხევების ალგებრული აჯამვა. მამუხრუ- 
ჭებელი სინაფსური ზემოქმედების გადაჭარბების დროს 
მოხდება მემბრანის ჰიპერპოლარიზაცია და ნეირონის 
მოქმედების დამუხრუჯება, ხოლო თუ მემბრანული პო- 
ტენციალი გადაიხარა დეპოლარიზაციისაკენ – გაიზრდე- 
ბა ნეირონის აგსნებადობაა ნეირონის საპასუხო 
განმუხტვა მოხდება მხოლოდ მაშინ როდესაც 
მემბრანული პოტენციალის სიდიდე მიაღწევს 
დეპოლარიზაციისს კრიტიკულ დონეს – რზსღურბლურ 
მნიშენელობას ამისათეის ამგსნები პოსტსინაფსური 
პოტენციალის სიდიდე უნდა გახდეს დაახლოებით 10 
მვოლტი. დეპოლარიზაციის კრიტიკული დონის 
მიღწევისთანავე იწყება ნატრიუმის იონების უჯრედში 
შესვლის “შვავისებრი პროცესი და ამ დროს 
რეგისტრირდება ე.ფწ. მოქმედების პოტენციალი (მპ. 
მოქმედების პოტენციალში განასხვავებენ ხანმოკლე, 
შედარებით მაღალვოლტიან პი-კურ ნაწილს, ანუ სპაიკს 
და ჩხანგრძლიგ დაბალი ამპლი-ტუდის რხევებს. 
მოტონეიროჩების მოქმედების პიკის ამპლიტუდა არის 80 

– 100 მვოლტი, ხოლო მისი ხანგრძლივობა C15 მწამი. 
ნერეული უჯრედების დეპოლარიზაციის სიდიდე წრფივ 
დამოკიდებულებაშია გამღი-ზიანებელი იმპულსების 
სიხშირესთან. ტვინის უმაღლესი დონის განყოფილებები 
სხვადასხვა სიხშირის იმპულსების გაგზავნით ცნს-ის 
ქვედა დონის ნეირონებისათვის არეგულირებენ მათ 
აგზნებადობას რითაც ახორციელებენ კონტროლს 
ორგანიზმის საპასუხო რექციებზე. 

ედ. მოქმედების პოტენციალის გაჩენისთანავე, 
ნერვული იმპულსი იწყებს გავრცელებას სომადან 
აქსონის გაყოლებით სხვა ნეირონისაკენ ან მუშა 
ორგანოსაკენ, ანუ ხორციელდება ნეირონის 
ეფექტორული ფუნქცია ამრიგად, აქტიურ ნეირონში 
მიმდინარე პროცესები შეიძლება წარმოდგენილი იქნას 
შემდეგი თანამიმ-დეევრობით: 
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.! წინამდებარე ნეირონის პრესინაფსურ დაბოლო- 
ებაში ნერვული იმპულსის მოსვლა; 
სინაფსურ ნაპრალში მედიატორის გამოყოფა; 
პოსტსინაფსური მემბრანის შეღწევადობის 
გასრდა; 

4 მემბრანის დეპოლარიზაცია (აპსპ) ან ჰიპერპო- 
ლარიზაცია (მპსპ); 

5. ნეირონის დენდრიტებსა და სომაზ%სე აპსპ და მპსპ 
პოტენციალების ურთიერთქმედება (ალგებრული 
აჯგამვა); 

6. ამგზჩნები ზემოქმედების გადაჭარბების ”შშემთხვე- 
ევაში მემბრანული პოტენციალის წანაცვლება 

დეპოლარიზაციისაკენ; 

სა
ჯა
 

7 დეპოლარიზსაციის კრიტიკული დონის მიღწევა; 
მ. მოქმედების პოტენციალის წარმოქმნა; 
9. ნერვული იმპულსის გავრცელება აქსონში; 
10. მედიატორის გამოყოფა აქსონის დაბოლოებებში, 

ანუ ნერვული პროცესის გადაცემა სამიზნე 
უჯრედხდე – მომდევნო ნეირონსე ან მუშა 
ორგანოზე. 

ამრიგად, ინფორმაციული პროცესები ნეირონებში 
ხორციელდება ორი გზით: ქიმიური მექანისმით (მედია- 
ტორები) და ელექტრული მექანიზმით (ამგზნები პოსტსი- 
ნაფსური პოტენციალი, მამუხრუჭებელი პოსტსინაფსური 
პოტენციალი, მოქმედების პოტენციალი). 
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123. ნერვული უჯრედების ურთიერთქმედების 
მექანიზმები და სისტემები 

ნერვული უჯრედები ფუნქციონირებენ ერთმანეთთან 
მჭიდრო ურთიერთქმედებით, რაც ძირითადად სხორცი- 
ელდება ორი მექანიზმით: 

ს) ნერვული უჯრედების ელექტრული ველების 
გემოქმედებით (ელექტროტონული ზემოქმედე- 
ით); 

2. ნერვული იმპულსების ზემოქმედებით. 
ელექტრული ველების “სემოქმედების მექანიზმი 

შემდეგია: ნერვული უჯრედის ელექტრული მუხტი მის 
ბარშემო ქმნის ელექტრულ ეელს, რომლის რხევებიც 
იწვევს მეზობელი ნეირონების ელექტრული ველების 
ცელილებებს, რაც (ცვლის ამ ნეირონების აგზნე- 
ბადობას, ლაბილურობასა და გამტარობას. ამ ველის 
განფენილობა არ არის დიდი, = 100 მიკრონია. 

ნერვული იმპულსების ზემოქმედების მექანიჭმი 

უსრუნველყოფს ნერვული ზემოქმედების ზუსტ და 
სწრაფ (100+ 140 მ/წმ) გადაცემას როგორც ახლო, ასევე 
შორ მანძილებზე ამრიგად, კავშირის ძირითადი 
საშუალება ნეირონებს შორის არის ნერვული იმპულსი. 
ნეირონთა შორის “ოურთიერთქმედებაში გამოიყენება 
სიხშირული კოდი, ანუ ერთი ნეირონის საპასუხო 
რეაქციის ხასიათისა და ფუნქციური მდგომარეობის 
ცვლილების კოდირება ხდება იმ იმპულსების სიხშირის 
ცელილებით, რომლებსაც ეს ნეირონი უგზავნის სხვა 
ნეირონებს. ნეირონის მნიშვნელოვანი ფიზიოლოგიური 
მაჩვენებელი არის დროის ერთეულში ნეირონის მიერ 
გაგზავნილი იმპულსების საერთო რაოდენობა, ანუ მისი 
ჯამური იმპულსური აქტივობა. ნერეული იმპულსების 
ნეირონთა შორის გადაცემის პროცესებში 
უმნიშეჩელოვანის როლს ასრულებენ სინაფსები. 
სინაფსები მიერ ნერვული იმპულსების გადაცემის 
უნარი ცვალებადია – იზრდება სინაფსების აქტიური 
მოქმედების შედეგად და მცირდება აქტივობის 
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არარსებობის დროს. სინაფსები ნერვული სისტემის 
ყეელასე მგრძნობიარე ელემენტებია. უკეე რამდენიმე 
დღის უმოქმედობის “შედეგად სინაფსების “შ%ომები 

მცირდება, კლებულობს მედიატორის მარაგი, იზრდება 
სინაფსური შეყოვნება ხოლო სინაფსების სრული 
დასიანების შემთხვევაში, ნეირონებს შორის კავშირი 
საერთოდ წყდება. 

ნერვული სისტემის ორგანისაციის უმარტივესი 
ფორმა არის დიფუზიური ნერეული ქსელი, რომელიც 

აქვთ უდაბლეს უხერხემლო ცხოველებს (ღრუბელი, 
მედუზა, აქტინია) ასეთი ნერვული ქსელის ნეირონებს 
აქვთ მრავალრცხოვანი ურთიერთკავშირები, 

რომლებითაც აგზნება დიფუზურად ვრცელდება ყველა 
მირთულებით. 

ნერვული სისტენის ორგანისაციის შედარებით 
რთული ფორმაა სეგმენტური ნერვული სისტემა, 
რომელიც აქვთ უმაღლეს უხერხემლო ცხოველებს 
(მწერები ჭიაყელები, მათი სხეულები შედგება 
ერთნაირი აგებულების სეგმენტებისაგან რომელთა 
ინერვაცია ხდება ამავე სეგმენტებში განლაგებული 
ნეირონებით. 

ევოლუციის “შემდეგი საფეხური ხერხემლიან 
ცხოველებს უვითარებს ნერვული სისტემის სათავო 
დაბოლოებას – ენცეფალონს, სადაც თავს იყრიან 

ნერვული უჯრედების ჯგუფები – ნერვული ცენტრები, 
რომლებიც მართავენ უმნიშვნელოვანეს ფუნქციებს. ამ 
დროს (ვალკეული სეგმენტები კარგავს ავტონო- 
მიურობას და ფუნქციების მეტი ნაწილი გადაეცემა 
ნერვული სისტემის ზემდგომ განყოფილებებს, ანუ 
მიმდინარეობს ფუნქციების ენცეფალიზაცია (ცენტრა- 
ლიზაცია) თავის ტვინის დიდი ნახევარსფეროების 
ქერქის – სნეოკორტექსის ფორმირებასთან ერთად, 
მიმდინარეობს მისდამი ნერვული სისტემის ყველა სხვა 
განყოფილების დამორჩილება, ანუ კორტიკალიზაციის 
პროცესი. ადამიანის ცნს-ის აგებულება და ფუნქციები 
ასახავს ამ ევოლოციურ პროცესს მაგალითად, 
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სეგმენტური ორგანიზაციის ნიშნები აქვს ზურგის 
ტვინს რომლის ნერვული (ცენტრები “უშუალოდ 
მართავს სხეულის იმავე დონის “უბნებს ხოლო 
ნეოკორტექსს არა აქეს უშუალო კავშირები სხეულის 
ორგანოებთან, არამედ იგი მათ მოქმედებებს მართავს 
სეგმენტური ცენტრების მეშვეობით. 

124 ნეირონული დოქტრინა და პარადიგმების ცვლა 

ნაშრომში (წ3) მოცემულია ეწ. თანამედროვე 
ნეირონული დოქტრინა, რომლის თანახმად ნერვული 
სისტემის ანატომიურ, გენეტიკურ, ფუნქციურ, 
პოლარიზებულ, დამაზიანებელ “სემოქმედებათა მიმართ 
მგრძნობიარე და რეგენერაციის “უნარის მქონე 
ერთეულს წარმოადგენს ნეირონი. დოქტრინა ეფუძნება 

შემდეგ ექვს დებულებას: 
I ნეირონი ნერვული სისტემის მთავარი 

შემადგენელი ერთეულია, რომლის ძირითადი 

ელემენტებია უჯრედის სხეული (სომა), დენდრი- 
ტები, სინაფსები, აქსონი; 

2. ნეირონი გენეტიკური ერთეულია, ვითარდება 
დამოუკიდებელი ნეიროპლასტიდან, აღჭურვილია 
გენეტიკური კოდით, რაც განსასღვრავს მის 
სტრუქტურას, მეტაბოლიზმს, კავშირებს, რომლე- 
ბიც დასწავლის პროცესისას ვარიაბელურია; 

3 ნეირონი ფუნქციური ერთეულია, მას აქვს 
სტიმულების მიმღებლობის, იმპულსების გენერა- 
ციისა და გატარების “უნარი, ამასთან, იგი 
ჩართულია რომელიმე ნერვული წრედის 
შემადგენლობაში. 

4 ნეირონი არის პოლარიზებული ერთეული, ანუ 
იმპულსებსს მხოლოდ ერთი მიმართულებით 
ატარებს ამასთან სხვა უჯრედზე აგზნება 
მხოლოდ სინაფსური გზით გადაიცემა (ეს უკა- 
ნასკნელი დებულება, როგორც ქვემოთ იქნება 
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ნაჩვენები ბოლო ნეირობიოლოგიური მონაცე- 
მების საფუძველსე უარყოფილია); 

2. ნეირონი წარმოადგენს დამაზიანებელ "სემოქმე- 
დებათა მიმართ მგრძნობიარე ერთეულს; 

ნ. ნეირონს აქვს რეგენერაციის უნარი. 
რუსეთის მეცნიერებათა აკადემიის თეორიული და 

ექსპერიმენტული ბიოფისიკს ინსტიტეტის მეოც; 
საუკუნის კვლევების შემაჯამებელ მოხსენებაში 
„ნეირომეცჩიერება მეორე ათასწლეულის ბოლოს: 
პარადიგმების ცვლა” (4, მოცემულია ბოლო წლებში 
დაგროვილი ახალი ნეირობიოლოგიური მონაცემების 
ანალიხი, რასაც, როგორც აღნიშნულია მოხსენებაში, 
მივყავართ დიდი ხნის წინ ჩამოყალიბებული და 
საყოველთაოდ მიღებული პოსტულატების რადიკალურ 
გადახედვასთან, ანუ საჭირო ხდება ნერვული უჯრედების 
სიცოცხლისა და მუშაობის შესახებ ახალი წზწარმო- 
დგენების შემუშავება. 

ბუნებრივი ნეირონის ფუნქციონირების შესახებ 
შეხედულებები მნიშვნელოვნად იცვლება, სახელდობრ: 
ცალკეულ ბუნებრივ ნეირონს შეუძლია იმოქმედოს არა 
ერთი, არამედ რამდენიმე ტრანსმიტერული ნივთიერების 
გამოყოფის მეშვეობით დენდრიტებსე ზემოქმედებამ 
შეიძლება გამოიწვიოს აგზნების აქტიური გავრცელება; 
აგზნების პარამეტრების სეგავლენით აქსონებს 
შეუძლიათ დიფერენცირებულად გამოათავისუფლონ 
ნეიროტრანსმიტერები. ასტროგლია მონაწილეობს ყველა 

ნეირონული ფუნქციის ორგანიზებასა და რეგულირებაში; 
იგი მნიშვნელოვან როლს ასრულებს აგრეთვე 
ნეირონების ექსიტოტოქსიკური დაღუპვისაგან დამცავი 
ნეიროტრანსმიტერებისა და სხვა ნივთიერებების 
სინთესში ნეირონებს შორის სინაფსური ურთიერთ- 
ქმედების გარდა ბოლო წლებში იკვლევენ განსხვა- 
ვებული ტიპის კომუნიკაციების სხვადასხვა სისტემებს. 
მაგალითად, სინაფსების უმრავლესობა წარმოადგენს ღია 
კონტაქტს, საიდანაც ტრანსმიტერი შეიძლება გავრცელ- 
დეს როგორც სამგანზომილებიანი დიფუზიური სიგნალი 
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იზოტროპიულ ფოროვან გარემოში, ან ტრანსმიტერი 
შეიძლეა გამოიყოს არასინაფსური გეარიკოზისგან; 
ნაპრალოვაი კონტაქტეი აგრეთვე წარმოადგენს 
ნეირონთაშორისი მეტაბოლური და ელექტრული 
კომუნიკაციებს“ დამატებით სისტემას სადაც ხდება 
უშუალოდ იონებისა და მცირე მოლეკულების გაცვლა – 
კავშირის ეს ფორმა ნეირონების, აგრეთვე ნეირონებისა 
და ასტროციტების გაერთიანებაში მონაწილეობს 
ფუნქციურ ანსამბლებად. 

ნეირონთაშორისი კომუნიკაციების რთული სურათი, 
რომელიც შეიცავს მრავლობით სინაფსურ, პრესინაფსურ 
და პარასინაფსურ “ურთიერთქმედებას, კიდეგ “უფრო 
რთულდება ამ პროცესებში ნეიროტროფული 
ნივთიერებებისა და ციტოკინების მონაწილეობის შედე- 
გად. იმ ფაქტორების რაოდენობის ზრდა, რომლებიც 
განსაზღვრავს ჩეირონების ურთიერთქმედების საბოლოო 
შედეგს, ქმნის ახალ სიძნელეებს ტვინის ფუნქციების 
თეორიული კონცეფციებისა და მოდელირების განვითა- 
რებაში. 

ამრიგად, ბოლო წლებში მოლეკულური ნეირო- 
ბიოლოგიისა და ნეიროგენეტიკის მიერ გამოვლენილი 
სხვადასხვა ნეიროობიექტებს შორის რთული 
ურთიერთქმედებები დეტალების სიმრავლე (და ეს 
პროცესი ყოველდღიურად მიმდინარეობს) თეორიული 
ნეირობიოლოგიის მიერ არ არის ჯერჯერობით ინტეგ- 
რირებული ტეინის ფუნქციების ორგანიზაციის კოჰერენ- 
ტულ წარმოდგენაში, ეს მონაცემები„ რა თქმა უნდა, 
აფართოებს ცოდნას, მაგრამ, ამავე დროს, ართულებს 
ტვინისს და მისი განყოფილებებისა და ცალკეული 
სისტემებს ინტეგრალური მუშაობის პრინციპების 
კონცეპტუალური წარმოდგენების ფორმირებას. 

ნეირონიდან გამომავალი საბოლოო სიგნალი და- 
მოკიდებულია პირობების იმდენად დიდ სიმრაელეზე, 
რომ ჰიპოთეზური თეორიული კონსტრუქციების საიმე- 
დოობა სულ უფრო მცირდება, ეს ეხება ნერეული სის- 
ტემის მოდელირების პრობლემასაც. ადრე, როდესაც 
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ნეირონებს წარმოიდგენდნენ როგორც ამგსნები ან 
მამუხრუჭებელი მუდმივი თვისებების მქონე აბსტრაქ- 
ტულ ობიექტებს, მათი მოდელირება შედარებით მარ- 
ტივი იყო. ბიოლო წლების მონაცემების გაოვალისწი- 

ნებით კი ნეირონთაშორის ურთიერთქმედებებში შესაძ- 
ლებელი ხდება მრავალი ვარიანტის მონახვა, რაც 
პრაქტიკულად გასას უხსნის განსხვავებული თეორიებისა 
და მოდელების შემუშავებას. 

ნეირობიოლოგია არის მრავალდონიანი მეცნიერება, 

რომელინკ კვლევებს აწარმობს მოლეკულურ –- 
სუბუჯრედულ – უჯრედულ – სტრუქტურულ –- 
სტრუქტურათშორის (ტვინის) – კოგნიტიურ (ქცევით) 
დონეებსე. თითოეული დონე იყენებს წინამდებარე დო- 
ნის სინთეზურ მონაცემებს და საანალისო მონაცემებით 
უსრუნველყოფს მომდევნო დონეს, მდენად, ლოგიკური 
და მოდელური კონსტრუირების პროცესებში გა- 
თევალისწინებული უნდა იყოს თითოეულ დონეზხე მიღე- 

ბული შედეგები. 

13. მაღალი პარალელიზმის გამოთელითი სისტემები 

13.1. კომპიუტერების არქიტექტურის ევოლუციის 
ძირითადი ეტაპები 

გამოთვლითი ტექნიკის სისტემების ყველაზსე უფრო 

გავრცელებული არქიტექტურა ეფუძნება ჯონ ფონ 
ნეიმანის (1) პარადიგმას, ანუ ეს სისტემები სტრუქ- 
ტურულად შედგება მართვის მოდულისაგან, აგრეთვე 
მესსიერების ინფორმაციის შეყვანა-გამოყვანის, ლოგი- 
კური და არითმეტიკული დამუშავების ფუნქციური 
მოდულებისაგაინ რომლებიც წინასწარ “შედგენილი 
ალგორითმის მიხედვით ასრულებენ ინფორმაციის 
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დამუშავების ოპერაციებს. მათემატიკური პროგრამირების 
საფუძველსე მომუშავე კომპიუტერების სტრუქტურა ხის- 
ტია და არ იცვლება (ხმIძV/2I6), მაგრამ შესაძლებელია 
იცელებოდეს პროგრამული უსრუნ-ველყოფა (§0წLVმ2XL6). 

მწარმოებლობის, საიმედოობის, ტექნოლოგიურობის, 
გამოყენების არეალის გასრდისა და, ამავე დროს, მართ- 
ვისა და დაპროგრამების, კონტროლისა და დიაგნოსტი- 
კის პროცესების გამარტივების მიზსნით, განუწყვეტლივ 
მიმდინარეობს კომპიუტერების სტრუქტურისა და ფუნქ- 
ციების განმსასღვრელი კონცეფციების განვითარება. 

ანალისი გვიჩვენებს, რომ ბოლო ათწლეულების 
გაჩმავლობაში გამოთვლითი სისტემების არქიტექტურის 
განვითარების ძირითადი ხაზი პარალელიზმისა და 
ერთგვაროვნების ხარისხის ამაღლებას უკავშირდება. 
ცნობილია, რომ გამოთვლითი ტექნიკის ორმოცდაათ- 
წლიანი ისტ“რიის განმავლობაში გამოთვლითი მანქანე- 
ბის მწარმოებლურობა გაისარდა დაახლოებით 107-ჯერ, 
აქედან 594102 “ჯერ ელემენტური ბასის სწრაფქმედების 
ამაღლების ხარჯზე და 29101 · ჯერ ახალი არქიტექ- 
ტურული კონცეფციების წყალობით, რასაც ძირითადად 
ინფორმაციის დამუშავების პარალელიზსმის ამაღლება 
(მათ შორის, კონვეიერული დამუშავება) უზრუნველყოფს. 
ასე მაგალითად, გამოთვლითი მანქანა ს05ატC §(1949წ) 
ასრულებდა ) წამში 100 არითმეტიკულ ოპერაციას 
(ტაქტის დრო იყო 2 მიკროწამი) ხოლო თანამედროვე 
სუპერკომპიუტერ CL#V C90-ის მწარმოებლობა 1 წამში 
აღწევს |! მილიარდ არითმეტიკულ ოპერაციას (ტაქტის 
დრო – 4 ნანოწამი. მრიგად, კომპიუტერის მწარმოებ- 
ლობის სრდას ძირითადად მისი არქიტექტურის სრულ- 
ყოფა განაპირობებდა. სავარაუდოა, რომ ეს ტენდენცია 
გაღრმავდება, ვინაიდან ელემენტური ბასის სწრაფქმე- 
დება სღვარს უახლოქდება. 

ხელოვნური ნეირონული ქსელების იდეოლოგიის 
ერთ-ერთი წყარო, როგორც ხაზსგასმულია ნაშრომში (2), 

უკავშირდება ინფორმაციის დამუშავების პარალელური 
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ალგორითმების განსაკუთრებულ წარმოდგენას, რაც 
ორიენტირებულია იმ სპეციალისებული მაღალი პარალე- 
ლისმის პროცესორების ფუნქციონირებასე, რომლებიც 
ერთგვაროვან ოპერაციეს ასრულებენ მონაცემთა 
დროში სწრაფად ცვალებად დიდ მასივებსე. ამასთან 
დაკავშირებით საინტერესოა კომპიუტერების პარალე- 
ლისზმისა და ერთგვაროვნების ხარისხის ამაღლების 
ძირითადი ეტაპების განხილვა. 

გამოთვლითი სისტემების მაღალსიჩქარიანი 
ელექტრონული მოწყობილობებისა და დაბალსიჩქარიანი 
ელექტრომექანიკური მოწყობილობების მუშაობის შეთა- 
ნაწყობისს მიზნით კ. სტრეიჩიმ I5) წამოაყენა 
პროცესორის დროის დაყოფის იღება სხვადასხვა 
პროგრამებს (ამოცანებს) შორის, რამაც უსრუნველყო 
პროცესორისა და სხვა მოდულების მუშაობის 
უმარტივესი განპარალელება. ამ ნაბიჯით პროცესორი 
უფრო თანაბრად და ერთგვაროვნად დაიტვირთა დროში, 
ხოლო პროგრამების ნაკადმა უფრო ერთგვაროვანი 
სტრუქტურა მიიღო მსხვილი პროგრამების დანაწევრების 
გამო. 

მიკროპროგრამული მართვის მეთოდი შეიმუშავა 
მ. უილკსმა (6, რითაც პროგრამული მართვის პრინციპი 
განავრცო კომპიუტერის მართვის სქემებსე ამით 
მართვის მოდულმა მიიღო მეტი ერთგვაროვნება და ეწ. 
მმართველი მეხსიერება რომლის გამოსასვლელებიც 
უშუალოდ უკავშირდება “შემსრულებელი სქემების 
შესასვლელებს. 

დ. სლოტნიკმა I7) წამოაყენა მატრიცული პროცესო- 
რის იდეა, ანუ გაზარდა ინფორმაციის დამმუშავებელი 
სქემების სივრცული ერთგვაროვნება და პარალელიზმი. 
ამასთან თითოეული სქემა რომელიც მრავალჯერ 
მეორდებოდა, წარმოადგენდა მრავალფუნქციურ მოდულს. 
მატრიცულ პროცესებში მნიშვნელოვნად ადეილდება 
ორგანზომილებიანი მასივების დამუშავება, მარტივდება 
დაპროგრამება და პროცესორის მართვა, ისრდება 
მწარმოებლობა განსაკუთრებით ორგანსომილებიანი 
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ინფორმაციული ნაკადების, მატრიცული ალგებრისა და 
სხვა მსგავსი ამოცანების გადაწყვეტისას. 

შემდეგი ნაბიჯი იყო გამოთელითი სისტემების 
მართვის ფუნქციების (ცალკეული მოწყობილობებისა და 
ინფორმაციის ნაკადების მართვა, სხვა ოპერატორული 
ფუნქციები) აპარატურული ან პროგრამული აეტომატი- 
საცია სისტემის მართვის ამ ნაწილს წარმოადგენს 
თანამედროვე ოპერაციული სისტემა. 

უკუკავშირის სიგნალების გამოყენების ფონ 
ჩეიმანის კონცეფციის განვითარებად უნდა ჩაითვალოს 
კომპიუტერის სოგიერთი ტიპური მდგომარეობის 
ამოცნობის ფუნქციის განხორციელება (მიმდინარე 
დროის ანალისი და კონტროლი, თანრიგების გადავსების 
გამოვლენა, მეხსიერების გამოყოფილი უბნიდან გამოსე- 
ლის კონტროლი და სხე), რაც კომპიუტერის 
სტრუქტურის მნიშვნელოვან გაუმჯობესებას წარმოად- 
გენდა. 

„ვირტუალური»> მეხსიერების კონცეფციამ, ანუ 
მეხსიერების სხვადასხვა დონეებს შორის ინფორმაციის 
ოპერატიული გადასროლის მექანიზმმა “შედარებით 
გააადვილა ფიზიკურად მრავალდონიან მეხსიერებასთან 
ურთიერთობა. ეს შეიძლება განვიხილოთ იმის ცდად, 
რომ მომხმარებლისათვის მეხსიერება ყოფილიყო 
ერთდონიანი, ანუ უფრო ერთგვაროვანი. 

ამრიგად, კომპიუტერის სტრუქტურისა და ფუნქცი- 
ების გასაუმჯობესებლად შემუშავებული კონცეფციები 
ძირითადად მიმართულია, ერთი მხრიე, მისი პარა- 
ლელიზმის და, მეორე მსრიე„ ერთგვაროვნების 
გაზრდისაკენ. ფონ ნეიმანის პარადიგმის მნიშვნელოვანმა 
განვითარებამ ხელი შეუწყო პარალელური არქი- 
ტექტურის მქონე მრავალი სხვადასხვა სახის კომპიუ- 
ტერული სისტემების შექმნას. 
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132. კომპიუტერების არქიტექტურის კლასიფიკაცია 

ლიტერატურაში აღწერილია კომპიუტერების 
არქიტექტურის კლასიფიკაციის სხეადასხვა სქემები. მათ 
შორის ყველაზე ხშირად მიმართავენ ფლინის 
ტაქსონომია, რომელიც ეფუძნეა კომპიუტერების 
მუშაობის აღწერას მონაცემთა ნაკადებისა და 
ბრძანებების ნაკადების ცნებების გამოყენებით. ნაკადის 
ცნება აქ გულისხმობს პროცესორების მიერ დამუშა- 
ვებული ბრძანებების ან მონაცემების ელემენტების 
თანამიმდევრობას. 

ფლინის კლასიფიკაცია (სურ. I.5) ყველა შესაძლო 
სახის აქიტექტურის კომპიუტერებს ყოფს ოთხ კატე- 
გორიად: 

ა. 5150 – კომპიუტერები (5)ი916 Iი§წხიხიი §სიმი – 5Iით16 

ხის 506იეი) – ბრძანებების ერთი ნაკადი და მონაცემთა 
ერთი ნაკადი; 

ბ, 5IML – კომპიუტერები (51ი916 1ი§ხსიწყიი 50068თ – Mს1Vი16 
სამხ 506გით) ბრძანებების ერთი ნაკადი და მონაცემთა 
ნაკადების სიმრავლე; 

გ. MI50 – კომპიუტერები (MსI9ი16 Iი§ხყიმიი 5L-6გმთ – 51ი9018 
სიგ 5I66მი) – ბრძანებების ნაკადების სიმრავლე და 
მონაცემთა ერთი ნაკადი; 

დ MIMნ – კომპიუტერები (MსII0I6 Iიზწყინიი 506გმთ – 
Mს1VI016 ს2(6 5(-6გი1) – ბრძანებების ნაკადების სიმრავლე 
და მონაცემთა ნაკადების სიმრავლე. 
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სურ. 1.5. კომპიუტერების არქიტექტურის კლასიფიკაცია 
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15 სურათზე მიღებულია შემდეგი აღნიშვნები: 
1. მეხსიერების მოდული; · 2. პროცესორი; 3. მონაცემთა 
ერთი ნაკადი; 4. ბრძანებების ერთი ნაკადი; 5. შედეგები; 
6. პროგრამების მეხსიერება; 7. მართვის მოდული; 8. მო- 
ნაცემთა ნაკადების სიმრავლე; 9. მონაცემთა მეხსიერება; 
10. ბრძანებების ნაკადების სიმრავლე. 

ასას კლასის კომპიუტერებს (სურ. 1.5 ა) მიეუთენება 
კლასიკური კომპიუტერები ანუ ფონ ნეიმანის მანქანები, 
სადაც ბრძანებების მხოლოდ ერთი ნაკადია, თითოეული 
ბრძანება ინიციირებს ერთ ოპერაციას მონაცემთა ერთ 
ნაკადზე. ამ კლასს ზსოგჯერ მიაკუთვნებენ ისეთ მანქა- 
ნებსაც, სადაც არითმეტიკული ოპერაციების დასაჩქა- 
რებლად გამოიყენება კონვეიერული დამუშავება (მაგა- 
ლითად, კომპიუტერები CLC 6600 და CLXC 7600). 

5IMLს კლასის მანქანებში (სურ. 15 ბ) ბრძანებების 

ერთი ნაკადია, მაგრამ ეს ნაკადი, განსხვავებით წინა 
კლასისაგანინდ შეიცავს ვექტორულ ბრძანებებს, რაც 
შესაძლებლობას იძლევა ერთი ჯგუფური ოპერაცია 
ჩაუტარდეს ერთდროულად მონაცემთა სიმრავლეს – 
ვექტორების ელემენტებს ვექტორული ოპერაციები 
შეიძლება ჩატარდეს სხვადასხვა მეთოდით, მაგალითად, 
პროცესორების მატრიცით (ILI#C-IV) ან კონვეიერის 

საშუალებით (CL4#V-1). 

ML კლასში (სურ. 1.5 გ) მოიაზრება ისეთი კომპიუ- 
ტერული სისტემები, სადაც პროცესორთა სიმრავლე მო- 
ნაცემთა ერთ ნაკადს ამუშავებს. მკვლევართა ნაწილი ამ 
კლასში აერთიანებს კონვეიერულ კომპიუტერებს, ნა- 
წილი კი თვლის, რომ ეს კლასი ჯერჯერობით ცარი- 
ელია. 

MIMს კლასი (სურ. 15 დ) არის ყველაზე წარმო- 
მადგენლობითი, ვინაიდან მოიცავს სხვადასხვა სახის 
არქიტექტურის მქონე მასობრივი პარალელიზმის სისტე- 
მებს, დაწყებული ერთთანრიგიანი ლოკალურ მეხსიერე- 
ბიანი პროცესორების მატრიცით და დამთავრებული 
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ზემაღალი მწარმოებლურობის მულტიპროცესორული 
სისტემებით (Iი§CI ჩმჯგყიი, 06ი01Cი: II, 8ც6M 8 სC6%MIV, CC ტV 

IL3L და მრავალი სხვ.ე. 

13.3 ნეიროკომპიუტერები და პარალელური 
პროცესორები. 

ნეიროკომპიუტერები რომელთა საფუძველია ხე- 
ლოვნური ნეირონული ქსელები, შეიძლება მივაკუთვნოთ 
მაღალი პარალელიზმის კომპიუტერების MIMს კლასს 
ჰმ. სიგნალების პარალელური დამუშავების პრინციპის 
განხორციელება მიიღწევა დიდი რაოდენობით 
ფორმალური ნეირონების სხვადასხვა კონფიგურაციის 
მქონე ჯგუფებად ან შრეებად გაერთიანებით, ხოლო 
შრეებსს ერთმანეთთან კასკადური ან სხვა ტიპის 
შეერთებით. 

ხელოვნური ნეირონული ქსელების თემატიკა დის- 
ციპლინათაშორისი ხასიათისაა, იგი ინტენსიური ფორ- 
მირების სტადიაში იმყოფება; ამიტომ ნეიროკომპიუტე- 
რის ერთმნიშენელოვანი განსაზღვრება, რომელიც მისა- 
ღები იქნებოდა სხვადასხვა სამეცნიერო მიმართულები- 
სათვის, ჯერ არ არსებობს. მაგალითად, ნაშრომში (19) 
ნეიროკომპიუტერი ზოგადად განსაზღვრულია, როგორც 
აპარატურული და პროგრამული უზრუნველყოფის ისეთი 
არქიტექტურის მქონე გამოთვლითი სისტემა, რომელიც 
ნეიროქსელურ ლოგიკურ ბაზისში წარმოდგენილი ალგო- 
რითმების შესრულების ადეკვატურია. 

ჩვენი აზრით, გამოთვლითი ტექნიკისა და ინფორ- 
მატიკიის კუთხით “შესაძლებელია ნეიროკომპიუტერის 
განსაზღვრება ჩამოყალიბდეს შემდეგი სახით: 
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განსაზღვრება ) ნეიროკომპიუტერი არის MIM0 
არქიტექტურის გამოთვლითი სისტემა, სადაც 
ერთგვაროვანი სტრუქტურის პროცესორული ელემენტი 
გამარტივებულია ფორმალური ნეირონის დონემდე; 
ამასთან, გადასაწყვეტი ამოცანების ადეკვატურად არის 
გართულებული ელემენტთაშორისი კავშირები ხოლო 
გამოთვლითი სისტემის დაპროგრამება გამოიხატება 
ფორმალური ნეირონებისა და ნეირონთაშორისი კავშირე- 
ბის პარამეტრების (ცვლილებებით. 

შემოთავაზებული განსაზღვრება მკაცრი არ არის 
და შესაძლებელია მისი შემდგომი დახვეწა. 

ტერმინი „ნეიროკომპიუტერი” ზოგჯერ იხმარება 

აგრეთვე ხელოვნური ინტელექტის სისტემათა აგების 
სამუშაოთა მთელი სპექტრის აღსანიშნავად იმ მიდგომის 
ჩარჩოებში, რომელიც ეფუძნება ცენტრალური ნერეული 
სისტემის სხვადასხვა ელემენტებისა და სტრუქტურების 
ფუნქციების მოდელირებას. იმის გამო, რომ ამჟამად 
გამოკვლევები ძირითადად ნეირონული ქსელების 
მოდელების დონეზე მიმდინარეობს, ხშირად ტერმინი 
„ნეიროომპიუტერი”V ნეირონული ქსელების სინონიმადაც 
მოისაზრება. 

რეალიზების ხერხის “შესაბამისად ნეიროკომპიუ- 
ტერები შეიძლება დაიყოს ოთხ დონედ: 

თეორიული დონე. ნეირონული ქსელების მოდელები 
წარმოდგენილია მათემატიკური, ალგორითმული, 
სიტყვიერი ან რაიმე სხვა ფორმის აღწერების 
სახით; 

I. პროგრამული დონე. ნეირონული ქსელების 
მოდელები რეალიზებულია პროგრამულად 
მიმდევრობით (ფონ ნეიმანის) ·კომპიუტერებზე; 

II. პროგრამულ-აპარატურული დონე. ნეირონული 
ქსელების მოდელირების პროცესის დასაჩქარელად 
რეალიზებულია სპეციალური თანაპროცესორი; 

IV. აპარატურული დონე. ნეირონული ქსელები 
მთლიანად რეალიზებულია ფიზიკურად. 

35



ნეირონული ქსელების მოდელების სტრუქტურისა და 
ფუნქციონირების მაღალი პარალელიზმი, აგრეთვე ნეი- 
რონული ოპერაციების სპეციფიკურობა მნიშენელოვნად 
აძნელებს მათ რეალიზებას მიმდევრობით კომპიუტერებ- 
სე, ამიტომ ბოლო წლებში გამოჩნდა ნეირონული ქსელე- 
ბის მოდელების სპეციალიზებული გამოთვლითი მოწყო- 
ბილობები – ნეიროკომპიუტერები ტერმინის ვიწრო გაგე- 
ბით, რომლებიც შეესაბამება სემოთმოყვანილი კლასი- 
ფიკაციის II და IV დონეებს, თუმცა, ნეიროქსელური 
ტექნოლოგიები პარალელიზმის გამოყენების გარეშეც 
ეფექტური აპარატია რიგი ამოცანების გადაწყვეტისათვის. 

მრიგად, ნეიროკომპიუტინგის იდეა უკავშირდება 
პარალელურ ერთგვაროვან პროცესორებს. განვიხილოთ 
ამ კლასის ზოგიერთი წარმომადგენლის ძირითადი 
არქიტექტურული მახასიათებლები. 

134. პარალელური მატრიცული პროცესორები 

პარალელური კომპიუტერების მნიშენელოვანი სეგ- 
მენტი უკავია მატრიცულ პარალელურ კომპიუტერებს. 
მატრიცული კომპიუტერების დამახასიათებელი ნიშანია 
მათი მოდულების მატრიცული განლაგება, როდესაც 
ყეელა მოდული ერთნაირია და ერთნაირი წესით არის 
შეერთებული მეზობელი მოდულების გარკვეულ რაო- 
დენობასთან. ასეთი სისტემების მაგალითებია სისტემა 

50LC0M0ს და მისი მომდევნო სისტემა ILLI#C-IV, 
რომელიც წარმოადგენს 64 პროცესორის (8X8) მატრიცას, 
სადაც („ცენტრალური მართვის ფუნქციას ასრულებს 
კომპიუტერი 86500. მატრიცული ამოცანების გადაწყვეტი- 
სას სისტემის მწარმოებლობა 200 მილიონ ოაპ/წმ-ს 

აღწევს. 
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მატრიცული პარალელური პროცესორების ერთ- 
ერთი სახეობა არის ასოციაციური პარალელური პროცე- 
სორი |ზშ, რომელიც დიდი რაოდენობის (1000-4000) 
ოპერანდების წყვილებსე ერთდროულად აწარმოებს 
იდენტურ ლოგიკურ და არითმეტიკულ ოპერაციებს 
ისეთი ამოცანების გადაწყვეტისას, სადაც შესაძლებელია 
ჯგუფური ოპერაციების შესრულება. ინფორმაციის მასი- 
ვების დამუშავების დროს მისი მწარმოებლობა არის 100 
მილიონი ოს/წმ, რაც მიიღწევა არა მაღალი სწრაფქმე- 
დების ელემენტური ბაზის გამოყენებით, არამედ სტრუქ- 
ტურული მეთოდების ხარჯზე. ასეთ პროცესორებში 
ინფორმაციის ჩაწერა, წაკითხეა და ძიება ხორციელდება 
არა მისამართებით (როგორც ტრადიციულ კომპიუტერში), 
არამედ შინაარსობრივი (ასოციაციური) ნიშნების მიხედ- 
ვით. პროცესორის ძირითადი ნაწილია მეხსიერების მატ- 
რიცა, რომელიც შედგება ო”»ი “უჯრედისაგან, სადაც თ 
არის მანქანური სიტყვების რაოდენობა, ხოლო ი – 
სიტყვის თანრიგების რაოდენობა თითოეული უჯრედი 
შეიცავს მეხსიერებსს (ტრიგერია და ინფორმაციის 
ჩაწერის, შენახვის, ძიების, შედარებისა და წაკითხვის 
მართვის სქემას. ასეთ ასოციაცურ მატრიცაში არით- 
მეტიკული, ლოგიკური და საძიებო ოპერაციის შესრუ- 
ლება ხორციელდება მიკროჰპროგრამების მეშვეობით, რაც 
აღწერილია |8) ნაშრომში. 

მართალია, მატრიცულ პარალელურ პროცესორებს 
ორი-სამი რიგით უფრო მაღალი მწარმოებლობა აქვთ 
ვიდრე ტრადიციულ კომპიუტერებს, მაგრამ ასეთი პრო- 
ცესორები ხისტი კავშირებით ეფექტურია შედარებით 
ეიწრო კლასის კარგად განპარალელებადი ამოცანები- 
სათვის. მათი ეფექტურობის გაზრდა კავშირების ცველი- 
ლებების პროგრამულ მართვას მოითხოვს. 

აღწერილი ასოციაციური პროცესორი პარალელუ- 
რად ამუშავებსს„ ოპერანდების სიმრავლეს სიტყეების 
მიხედვით, მაგრამ მიმდევრობით – თანრიგების მიხედეით, 
რაც არითმეტიკული ოპერაციების შესასრულებლად 
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ნეირონული ქსელების მოდელების სტრუქტურისა და 
ფუნქციონირების მაღალი პარალელიზმი, აგრეთეე ნეი- 
რონული ოპერაციების სპეციფიკურობა მნიშვნელოვნად 
აძნელებს მათ რეალიზებას მიმდევრობით კომპიუტერებ- 
სე, ამიტომ ბოლო წლებში გამოჩნდა ნეირონული ქსელე- 
ბის მოდელების სპეციალიზებული გამოთვლითი მოწყო- 
ბილობები – ნეიროკომპიუტერები ტერმინის ვიწრო გაგე- 
ბით, რომლებიც შეესაბამება ზემოთმოყვანილი კლასი- 
ფიკაციის II და IV დონეებს, თუმცა, ნეიროქსელური 
ტექნოლოგიები პარალელიზმის გამოყენების გარეშეც 
ეფექტური აპარატია რიგი ამოცანების გადაწყვეტისათვის. 

მრიგად, ნეიროკომპიუტინგის იდეა უკავშირდება 
პარალელურ ერთგვაროვან პროცესორებს. განეიხილოთ 
ამ კლასის ზოგიერთი წარმომადგენლის ძირითადი 
არქიტექტურული მახასიათებლები. 

134. პარალელური მატრიცული პროცესორები 

პარალელური კომპიუტერების მნიშენელოვანი სეგ- 
მენტი უკავია მატრიცულ პარალელურ კომპიუტერებს. 
მატრიცული კომპიუტერების დამახასიათებელი ნიშანია 
მათი მოდულების მატრიცული განლაგება, როდესაც 
ყველა მოდული ერთნაირია და ერთნაირი წესით არის 
შეერთებული მეზობელი მოდულების გარკვეულ რაო- 
დენობასთან. ასეთი სისტემების მაგალითებია სისტემა 
50L0M0Mს და მისი მომდევნო სისტემა ILLI#C-IV, 
რომელიც წარმოადგენს 64 პროცესორის (8X8) მატრიცას, 
სადაც ცენტრალური მართვის ფუნქციას ასრულებს 
კომპიუტერი 86500. მატრიცული ამოცანების გადაწყვეტი- 

სას სისტემის მწარმოებლობა 200 მილიონ ოაპ/წმ-ს 

აღწევს. 
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მატრიცული პარალელური პროცესორების ერთ- 
ერთი სახეობა არის ასოციაციური პარალელური პროცე- 
სორი |ზბ, რომელიც დიდი რაოდენობის (1000-4000) 
ოპერანდებისს წყვილებსე ერთდროულად აწარმოებს 
იდენტურ ლოგიკურ და არითმეტიკულ ოპერაციებს 
ისეთი ამოცანების გადაწყვეტისას, სადაც შესაძლებელია 
ჯგუფური ოპერაციების შესრულება. ინფორმაციის მასი- 
ვების დამუშავების დროს მისი მწარმოებლობა არის 100 
მილიონი ოპ/წმ, რაც მიიღწევა არა მაღალი სწრაფქმე- 
დების ელემენტური ბაზის გამოყენებით, არამედ სტრუქ- 
ტურული მეთოდების ხარჯზე ასეთ პროცესორებში 
ინფორმაციის ჩაწერა, წაკითხვა და ძიება ხორციელდება 
არა მისამართებით (როგორც ტრადიციულ კომპიუტერში), 
არამედ შინაარსობრივი (ასოციაციური) ნიშნების მიხედ- 
ვით. პროცესორის ძირითადი ნაწილია მეხსიერების მატ- 
რიცა, რომელიც შედგება ო”»ი უჯრედისაგან, სადაც თ 
არის მანქანური სიტყვების რაოდენობა, ხოლო »ი – 

სიტყვის თანრიგების რაოდენობა თითოეული უჯრედი 
შეიცავს სმესსიერებას (ტრიგერი) და ინფორმაციის 

ჩაწერის, შენახვის, ძიების, შედარებისა და წაკითხვის 
მართვის სქემას. ასეთ ასოციაცურ მატრიცაში არით- 
მეტიკული, ლოგიკური და საძიებო ოპერაციის შესრუ- 
ლება ხორციელდება მიკროპროგრამების მეშვეობით, რაც 
აღწერილია (8) ნაშრომში. 

მართალია, მატრიცულ პარალელურ პროცესორებს 
ორი-სამი რიგით უფრო მაღალი მწარმოებლობა აქვთ 
ვიდრე ტრადიციულ კომპიუტერებს, მაგრამ ასეთი პრო- 
ცესორები ხისტი კავშირებით ეფექტურია შედარებით 
ვიწრო კლასის კარგად განპარალელებადი ამოცანები- 
სათვის. მათი ეფექტურობის გაზრდა კავშირების ცვლი- 
ლებების პროგრამულ მართვას მოითხოვს. 

აღწერილი ასოციაციური პროცესორი პარალელუ- 
რად ამუშავებს ოპერანდების სიმრავლეს სიტყვების 
მიხედვით, მაგრამ მიმდევრობით – თანრიგების მიხედვით, 
რაკც არითმეტიკული ოპერაციების შესასრულებლად 
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გრძელი მიკროპროგრამების აუცილებლობას იწვევს და 
ზრდის ოპერაციების შესრულების დროს. 

ნაშრომებში |9,) II00 აღწერილია ასოციაციური 
პარალელური პროცესორი მოდულის გაფართოებული 
ფუნქციებით, რომლის ლოგიკური სტრუქტურა უზსრუნ- 
გელყოფს 10-156-ჯერ უფრო მაღალ მწარმოებლობას L8) 
ნაშრომში აღწერილ პროცესორთან შედარებით. 
მწარმოებლობის ამაღლება მიიღწევა მოდულში –- 
პროცესორის ძირითად შემადგენელ ელემენტში (მოდუ- 
ლის რეალისაციით დიდი ინტეგრალური სქემის ერთ 
კრისტალზე) არითმეტიკული, მართვისა და კომუტაციის 
სქემების “შეყვანით რაც არითმეტიკული და სხვა 
ფუნქციების აპარატურული შესრულების შესაძლებლო- 
ბას იძლევა ეს კი, შესაბამისად მნიშვნელოვნად 
ამოკლებს დამუშავების მიკროპროგრამებს, ამცირებს 
ოპერაციების დროსა და მიკროპროგრამული მეხსიერე- 
ბისა და მმართველი მოწყობილობების მოცულობას, ანუ 
ამცირებსს პროცესორის არარეგულარული ნაწილის 
ხვედრით წონას და ზრდის მის ერთგვაროვნებას. ასეთი 
ასოციაციური პარალელური პროცესორი მოდულის 
გაფართოებული ფუნქციებთ ასრულებს ჯგუფურ 
არითმეტიკულ და ლოგიკურ ოპერაციებს პრაქტიკულად 
ნებისმიერი მოცულობის მონაცემთა მასივებზე. 
გამრავლების, გაყოფის და სხვა ჯგუფური ოპერაციების 
ალგორითმები და ლოგიკური ორგანიზაცია შემუშავე- 
ბულია ნაშრომებში (11), (12, იქვე მოცემულია ჯგუფური 

ოპერაციების შესასრულებლად საჭირო დროის 
დანახარჯების შეფასებები. 

აღწერილ პარალელურ ასოციაციურ პროცესორთან 
შედარებით მეტი ფუნქციური შესაძლებლობები და 
მაღალი მწარმოებლობა ახასიათებს I(I1) ნაშრომში 
წარმოდგენილ მატრიცულ ასოციაციურ პროცესორს. იგი 
შედგება იდენტური ელემენტარული პროცესორების სიმ- 
რავლისაგან, რომლებიც განლაგებულია მატრიცულად, 
თითოეული მათგანი უკავშირდება ოთხივე მეზსობელს. 

ცალკეული ელემენტარული პროცესორი შეიცავს 

38



მეხსიერების ბლოკს, შემავლ ასოციაციურ ბლოკს, 
არითმეტიკულ-ლოგიკურ ასოციაციურ ბლოკს, გამო- 
მავლ ასოციაციურ ბლოკს. მონაცემთა შეყვანის, 
დამუშავების, გამოყვანის პროგრამები მუშაობს ერთდრო- 
ულად და ერთმანეთისგან დამოუკიდებლად, ბლოკების 
აქტივიზაცია ხდება შესაბამისი ასოციაციური 
რეგისტრებით. 

მატრიცული ასოციაციური პროცესორის მაღალი 
მწარმოებლობა განპირობებულია მასში გამოყენებული 
სხვადასხვა სახის პარალელიზმით, სახელდობრ, 
პარალელურად და ერთდროულად მუშაობს ელემენ- 
ტარული პროცესორების სიმრავლე, ახალი მონაცემები 
პარალელურად შედარდება მონაცემების ყველა ნაკრებს 
და ხდება მათი შეყვანა შერჩეულ ელემენტარულ 
პროცესორებში, საჭირო შედეგების გამოყვანა ხდება 
გამომავალი ასოციაციური ბლოკებიდან პარალელური 
ძიების გზით, ხოლო ოპერაციები შეიძლება შესრულდეს 
ერთდროულად მონაცემთა სხვადასხვა ქვესიმრავლეებზე. 

პარალელური პროცესორების მიერ მაღალი 
მწარმოებლობის მისაღწევად გადამწყვეტი მნიშენელობა 
ენიჭება პროცესორსა და გარე მოწყობილებებს შორის 
ინფორმაციის გაცელის ეფექტურ ორგანიზაციას, ხოლო 
ინფორმაციის განახლების დრო მაღალმწარმოებლური 
პარალელური კომპიუტერების ერთ-ერთი ჟმნიშენე- 
ლოვანესი ხარიხობრივი მაჩვენებელია. 

ნაშრომებში (14, 15) გამოკვლეულია პარალელურ 
პროცესორსა და გარე მოწყობილობებს შორის ინფორმა- 
ციის გაცვლის სხვადასხვა (VI,V2, III, 92) მეთოდები 

ინფორმაციის გაცვლის ერთი და ორი რეგისტრის ბაზა- 
ზე. მოცემულია ამ მეთოდებისათვის დროითი მახა- 
სიათებლების გაანგარიშებები, აგრეთვე შესაბამისი აპა- 
რატურის მოცულობების შეფასება. ამ მეთოდების ანალი- 
სის საფუძველზე მოცემულია პარალელური პროცესორ- 
ის მუშაობის შესაძლო რეჟიმები, რომლებიც შესაძლებ- 
ლობას იძლევა შემცირდეს პროცესორის მართვის აპარა- 
ტურის მოცულობა. 
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ნაშრომში II60 შემოთავასებულია სამგანზომილე- 
ბიანი ასოციაციური პროცესორის არქიტექტურა, რომე- 
ლიც მინიმუმამდე ამცირებს ასოციაციურ მატრიცაში 
ინფორმაციის განახლების დროს. ზოგად შემთხვევაში 
სამგანსომილებიანი პარალელური პროცესორის სტრუქ- 
ტურაში შეიძლება შედიოდეს ასოციაციური მატრიცები, 
ბუფერული მეხსიერებისა და ერთგვაროვანი გადაწყო- 
ბადი სტრუქტურის შრეები, აგრეთვე სხვა ტიპის (მათ 
შორის, ნეირონული ქსელების) შრეები. განსაკუთრებით 
აღსანიშნავია, რომ პროცესორის შიგა ფენებს შესაძლე- 
ბელია არ ჰქონდეს კავშირები გარემოსთან, რაც მნიშვნე- 
ლოვანია დიდი და ზედიდი ინტეგრალური სქემებით 
პროცესორის რეალიზსებისასს მათი გამომყვანების 
მინიმიზაციის თვალსაზრისით. შემოტანილია 
ინფორმაციის დამუშავების არხის ცნებად რომლის 
სიგრძესაკც არა აქვს პრინციპული “შეხღუდვა და, 
შესაბამისად, არ არის შესღუდული სამგანზომილებიანი 
პარალელური პროცესორის შრეების რაოდენობაც. დამუ- 
შავების არხის ელემენტებს შეიძლება ჰქონდეს ლოგიკუ- 
რი სქემები და უკუკავშირები სხვადასხვა კომპონენტებს 
შორის, რაც შესაძლებლობას იძლევა შრეში მოთავსებუ- 
ლი მასივები დამუშავდეს ერთი ან რამდენიმე ტაქტის 
განმაუელობაში შრეები ავტონომიურია,კ რაც გუანა- 
პირობებს მასივების ერთდროული შეყვანის, დამუშავების 
და გამოყვანის ჯგუფური ოპერაციების განხორციელების 
შესაძლებლობას, აგრეთვე მუშა რეჟიმში მის პარალე- 
ლურად შრეების კონტროლისა და დიაგნოსტიკის პრო- 

ცედურების ჩატარებას ყოველივე ეს უზრუნველყოფს 
ასეთი პროცესორის განსაკუთრებით მაღალ პარალე- 
ლიზმს, მწარმოებლობასა და საიმედოობას. 

ასოციაციური პარალელური პროცესორების 
ეფექტურობა კარგად განპარალელებადი ამოცანები- 
სათვის ნაჩვენებია ნაშრომებში (171 და (18, სადაც 
შემოთავაზებულია სახეთა ამოცნობის ორსაფეხურიანი 
მაღალსაიმედუ ალგორითმი და დროის რეალურ 
მასშტაბში მისი განხორციელების მეთოდიკა ასოციაცი- 
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ური პარალელური პროცესორით. ალგორითმის პირველი 
საფეხური ასრულებს წინასწარ ამოცნობას ხოლო 
მეორე საფეხური საბოლოოდ ამოიცნობს პირველი 
საფეხურიდან მიღებულ რეალიზაციებს პირველი 
საფეხურის ალგორითმი ეფუმნებაა რეალიზაციათა 
სასწავლო ნაკრებისაგან სუპერპოზიციის პრინციპისა და 
ლოგიკური ფუნქციების გამოყენებით მიღებულ ეწ. მინი 
და მაქსი პორტრეტებს ანუ ეტალონურ აღწერებს, 
რომლებსაკტკ “შედარდება უცნობი რეალიზაციები და 
გაანალისდება შესაძლო ცხრა სიტუაცია, რის 
საფუძველზეც მიიღება ერთ-ერთი გადაწყვეტილება: 

უცნობი რეალიზაცია მიეკუთვნება ერთ სახეს; 
უცნობი რეალიზაცია მიეკუთვნება რამდენიმე სახეს; 
უარის თქმა ამოცნობაზე; 

- რეალიზაცია გადაიგსავნება ამოცნობის მეორე საფე- 
ხურ?ზე. 

მეორე საფეხურის ალგორითმში გამოიყენება ე.წ. 
ინფორმაციული სახეთა აღწერებიყ„ რომლებიც, თავის 
მხრივ, მიიღება ალბათური ეტალონებისაგან. ამ ეტაპზე 
გადაწყვეტილების მისაღებად გამოიყენება “უცნობი 
რეალიზაციის, ინფორმაციული ეტალონის და ალბათური 
ეტალონის ვექტორების სკალარული ნამრავლი. 
ექსპერიმენტებით დადგინდა უცნობი რეალიზაციების 
ამოცნობის მაღალი საიმედოობა. 

აღსანიშნავია, რომ ასოციაციურ მატრიცებში 

შესაძლებელია ინფორმაციის სხვადასხვა სახით განლა- 
ბება,„ რაზეც მნიშვნელოვნად არის დამოკიდებული 
როგორც ამოცანის გადაწყვეტის დრო, ასევე საჭირო 
აპარატურის მოცულობა. ნაშრომში (17) განხილულია ზჭე- 
მოთ აღწერილი ალგორითმების განსორციელება ასო- 
ციაციურ მატრიცაში ინფორმაციის სხეადასხვა მეთოდით 
განლაგების შემთხვევაში და მოცემულია მათთვის საჭი- 
რო რესურსების შეფასებები. 

ნაშრომში (13) მოცემულია ასოციაციურ პარალე- 
ლურ პროცესორში მაქსიმალური სიტყვის ძიების ალგო- 
რითმი და მისი რეალიზების მეთოდიკა, რაც აუცილებე- 
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ლი პროცედურაა ზემოთ აღწერილი სახეთა ამოცნობის 
ორსაფეხურიანი ალგორითმის განხორციელებისთვის, 
გამოკვლეულია ინდიკაციის ვექტორის მდგომარეობის 
განსაზღვრის საკითხი და მოცემულია ერთადერთი 
„ერთიანის, იდენტიფიკაციის ალგორითმი. ყოველივე ეს 
იძლევა აგრეთვე იმის შესაძლებლობას, რომ შესრულდეს 
ასოციაციური მატრიციდან ინფორმაციის დალაგებული 
ამოკრეფის პროცედურები. 

როგორც იყო აღნიშნული, მაღალი პარალელიზმის 
გამოთვლითი სისტემები ძალზე მრავალფეროვანია და 
მათი დეტალური განხილვა სცილდება ჩვენს მიზნებს. 

ფონ ნეიმანის პარადიგმის მნიშვნელოვანი განვი- 
თარების მიუხედავად, რამაცკ ელემენტური ბაზის 
განვითარებასთან ერთად მიგვიყვანა თანამედროვე ზემა- 
ღალი მწარმოებლობის სუპერკომპიუტერების შექმნამდე, 
მთლიანად მაინც ვერ გადაწყდა ისეთი პრობლემები, რო- 
გორიცაა კომპიუტერის პროგრამული მართვის სირთუ- 
ლეები, მაღალმწარმოებლურ სისტემებში ინფორმაციის 
შეყვანა-გამოყვანის სიძნელეები, აგრეთვე, ადამიანისა და 
კომპიუტერის ეფექტური ურთიერთქმედების საკითხები. 
ამასთან, გამოიკვეთა, რომ სისტემის მწარმოებლობის 
და პროცესორების რაოდენობის ზრდას შორის არ არის 
წრფივი დამოკიდებულება, არამედ სისტემის მწარმოებ- 
ლობა მიახლოებით ისრდება, როგორც პროცესორების 
რაოდენობის ლოგარითმი. ეს ნიშნავს, რომ რაც უფრო 
მეტად იჭსრდება პროცესორების რაოდენობა, მით ნაკლე- 
ბად იზრდება სისტემის მწარმოებლობა, მით მეტია 
გამოთვლების ღირებულება, ხოლო ინფორმაციისა და 
ბრძანებების გაცელის ეფექტური ორგანიზაცია მრავალ- 
პროცესორიან სისტემებში თავად ხდება რთული 
მეცნიერული პრობლემა. 

მეოცე საუკუნის ბოლოს გამოთვლითი ტექნიკის 
მრავალი სპეციალისტისათვის ნათელი გახდა, რომ 
მრავალპროცესორიანი სისტემების განვითარების ამ გზას 
მრავალი რთული გამოთვლითი ამოცანისათვის აღარ 
აქვს პერსპექტივა.ა ცალკე პრობლემაა ტრადიციულ 
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კომპიუტერებზე ისეთი ამოცანების გადაწყეეტა, 
რომელთა ალგორითმების შექმნა გაძნელებულია ან 

ზოგჯერ შეუძლებელიც. 
გამოსავალი ასეთი მდგომარეობიდან არის ის, რომ 

რთული ამოცანებიდ„ი რომელთა გადასაწყვეტად იქმნება 
პარალელური პროცესორები და მრავალპროცესორიანი 
სისტემები, უნდა გადაწყდეს ინფორმაციის დამუშავების 
სხვა მეთოდებითა და ტექნოლოგიებით ასეთი 
ალტერნატიული ტექნოლოგია არის ინფორმაციის 
დამუშავება ხელოვნური ნეირონული ქსელებით. სწორედ 
ამიტომ ბოლო წლებში მრავალი მიმართულებით 
მიმდინარეობს ინტენსიური კელევები ახალი 
კომპუტერული პარადიგმების შესაქმნელად. 

ძნელად ფორმალიზებადი ამოცანების გადაწყვეტისა 
და კომპიუტერების მწარმოებლობის შემდგომი ამაღლე- 
ბის გზებს სულ უფრო მეტად უკავშირებენ ხელოენურ 
ნეირონულ ქსელებს, კერძოდ, კონექციონისტურ ნეირო- 

კომპიუტერულ ტექნოლოგიებს. 
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1.4. სახეთა ამოცნობის თეორიის ელემენტები 

ამოცნობის პროცესები ბუნებრივი და ხელოვნური 
ინტელექტუალური სისტემების ფუნქციონირების ერთ- 
ერთი უმნიშვნელოვანესი შემადგენელი ნაწილია. 
ამდენად, მნიშვნელოვანია ნეიროინფორმატიკის იდეო- 
ლოგიის მესამე წყაროს – სახეთა ამოცნობის თეორიის 
იმ განსასღვრებების, დებულებებისა და მეთოდების გან- 
ხილვა, რომლებიც ხშირად გამოიყენება ხელოვნური ნეი- 
რონული ქსელების თეორიასა და პრაქტიკაში. 

სახეთა ამოცნობის თეორიის აქ წარმოდგენილი 
განსასღერებები, დებულებები და მეთოდები ძირითადად 
აღებულია (|20,24,40,41) ნაშრომებიდან. 

14.1. ამოცნობის პროცესების ძირითადი ცნებები და 
ტერმინები 

სახე ეწოდება ყველა იმ ობიექტის სიმრავლეს, 
რომელიც აკმაყოფილებს ერთიანობისა და მთლიანობის 
ოვისებებს. სახის სინონიმია ტერმინი კლასი, ამოსაცნობ 
სახეთა სიმრავლე უნდა “შედგებოდეს ერთზე მეტი 
ელემენტისაგან “–- სხვა “შემთხვევში ამოცნობის 
პრობლემა არ იარსებებს. სახეთა სიმრავლის სინონიმია 
ტერმინი – სახეთა ანსამბლი, 

სახეთა სიმრავლე შეიძლება აერთიანებდეს ორგან- 
სომილებიან ობიექტებს, რომელთაც ეწოდება გამოსახუ- 
ლება. 

ე შტრისული ეწოდება ისეთ გამოსახულებას, 
რომელიც შედგება წირების ან მონაკვეთებისაგან. 

ლაქისებრი ეწოდება ისეთ გამოსახულებას, 
რომელიც ნებისმიერი ფორმის მთლიანი ლაქებისაგან 

შედგება. 
სცენა ეწოდება სივრცის იმ ნაწილს, სადაც 

მოთავსებულია სამგანზომილებიანი ამოსაცნობი ობიექ- 
ტები. 
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ამოცნობა ეწოდება პროცესს, რომლის შედეგად 
უცნობი ობიექტი მიეკუთვნება ამა თუ იმ სახეს. 
ამოცნობის სინონიმებია გარჩევა, კლასიფიკაცია. 

ამოცნობის პროცესი აუცილებლად შეიცავს 
შედარების პროცედურას, რისთვისაც საჭიროა, სულ 
ცოტა, ორი ობიექტის არსებობა. ერთი არის უცნობი 
ობიექტი ხოლო მეორე, შესადარებელი ობიექტი ანუ 
ეტალონი, რომლის სიჩნონიმებია პროტოტიპი, ნიმუში, 
სახის აღწერა, საყრდენი ობიექტი, ტიპური 
წარმომადგენელი. 

თითოეულ სახეს შეიძლება ჰქონდეს ერთი ან 
მრავალი ეტალონი. უცნობი ობიექტის ეტალონებთან 
შედარების შედეგები შეადგენს ალტერნატივების 
სიმრავლეს, საიდანაც ამოცნობის მომდევნო ეტაპზე 
ხდება უცნობი ობიექტის მიკუთვნება ამა თუ იმ 
სახისადმი ამ პროცედურას “უწოდებენ საკუთრივ 
გადაწყვეტილებათა მიღების პროცესს. 

სახეს აქვს თვისებათა გარკვეული სიმრავლე, 
რომლითაც ხდება ამ სახის წარმოდგენა და აღწერა, 
რასაც სახეთა ამოცნობაში ნიშნები ეწოდება. 

ამოცნობის პროცესებში ნიშნების გამოსაყენებლად 
აუცილებელია მათი ანალიზი. თუ ნიშნები “სომვადია, 
ისინი უნდა გაიზომოს, ხოლო სხვა შემთხვევებში უნდა 
დაფიქსირდეს მათი მიმართებები მოცემული ანსამბლის 
სახეებისათვის. 

ნიშნეიი “შეიძლება იყოს რაოდენობრივიდ ან 
თვისებრივ. სახის ზომვად თვისებესს ეწოდება 
რაოდენობრივი ნიშნები, ხოლო თუ ნიშნების 
წარმოდგენა შეუძლებელია რიცხეების საშუალებით, 
მაშინ მათ ეწოდება თვისებრივი ნიშნები. სახეთა 
ანსამბლის ნიშანთა სიმრავლე ეწოდება იმ ნიშანთა 
ერთობლიობას, რომელსაც ვიყენებთ მოცემულ სახეთა 
სიმრავლის აღწერისათვის. 

ნიშანთა საწყისი სიმრავლე (პირველადი) ეწოდება 
საწყიის ეტაპხე ევრისტიკულად არჩეულ ნიშანთა 
ერთობლიობას. 

45



ნიშანთა სივრცე ეწოდება რაოდენობრივ ნიშანთა 
დალაგებულ სიმრავლეს, სადაც განსაზღრულია რაიმე 
მეტრიკული ზომა. 

რეცეპტორული ველი ეწოდება ტექნიკურად 
განხორციელებულ ან გრაფიკულად მოცემულ ნიშანთა 
სივრცის ანალოგს, მისი სინონიმია რასტრი. 

პიქსელი ეწოდება რასტრში შემავალი ერთი ნიშნის 
ანალოგს. ნიშნების ანალიზით მიღებულ შედეგთა 
ერთობლიობას ეწოდება რეალიზაცია. იგი წარმოადგენს 
ვექტორს, თუ ნიშნები სომვადი და დალაგებულია, მაშინ 
ვეექტორის განზომილება ნიშანთა რაოდენობის ტოლია. 
რეალისაციის სინონიმებია: დაკვირვებათა შედეგები, 
გასომვათა შედეგები, სახის გამოსახულება. 

უცნობი რეალიზაციები ეწოდება იმ რეალიზაციებს, 
რომელთათვისაც არ არის გარკვეული, თუ რომელ სახეს 
მიეკუთვნებიან ისინი. 

რეალიზაციათა ის სიმრავლე, რომლებისთვისაც 
ცნობილია, თუ რომელ სახეს მიეკუთვნებიან, შეიძლება 
გამოყენებულ იქნეს სწავლების პროცესში ანუ 
ეტალონური აღწერებისა და გადაწყვეტილებათა მიღების 
პროცესების ფორმირებისათვის ან ხელოვნურ ნეირონულ 
ქსელებში პარამეტრების (ძირითადად სინაფსური 
წონების) შეთანაწყობისათვის. ასეთ სიმრავლეს ეწოდება 
სასწავლო ნაკრები. 

რეალისაციათა სასწავლო ნაკრების ერთ ნაწილს 
არ იყენებენ სწავლებისათვის, არამედ ინახავენ სწავლე- 
ბის ხარისხის შესამოწმებლად – ტესტირებისათვის. 
რეალიზაციათა ასეთ სიმრავლეს საგამოცდო ნაკრები 
ეწოდება, მისი სინონიმია საკონტროლო ნაკრები. 

რეალიზაციები შეიძლება იყოს თანაბარგანზო- 
მილებიანი ან არათანაბარგანსომილებიანი, რაც დამო- 
კიდებულია სახეთა ანალიზის არჩეულ მეთოდზე. თანა- 
ბარგანზომილებიანა ის რეალიზაციებიი რომელთაც 
აქვს ტოლი რაოდენობის ნიშნები. ცდილობენ შეარჩიონ 
სახეთა ანალიზის ისეთი მეთოდები, რომ სახეთა მოცე- 
მული ანსამბლისათვის მიიღონ თანაბარგანზომილებიანი 
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რეალიზაციები, ევინა-იდან არათანაბარგანზომილებიანი 
რეალიზაციების დამუშავება გაცილებით უფრო რთუ- 
ლია. 

გაზომვებით მიღებული შედეგები ხშირად შეიცავს 
ხელშეშლებს, ჭარბ ინფორმაციას, არამკაფიო რეალი- 

საციებს რომელთა უშალო გამოყენება იწვევს ამოც- 
ნობის საიმედოობის დაქვეითებას ამის თავიდან ასაცი- 
ლებლად საჭირო ხდება რეალიზაციათა პირველადი 
დამუშავება ინფორმაციის პირველადი გადამუშავების 
პროცესს რეალიზაციათთ გაუმჯობესების მიზნით, 
პრეპარირება ეწოდება, რომლის პროცედურებია: ნორმი- 
რება, რომელიც გულისხმობს მასშტაბირებას, როდესაც 
იცვლება რეალიზაციის ერთი ან რამდენიმე განზომი- 

ლება; 
ფილტრაცია, როდესაც განზომილებების ცვლილე- 

ბების გარეშე ხდება სხვადასხვა ხელშეშლებისა და 
დამახინჯებების მოცილება; 

გამოსახულებათა დავიწროება ან შემოკონტურება, 
როდესაც განზომილებების ცვლილებების გარეშე იცე- 
ლება რეალიზაციათა პარამეტრები; 

გამოსახულებათა პრეპარირების დროს მიმართავენ 
მასშტაბირებას, ფილტრაციას, დასუფთავებას, კონტური- 
რებას, დავიწროებას, დაგლუვებას. სამეტყველო სიგნა- 
ლების პრეპარირებისს ინფორმაციული სიჭარბის 
შესამცირებლად მიმართავენ სიგნალის ამპლიტუდის 
შესღუდვას რასაც კლიპირება ეწოდება სიგნალის 
ხანგძლივობის მასშტაბირებაში გამოიყენება არაწრფივი 
მასშტაბირება.ა აქ ყველაზე რთულია სამეტყველო 
სიგნალების სეგმენტაცია. 

კლასტერი ეწოდება გარკვეული წესით შედგენილ 
რეალიზაციათა ერთობლიობას. კლასტერის სინონიმია 
ტერმინი – ჯგუფი. 

კლასტერირება ეწოდება კლასტერის შედგენის 
(აგების) პროცესს, კლასტერირების სინონიმია ტერმინი – 

დაჯგუფება. 
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სახეთა ამოცნობის ერთ-ერთი უმნიშვნელოვანესი 
პროცესია ნიშანთა შეფასება და არჩევა, სადაც საწყის 
ნიშანთა სიმრავლისაგან განსხვავებით უნდა დავტოვოთ 
მხოლოდ მნიშენელოვანი და ვარგისი (ამოცნობის 
შედეგის თვალსაზრისით) ნიშნები. ნიშანთა შეფასების 
შემდეგ შეიძლება აღმოჩნდეს, რომ ნიშანთა მოცემული 
სიმრავლე ვერ უზრუნველყოფს საიმედო ამოცნობას, 
ამიტომ საჭირო ხდება ნიშანთა რაოდენობის გასრდა ან 
შემცირება.ა ძალიან ხშირად ერთდროულად წყდება 
ეტალონური აღწერებისა და გადაწყვეტილებათა მიღების 
წესის ფორმირების საკითხები, ვინაიდან მათი შინაარსი 
და ფორმა მნიშენელოვნად განსაზღვრავენ ურთიერთს. 
საკონტროლო ნაკრების ან “უცნობი რეალი“საციების 
შედარების პროცედურა ეტალონებთან გვაძლევს იმ 
ალტერნატივათა სიმრავლეს, საიდანაც აირჩევა ერთი, 
ანუ მოხდება გადაწყვეტილების მიღება. 

142. სწავლების პროცესები ამომცნობ სისტემებში 

ამომცნობ სისტემებში სწავლების პროცესები 
გამოიყენება სახეთა აღწერისა და გადაწყვეტილებათა 
მიმღები წესების ფორმირების დროს. სწავლების სამი 
ფორმა არსებობს: მასწავლებლით, უმასწავლებლოდ და 
შერეულ.ტე სწავლების პროცესები უმასწავლებლოდ 
(თვითსწავლება) გაცილებით რთულია, ამიტომ ტექნიკურ 
სისტემებში, როგორც წესი, ამ მეთოდს ერიდებიან. 

სწავლების პროცესის პირველ ეტაპსე ხდება 
ინფორმაციის მოპოვება და დამახსოვრება, ხოლო მეორე 
ეტაპზე – მისი გადამუშავება. 

სწავლების ისეთ ალგორითმს, სადაც გადამუშა- 
ვებული ინფორმაციის ზრდასთან ერთად სწავლების 
მიხანი სულ უფრო “უკეთ ხორციელდება და 

მიისწრაფვის გარკვეული ცნობილი ზღვარისაკენ, 
ეწოდება კრებადი ალგორითმი (ან პროცესი). სწავლების 
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დროს ხშირად გამოიყენება იტერაციული პროცედურები 
შესაბამისი მიზნობრივი ფუნქციებით. აგებული 
იტერაციული პროცედურების კრებადობის ხარისხის 
კვლევისათვის იყენებენ სხვადასხვა მათემატიკურ 
აპარატს, კერძოდ ამ მიზნისათვის გამოიყენება 
ოპტიმისაციის მეთოდების კარგად დამუშავებული 
აპარატი სწავლების როგორც დეტერმინირებული, ასევე 
სტოქასტიკური პროცესების კვლევისათვის. აქ 
იტერაციის ყოველ ბიჯზე ხდება მისნობრივი ფუნქციის 
გამოთვლა და “შედარება წინა ბიჯსხსე მიღებულ 
შედეგთან რის მიხედვითაც ხორციელდება შემდეგ 

ბიჯზე შესასრულებელი მოქმედებები. 
განასხვავებენ სწავლების დეტერმინირებულ (არაპა- 

რამეტრული) და სტოქასტიკურ ანუ სტატისტიკურ 
(პარამეტრული) მეთოდებს. 

სწავლების დეტერმინირებულ პროცესებში გა- 
მოთვლებისას უშუალოდ გამოიყენება სასწავლო ნაკრე- 
ბის რეალიზაციები. 

სწავლების სტოქასტიკური პროცესებისათვის 
აპრიორულად უნდა იყოს ცნობილი რეალი“ზაციათა 
განაწილების კანონები. თუ სახეთა ნიშნები ერთმანეთზე 
არის დამოკიდებული, მაშინ საჭიროა ერთობლივი სტა- 
ტისტიკური განაწილების კანონების დადგენა, რაც სას- 
წავლო ნაკრების რეალიზაციათა ძალზე დიდ რაილდე- 
ნობას მოითხოვს, ამიტომ მრავალგანზომილებიანი სახე- 
ებისათვის ამ მეთოდების გამოყენება შეზღუდულია. 

არასაკმარისი ინფორმაციის შემთხეევაში სწავლე- 
ბის პროცესებს განიხილავს ადაპტური სისტემების 
თეორია, სადაც შესწავლილია როგორც პარამეტრული, 
ასევე არაპარამეტრული სწავლების პროცესები. ადაპტურ 
სისტემებში ყოველი ახალი ინფორმაციის გამოჩენა 
წარმოადგენს იტერაციის ერთ ბიჯს, რომელზეც ხდება 
მიზნობრივი ფუნქციის ან მისი გრადიენტის 
მნიშვნელობის გამოთვლა და ამის საფუძველზე 
ფორმირდება ამოცნობისათვის საჭირო ერთი ან 
რამდენიმე პარამეტრი. სწავლება ჩაითვლება 
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დამთავრებულად, თუ გამოსათვლელი პარამეტრების 

მნიშვნელობების ცვლილება არ სცილდება დასაშვებ 
სოლს. 

14.3. გადაწყეეტილებათა მიღება ამომცნობ სისტემებში 

გადაწყვეტილებათა მიღება ფაქტობრივად წარმოად- 
გენს უშუალოდ ამოცნობის პროცესს: მის პირველ 
ეტაპზე შედარების პროცედურის შედეგად ვიღებთ ასარ- 
ჩევ ალტერნატივათა სიმრავლეს, სოლო მეორე ეტაპზე ამ 
სიმრავლიდან ვირჩევთ ერთ ალტერნატივას, რომლის მი- 

ხედვითაც ხდება გადაწყვეტილების მიღება (დასკვნა) გა- 
დაწყვეტილების მიღების იმ წესის მიხედეით, რომელიც 
წინასწარ არის შემუშავებული. 

უცნობი რეალიზაცია X და ეტალონური აღწერები 

(L) წარმოადგენენ მსგავსების ზომის ფუნქციის არ- 

გუმენტესს ი(X,(6ს1). ეტალონთა (LL) სიმრავლის ყო- 
ველი ელემენტისათვის ი(–·?) ფუნქციის გამოთვლის 

შედეგად ეიღებთ ალტერნატივათა (2) სიმრავლეს, 

C0ძჯს)= Cმძ(მ). ამის “შემდეგ, გადაწყვეტილების 

მიღების წესის მიხედვით განისასღვრება 
ალტერნატივათა სიმრავლის ერთ-ერთი პარამეტრი: 

ა თ»Iი(მ) ან ბ) თმX (81). 

არჩეული ალტერნატივის მიხედვით განისასღევრება 
გადაწყვეტილების მიღების შესაძლებლობა შემდეგი 
ნუსხიდან: 

ა), საბოლოო და ცალსახა გადაწყვეტილების მიღება 
უცნობი რეალიზაციის მიკუთვნების შესახებ 
რომელიმე სახისათვის; 
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ბ) შუალედური გადაწყვეტილების მიღება, ანუ უცნობი 
რეალიზაცია სავარაუდოდ მიეკუთვნება რამდენიმე 
სახეს; 

გ) საბოლოო და ცალსახა გადაწყვეტილების მიღება, 

რომ რეალიზაცია არ მიეკუთვნება სახეთა მოცემულ 

სიმრავლეს. 
დ) უარის თქმა ამოცნობაზე. 

ყველა ამ სიტუაციის მოდელირება შესაძლებელია 

მსგავსების ზომის ზღურბლური მნიშვნელობის შერჩე- 
ვით, რაც ხდება ექსპერიმენტების საფუძველზე ან ევრის- 

ტიკულად. 

144. გადაწყვეტილებათა მიღების მეთოდების 
კლასიფიკაცია 

გადაწყვეტილებათა მიღების მეთოდების დიდი რაო- 
დენობა არსებობს. მათი კლასიფიკაცია შეიძლება სხვა- 
დასხვა ნიშან-თვისების მიხედვით, ამიტომ პრაქტიკულად 
შეუძლებელია ყველა ამ ფუნქციის ერთ ნუსხაში მოქ- 
ცევა. ჩამოვაყალიბოთ ძირითადი საკლასიფიკაციო ნიშნე- 
ბი და მათი ზოგადი შეფასებები. 

მიზეზ-შედეგობრივი კავშირების მიხედვით გადა- 
წყვეტილებათა მიღების მეთოდების ორი კლასი 
არსებობს: 

ალბათური (პარამეტრული) მეთოდები; 
დეტერმინირებული (არაპარამეტრული) მეთოდები. 
ალბათური მეთოდების გამოყენება აუცილებლად 

მოითხოვს ნიშანთა და რეალიზაციათა განაწილების კა- 
ნონების აპრიორულად დადგენას ყოველი სახისათვის, 
რისთვისაც აუცილებელია სასწავლო ნაკრების დიდი 
სიმძლავრე. ამიტომ ალბათური მეთოდები ძირითადად 
გამოიყენება სახეებისა და ნიშნების შეზღუდული რაოდე- 
ნობის შემთხვევაში. 
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ალბათური გადაწყვეტილების მიმღები წესებიდან 
ყეელაზე ცნობილია ბაიესის კრიტერიუმი, ჭეშმარიტ 
მსგავსებაძთს თანაფარდობის მეთოდი, სტატისტიკური 
ჰიპოთეზების შემოწმება ამოცნობის რისკის მინიმი- 
საციის მეთოდები და სხე. 

დეტერმინირებული მეთოდები კიდევ უფრო მრავალ- 
ფეროვანია, მათ მიეკუთვნება: გადაწყვეტილებათა მიღე- 
ბის ლოგიკური ფუნქციები, გადაწყვეტილების მიღების 
მინი და მაქსი პორტრეტების მეთოდი, წრფივი და არა- 
წრფივი ფუნქციები (რომელთა ნაწილიც მეტრიკული 
თვისებების მქონეა), პოტენციალური ფუნქციების მეთო- 
დიიდი კლასტერიზაციის მეთოდებიი დისკრიმინანტული 
ფუნქციები და სხვ. 

ფუნქციონირებს მეთოდის მიხედვით გვაქვს 
გადაწყვეტილებათა მიღების შემდეგი წესები: 

ი დისკრიმინანტული (განმამხოლოებელი) ფუნქციები; 

.ი პოტენციალური ფუნქციების მეთოდი; 

.· „ხმის მიცემის” (შეფასებათა გამოთვლის) მეთოდი; 

«ი ლოგიკური მეთოდები. 
დისკრიმინანტული ფუნქციების შემთხვევაში ვეძებთ 

კლასტერების განმამხოლოებელ საზღვრებს წირების ან 
სიბრტყეების განტოლებების სახით. მრავალგანზომი- 
ლებიანი ნიშანთა სივრცეებისათვისს ამ მეთოდის 
გამოყენება პრობლემატურია. 

პოტენციალური ფუნქციების გამოყენებით ხდება 
ნიშანთა სივრცისაგან განსხვავებული სივრცის აგება, 
სადაც შემუშავებული თეორიის მიხედვით უზრუნველყო- 
ფილი უნდა იყოს მოცემული სახეების განმხოლო- 
ებულობა და შესაბამისად, საიმედო ამოცნობა. მეთოდს 

ახასიათესს არაცალსახას გადაწყვეტილების მიღების 
მაღალი ალბათობა. 

ხმის მიცემის მეთოდი გულისხმობს უცნობი 
რეალიზაციისა და ეტალონის ფრაგმენტების ცალ-ცალკე 

შედარებას. ყოველი ფრაგმენტისათვის ცალკე გადაწყვე- 
ტილების მიღების თითოეული სახისადმი მიკუთვნების 

52



შესახები საბოლოო გადაწყვეტილება მიიღება ხმების 
დათვლით. 

გადაწყვეტილებათა მიღების ლოგიკური მეთოდები- 
სათვის დამახასიათებელია რეალიზაციებისა და 
ნიშნების განხილვა, როგორც ლოგიკური ცვლადებისა, 
ხოლო სახეთა აღწერები და გადაწყვეტილების მიღების 
პროცესები წარმოდგენილია ბულის ალგებრის ფუნქცი- 
ებით ეს მეთოდები ფართოდაა გავრცელებული გა- 
დაწყვეტილების მიმღები წესის ალგორითმული განხორ- 
ციელების მიხედვით, მეთოდები სამ კლასად ჯგუფდება: 
! გადაწყვეტილების მიღების ერთი მთლიანი პროცესი; 

გადაწყვეტილების მიღების მიმდევრობითი პროცესები; 

3. გადაწყვეტილების მიღება ერთზე მეტი გადაწყვეტი- 
ლების მიმღები ფუნქციით. 
გადაწყვეტილების მიღების ერთი მთლიანი პროცესი 

ყველაზე გავრცელებულია ამომცნობ სისტემებში – უც- 
ნობი რეალიზაცია და ეტალონი განიხილება როგორც 
მთლიანი არადაყოფადი ობიექტები “შედარებისათვის 
საჭირო გამოთვლების თვალსაზრისით, აქ გადაწყვეტი- 
ლება მიიღება მხოლოდ შედარების პროცედურების დამ- 
თავრების შემდეგ. 

გადაწყვეტილების მიღების მიმდევრობით პროცესებ- 
ში რეალიზაციებისა და ეტალონების შედარებისას გა- 
მოთვლების სტრუქტურული ერთეულია მათი ფრაგმენ- 
ტები რომლებიც კერძო “შემთსვევაში შეიძლება ცალკე- 
ული ნიშნებიც იყოს. აქ საბოლოო გადაწყეეტილების 
მიღება შეიძლება შედარების პროცესის ნებისმიერ ეტაპზე. 

გადაწვეტილების მიღება ერთზე მეტი გადა- 
წყვეტილების მიმღები ფუნქციით საჭირო სდება, 
როდესაც ერთი გადაწყვეტილების მიმღები წესით არ 
ხერხდება ამოცნობის საჭირო საიმედოობის მიღწეეა, 
მაშინ გამოიყენება სხვა ფუნქციებიც. ამასთან, თითო- 

ეული მათგანი დამოუკიდებლად იღებს გადაწყვე- 
ტილებას. საბოლოო გადაწყვეტილების ფორმირება „ხმის 
მიცემის” წესით ზხდება,დ ამასთან თითოეულ ხმას 
შეიძლება მიეკუთვნოს გარკვეული წონითი კოეფიციენტი. 
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თავი IL. ხელოვნური ნეირონი და ნეირონული 
ქსელები 

ხელოვნური ნეირონული ქსელები წარმოადგენს 
პარალელურ განაწილებულ გამოთვლით სისტემებს. 
ისინი დაკავშირებულნი არიან ნეიროფისიოლოგიურ 
წარმოდგენებთან, ვინაიდან მათი შემადგენელი 
ელემენტების ხელოვნური ნეირონების ფუნქციური შე- 
საძლებლობები ანალოგიურია ბიოლოგიური ნეირო- 
ნების ზოგიერთი ელემენტარული ფუნქციისა ხოლო 
სტრუქტურული ორგანისაცია ნაწილობრივ ემსგავსება 
ტვინის ანატომიურ აგებულებას. , 

მიუხედავად ასეთი ზედაპირული ანალოგიისა, 
ხელოვნურ ნეირონულ ქსელებს აქვს ადამიანის ტვინის 
მსგავსი ზოგიერთი თვისება, კერძოდ, ისინი მაგალითებ- 
სე სწავლობენ, ახალი მაგალითების მიმართ ანზოგადე- 
ბენ წარსულ გამოცდილებას, შეუძლიათ “შემოსული 
ჭარბი ინფორმაციიდან ამოკრიბონ არსებითი თვისებრივი 
ნიშნები-ი ხელოვნურ ნეირონულ ქსელებს შეუძლია შე- 
ცვალონ თავისი რეაქცია გარემოს ცვლილებების ადეკ- 
ვატურად. სწორედ ეს ფაქტორი დიდად აძლიერებს მათ- 
დამი ინტერესს. 

დღეისათვის მეცნიერების მიერ შემოთავაზებული 
და შესწავლილია ნეირონებისა და ნეირონული ქსელების 
მრავალი განსხვავებული მოდელი, რომელთაგანაც 
ყეელასე მნიშვნელოვანი მოდელები განხილულია 
მომდევნო თავებში. 

2.1. ისტორიული ცნობა ხელოვნური ნეირონული 
ქსელების შესახებ 

ტერმინი - ხელოვნური ნეირონული ქსელი, მეოცე 
საუკუნის მეორე ნახევარში დამკვიდრდა. პირველი 
მნიშვნელოვანი შედეგები ნეიროინფორმატიკაში, 
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როგორკ ბოლო წლებში ამ დარგს უწოდებენ, 
დაკავშირებულია მაკ-კალოკის, პიტსის, ჰების, 
როზენბლატის, მინსკის, პეიპერტის, ჰოპფილდის, 
უიდროუს და სხვების სახელებთან. 

1943 წელს “უ. მაკ-კალოკმა და «ფუ. პიტსმა წამოა- 
ყენეს ბუნებრივი ნეირონის მოდელის ე.წ. ფორმალური 
ჩეირონის, ანუ ხელოვნური ნეირონის იდეა, რომელიც 
ეყრდნობოდა თავის ტვინის ფუნქციონირების ძირითად 

დებულებებს. 
1949 წელს დ. ჰებმა გამოთქვა იდეები თავის ტვინ- 

ში ნეირონების კავშირებისა და ურთიერთქმედებების შე- 
სახებ (უჯრედული ანსამბლები, სინაფსური პლასტიკუ- 
რობა). მანვე წამოაყენა ნეირონული ქსელების სწავლე- 
ბის წესების შესახებ მოსაზრებები. 

1927 წელს ფ. როზენბლატმა შეიმუშავა ე.წ. 
პერსეპტრონების ორგანიზაციისა და ფუნქციონირების 
პრინციპები მანვე წამოაყენა მსოფლიოში პირველი 

ნეიროკომპიუტერის (MიმყIე ტექნიკური რეალიზაციის 

გეგმა. 
199 წელს დ. ჰიუბელმა და ტ. ვიზელმა აჩვენეს 

ინფორმაციის შენახვისა და დამუშავების პარალელური 
და განაწილებული სასიათი ბიოლოგიურ ნეირონულ 
ქსელებში. 

1969 წელს გამოქვეყნდა მ. მინსკის და ს. პეიპერტის 
წიგნი - „პერსეპტრონები”,» სადაც დამტკიცებულია 
პერსეპტრონების (ერთშრიანი ნეიროქსელების) შესაძლებ- 
ლობების პრინციპული შესღუდეები ამ ნაშრომის 
გამოქვეყნების შემდეგ, მეოცე საუკუნის 80-იან წლებამდე 
ინტერესი ხელოვნური ნეირონული ქსელებისადმი 

მკვეთრად შემცირდა, თუმცა ცალკეული მკვლევარები 
მაინცკ6 განაგრძობდნენ მუშაობას ამ მიმართულებით 
(კოჰონენი, გროსბერგი, ანდერსონი). მიღწევებმა 

მიკროელექტრონიკაში, კომპიუტერულ ტექნოლოგიებში, 
ნეიროფიზიოლოგიაში ხელი შეუწყო ინტერესის 
აღორძინებას ხელოვნური ნეირო-ქსელებისადმი. 
განსაკუთრებით მნიშვნელოვანი იყო მრავალშრიანი 
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ნეიროქსელების სწავლების მეთოდების აღმოჩენა, რამაც 
განაპირობა მ. მინსკის მიერ დაყენებული რიგი 
პრობლემების გადაწყვეტა სტანდარტული პროცედუ- 
რებით. ამჟამად, ნეირონული ქსელების თეორიისა და 
პრაქტიკის განვითარება აღმავალი ხაზით მიმდინარეობს: 

1982 წელს ჯ. ჰოპფილდმა შეიმუშავა ნეირონული 
ქსელების სახეობები, რომელთაც შეუძლიათ ასოცია- 
ციური მეხსიერების მოდელირება; 

ჰეე წელს გამოჩნდნენ პირველი კომერციული 
ნეიროკომპიუტერები (მაგალითად, M9მXL III); 

)9ძვი წლიდან პრაქტიკულად მსოფლიოს ყველა 
მსხეილი ელექტროტექნიკური და კომპიუტერული ფირმა 
მუშაობს ხელოვნური ნეირონული ქსელების სფეროში; 

1990, წელს გაყიდვების მოცულობამ ნეიროკომ- 
პიუტერების ბაზარზე შეადგინა 140 მლნ დოლარი; 

Iჰპძძიბ წელს მსოფლიოს სხვადასხვა ქვეყანაში 
ჩატარდა ასამდე საერთაშორისო კონფერენცია ნეირო- 
ინფორმატიკის დარგში; 

19997 წელს გაყიდვის მოცულობამ ნეიროკომპიუტე- 
რების ბასარზე გადააჭარბა 2 მილიარდ დოლარს, ხოლო 
გაყიდვის ყოველწლიური ზრდა 50 პროცენტს შეადგენს; 

2000 წლიდან ჩნდება პუბლიკაციები ნეიროკომ- 
პიუტერების ახალი არქიტექტურული და ტექნოლოგიური 
გადაწყვეტების შესაძლებლობის შესახებ მოლეკულური 
და ბიომოლეკულური ტექნოლოგიების, აგრეთვე ნანოტექ- 
ნოლოგიების გამოყენებით. 

ამ მოკლე მიმოხილვიდანაც ნათლად ჩანს, რომ 
ნეიროინფორმატიკა დინამიკურად ეითარდება. ნეირო- 
კომპიუტერები უკვე გამოიყენება სახეთა ამოცნობის, 
ფუნქციათა აპროქსიმაციის, კლასტერირების, პროგნოზი- 
რების ოპტიმიზაციის ასოციაციური მეხსიერების, 
დინამიკური სისტემების მართვისა და მრავალი სხვა 
რთული და ძნელად ფორმალიზებადი ამოცანების 

გადასაწყვეტად. 
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22. ხელოვნური ნეირონის სტრუქტურა და თვისებები 

ხელოვნური ანუ ფორმალური ჩეირონი წარმო- 
ადგენს ცალკე აღებული ბიოლოგიური ნეირონის 
გამორჩეული ინტეგრალური თვისებების რეკონსტრუქ- 
ციას, თუმცა ამ მოდელში უგულებელყოფილია ბიოლო- 
გიური ნეირონის თვისებების გაცილებით უფრო რთული 
კომპლექსი. ყველასე გავრცელებულია მაკ-კალოკისა და 
პიტსის ფორმალური ნეირონი, რომელიც ხელოვნური 
ნეირონული ქსელების ძირითადი შემადგენელი ნაწილია. 
თავის ტვინის ნერვული უჯრედების ანალოგიურად, თი- 
თოეული ფორმალური ნეირონი ხასიათდება თავისი მიმ- 
დინარე მდგომარეობით და შეიძლება იყოს აგსნებული 
ან დამუხრუჭჯებული. ფორმალურ ნეირონს აქეს სინაფ- 
სური კავშირების ჯგუფი, რომლითაც იგი უკავშირდება 
სხვა ნეირონების გამოსასელელებს. მას აქვს აგრეთვე 
ერთი აქსონი - გამოსასვლელი, რომლითაც ამ ნეირონის 
სიგნალი (აგზნების ან დამუხრუჭების) გადაეცემა მომ- 
დევნო ნეირონს. 

2) სურათზე ნაჩვენებია ფორმალური ნეირონის 
სტრუქტურა. ფორმალური ნეირონი შედგება სამი ტიპის 
ელემენტისაგან გამრავლების ელემენტები (სინაფსები, 
მათი რაოდენობა შემავალი ვექტორის განზომილების 

ტოლია); ამჯამაი ელემენტი (ზოგჯერ “უწოდებენ 
ადაპტიუ0 სუმატორსე,) არაწრფივი გარდამქმნელი 

ელემენტი (აქტივაციის ელემენტი). 
სინაფსები აძლიერებს ან ასუსტებს ნეირონში 

შემავლ სიგნალს იმისდა მიხედვით თუ როგორია 
შესაბამისი სინაფსური კავშირის ძალა ანუ წონითი 
კოეფიციენტი. 
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    IMო|I||I ი) (ს| I»I |ხ 
  

  

  

  
  

  

  
      

  

  
        

სურ. 2.1. ფორმალური ნეირონის სტრუქტურა. 

ფორმალური ნეირონის მიმდინარე მდგომარეობა განი- 
სასღვრება როგორც მისი შესასვლელების შეწონილი 
ჯამი (წინა ცვლილების გათვალისწინებით) 

5=2,M%X,+ხ, (2.1) 
I=1 

ხოლო ფორმალური ნეირონის გამოსასვლელი (სიგნალი 
აქსონზე) არის მისი მიმდინარე მდგომარეობის ფუნქცია: 

X=#MC5)=#XC2,MX+0),. (2.2) 
ლ 

სადაც V, არის სინაფსური წონა (V/6CI8ის), 1=1.2...ი; 
ი - შემავალი ვექტორის განზომილება; 
X, - შემავალი ვექტორის ელემენტი, 1=1,2..#ი; 
ხ - წანაცვლების მნიშვნელობა (LIვ3); 
§- შეჯამების შედეგი (§სთ) (იყენებენ MსCI აღნიშვნა- 

საც); 

V - ნეირონის გამომავალი სიგნალი (ხშირად იყენებენ 

0სI აღნიშვნას); 
L- არაწრფივი გარდაქმნა (აქტივაციის ფუნქცია). 
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როგორც ფორმალური ნეირონის მათემატიკური მო- 
დელი (2) (22) გვიჩვენებს რომ არაწრფივი 
გარდამქმნელი ელემენტი ახორციელებს ერთი 
არგუმენტის – ამჯამავი ელემენტის გამოსასელელის 
არაწრფივ ფუნქციას ანუ აქტივაციის ფუნქციას, ხოლო 

მთლიანად ფორმალური ნეირონი ახორციელებს 
ვექტორული არგუმენტის სკალარულ ფუნქციას. 

ფორმალური ნეირონის ზოგიერთი აქტივაციის 
ფუნქცია მოცემულია 2. ცხრილში, ხოლო აქტივაციის 
ფუნქციის რამდენიმე გრაფიკი 22 სურათზე. 

ყველა “სხემოთ ნაჩვენები აქტივაციის ფუნქცია 
არის ერთპარამეტრიანი, თუმცა ზოგჯერ გამოიყენება 
მრავალპარამეტრიანი აქტივაციის ფუნქციებიც, მაგალი- 
თად, 

ა 
#(0=ძიყეი, თ (2.3) 

2 
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ცხრილი 2.I. ფორმალური ნეირონის აქტივაციის ფუნქციები 

  

  

  

  

  

  

  

  

  

  

  

  

  

        

დასახელება ფორმულა არე 

წრფივი XC5)=#5 (თ, თ) 

M5, §>0 
ნახევრად წრფივი §(C§) = 1 (0, თ) 

+ 0,5 <0 
I 

ოგ-სიგმოიდური ჯ#C§5)= (0, 1) ლოგ-სიგძოიდუ 1+ 6-2 

რ“ –ი“ 

ჰიპერბოლური #M(5)C-–-–-–---  CლსI 
ტანგენსი 6” +C6“ 

ტ 
სიგმოიდურ- #L(C§5) = CI Lს 
რაციონალური თ + || 

ექსპონენციალური #LC =C “ (0, თ) 

სინუსოიდური XC §) = 5Iი(45) (1, I) 

ბიჯური -1, 5<-1 
(წრფივი LC§5) = +, -1<§5<1 | C-I, I) 
გაჯერებით) 1, 520 
სღურბლური 19 5<I 
(საფეხურისებრი) X(C§) = L1I,5>I (0, I) 

= (0, თ) 
მოდულის (5) LI 

,5>0 
სიგნატურული LC§) = CI I) 

-1,5<0 
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4 ნდ) X(5) 

I(5)=515 

    7 წ”
 

4 „დ 

    

    

  

MსI   
სურ. 22. ფორმალური ნეირონის ზოგიერთი აქტიეაციის ფუნქციის 

გრაფიკი. 

ფორმალური ნეირონის არაწრფივი გარდამქმნელი 
ელემენტი ახდენს ამჯამავი ელემენტიდან გამოსული 
სიგნალის მოდიფიცირებას, რის შედეგადაც ნეირონის 
აქსონსე მიიღება ნეიროქსელში შემდგომი პროცე- 
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დურების ჩასატარებლად უფრო მოხერხებული მოდი- 
ფიცირებული სიგნალი. 

თუ აქტივაციის L ფუნქცია 3 შეწონილი ჯამის 

სიდიდის ცვლილების დიაპაზონს ავიწროებს ისე, რომ §- 
ის ნებისმიერი მნიშვნელობისას აქსონსე მიღებული 
სიგნალი V ეკუთენის გარკვეულ სასრულ ინტერვალს, 
მაშინ ფუნქციას უწოდებენ „შემკუმშავ”»? ფუნქციას. 
ყექელასე ხშირად შემკუმშაგ ფუნქციად იყენებენ 
სიგმოიდურ ფუნქციებს კერძოდ ლოგ-სიგმოიდურ 
ფუნქციას 

| 
M(ა)ლ––-უ. 1+C რ) (2.4) 

სიგმოიდური აქტივაციის ფუნქციას აქვს რამდე- 
ნიმე სასარგებლო თვისება, თ პარამეტრის შემცირებისას 
იგი უფრო დამრეცი ხდება, ხოლო როდესაც ძ5=0, იგი 
გადაგვარდება ჰორიზონტალურ წრფედ 0.5-ის დონეზე. 
თ-ს გაზრდისას სიგმოიდი ემსგავსება საფეხურისებრ 
(ზღურბლურ) ფუნქციას, ანუ იცვლება (0.) დიაპაზონში. 
ამ ფუნქციას აქ>ვს წარმოებულის მარტივი 
გამოსახულება, რომლის გამოყენებაც აღწერილი იქნება 
შემდგომში 

L'C§) = ი7(C5)|1- #C5)|1 
გროსბერგმა (1973წ) აღმოაჩინა რომ სიგმოიდური 
აქტივაციის ფუნქცია ნეიროქსელებში სმაურით გა- 
ჯერების დილემასაკც აგვარებს, სახელდობრ,- იგი 
უსრუნველყოფს გაძლიერების ავტომატურ კონტროლს, 
ანუ ნეირონი ფუნქციონირებს დიდი გაძლიერებით 
შემავალი სიგნალის ფართო დიაპასონში, “შედეგად 
ძლიერ სიგნალებს ქსელი აღიქვამს გაჯერების გარეშე, 
ხოლო სუსტი სიგნალები ქსელს გაივლის ზედმეტი 
შესუსტების გარეშე. 
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2.3. ერთშრიანი და მრავალშრიანი ხელოვნური 
ნეირონული ქსელები 

ერთ ცალკე აღებულ ხელოვნურ ანუ ფორმალურ 
ნეირონს შეუძლია ამოცნობის უმარტივესი პროცედუ- 
რების შესრულება, მაგრამ ნეირონული გამოთვლების 
ეფექტურობას განაპირობებს მრავალი ჩეირონის გა- 
ერთიანება ქსელებში “უმარტივესი ნეირონული ქსელი 
შედგება ნეირონების ჯგუფისაგან, რომლებიც 
გაერთიანებულია ერთ შრეში (სურ. 2.3), სადაც წრეებით 
აღნიშნულია ეწ. ნულოვანი “შრე, რომელიცკც არ 
ასრულებს გამოთვლით ოპერაციებს, არამედ ანაწილებს 
შემომავლ სიგნალებსს გამომთვლელ ნეირონებზე, 
რომლებიც გამოსახულია კვადრატე-ბით. 

  ICMჩჭLI) 

  

  
  

  

სურ. 23 ერთშრიანი ხელოვნური ნეირონული ქსელი. 

»ჯ “შემავალი ვექტორის ელემენტების (XI,X:,....Xი) 
ნამრავლი შესაბამის წონით კოეფიციენტებზე (სინაფსურ 
წონებზე) მიეწოდება თითოეულ ნეირონს, ხოლო შე- 
სასვლელების შეწონილ ჯამს CV I, X; , ·...» იოს თითოეული 
ნეირონი გადასცემს ნეირონული ქსელის მომდევნო 
კომპონენტს. საკმაოდ მოხერხებულია სინაფსური წო- 
ნების წარმოდგენა "V მატრიცის ელემენტებად. მატ- 
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რიცას აქვს თ სტრიქონი და ი სეეტი, სადაც IL არის 
შესასვლელების რიცხვი, ხოლო ი – ჩეირონების რიცხვი. 
მაგალითად, მატრიცის ელემენტი "ე არის წონა, რომე- 

ლიც აკავშირებს პირეელ შესასვლელს მეორე ნეირონ- 

თან, ხოლო V/2) არის წონა, რომელიც აკავშირებს მეორე 
შესასვლელს პირველ ნეირონთან. ამრიგად, გამომავალი 
M ვექტორის გამოთელა, რომლის კომპონენტებიცაა ნეი- 
რონების გამოსასვლელები, დაიყვანება მატრიცულ გამ- 
რავლებასე M=XVV, სადაც M და X გეექტორ–სტრიქო- 
ნებია ხშირად ნეირონის გამოსასელელს აღნიშნავენ 
001 – ით, მაშინ C0L)I = XVI. 

აღსანიშნავია, რომ მრავალშრიან ხელოვნურ ნეირო- 
ნულ ქსელებს ერთშრიანი ნეირონულ ქსელებთან შედა- 
რებით გაცილებით მეტი გამოთვლითი შესაძლებლობები 
აქვ. დამუშავებულია მრავალშრიანი ხელოვნური ნე- 
ირონული ქსელების მრავალი სახეობა და შექმნილია 
მათი სწავლების შესაბამისი ალგორითმები თითოეულ 
ამ ნეიროქსელს ახასიათებს თავისი ძლიერი და სუსტი 
მხარეები მრავალშრიანი ხელოვნური ნეირონული ქსე- 
ლები შეიძლება შეიქმნას შრეების კასკადური შეერ- 
თებით, მაშინ ერთი შრის გამოსასვლელი იქნება მომ- 
დევნო შრის შესასვლელი. ითვლება, რომ სინაფსური 
წონები დაკავშირებულია მათი მომდევნო შრის ნეირო- 
ნებთან. ამრიგად, შრე შედგება სინაფსური წონებისა და 
მათი მომდევნო ნეირონებისაგან, რომლებიც შეწონილ 

ჯამებს გამოითვლიარ. 24 სურათზე ნაჩვენებია ორ- 
შრიანი ხელოვნური ნეირონული ქსელი. 
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სურ. 24 ორშრიანი ხელოენური ნეირონული ქსელი. 

ერთშრიან ქსელებთან შედარებით, მრავალშრიან 
ხელოვნურ ნეირონულ ქსელებს გაცილებით მეტი 
შესაძლებლობები აქვს მხოლოდ და მხოლოდ იმ 
შემთხვევაში, თუ შრეებს შორის აქტივაციის ფუნქცია 
იქნება არაწრფივი. 

წრფივი აქტივაციის ფუნქციის მქონე თორშრი- 
ანი ქსელის გამოსასვლელი გამოითვლება მასში შემა- 
ვალი ვექტორის გამრავლებით პირეელ წონით მატრიცა- 
ზე, შემდეგ კი პირველი შრის მიერ გამომუშავებული 
შედეგის გამრავლებით მეორე წონით მატრიცაზე: 

(XV) V., იმის გამო, რომ მატრიცების გამრავლებას 
აქვს ასოციაციურობის თვისება, გეექნება X(VV„V:) ანუ 
ნათელია, რომ ორშრიანი ხელოვნური ნეირონული 

ქსელი წრფივი აქტივაციის ფუნქციით ეკვივალენტურია 
ისეთი ერთშრიანი წრფივი ქსელისა, რომლის წონითი 
კოეფიციენტების მატრიცა არის პირველი და მეორე 
წონითი კოეფიციენტების მატრიცების ნამრავლი. აქედან 
გამომდინარეობს შედეგი: ნებისმიერი მრავალშრიანი 
ხელოვნური ნეირონული ქსელი, რომლის ნეირონებსაც 
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ამქვს წრფივი აქტივაცის ფუნქციები "შეიძლება 
შეიცვალოს მისი ეკვივალენტური ერთშრიანი ნეირო- 
ნული ქსელით. 

ქვემოთ ნაჩვენები იქნება ერთშრიანი წრფივი 
აქტივაციის ფუნქცის მქონე ნეირონული ქსელის 
გამოთვლითი შესაძლებლობების პრინციპული შეზსღუდ- 
ვები, ამიტომაც ნეირონული ქსელის გამოთვლითი შესა- 
ძლებლობების გასრდისათეის აუცილებელი პირობაა 
ქსელში არაწრფივი აქტივაციის ფუნქციის შეტანა. 

2.4. ხელოვნური ნეირონული ქსელების კლასიფიკაცია 

ხელოვნური ნეირონული ქსელი წარმოადგენს 
ფორმალური ნეირონების ერთობლიობას რომლებიც 
ერთმანეთსა და გარემოს “უკავშირდება ნეირონების 
პარამეტრებით განსასღვრული კავშირებით. ხელოვნური 
ნეირონული ქსელების კლასიფიკაცია შესაძლებელია 
სხვადასხვა ნიშნის მიხედვით. 

ნეირონულ ქსელში შესრულებული ფუნქციის 
მიხედვით თვით ნეირონები იყოფა შემავალ, საშუალედო 
(ფარულე და გამომავალ ნეირონებად. შემავალ 
ნეირონებს მიეწოდება გარე ზემოქმედების შესაბამისი 
ეექტორი, რომლის ელემენტებსაც იგი გადასცემს სხვა 
ნეირონესს (ცვლილებების გარეშე ანუ “შემავალი 
ნეირონები ზსეგავლენას არ ახდენენ ქსელის გამოთვლით 
შესაძლებლობებზე არამედ ემსახურებიან სინაფსური 
წონების პირველი სიმრავლის განაწილებას პირველი 
შრის ნეირონებსე, ხოლო საშუალედო და გამომავალი 
ნეირონები (2.) და (22) გამოსახულებების შესაბამისად, 
ასრულებენ გამოთვლით პროცედურებს და შედეგებს 
გადასცემენ სხვა ნეირონებს ან ქსელის გამოსასვლელს. 
ნეირონული ქსელების დაყოფა შეიძლება ფორმალური 
ნეირონის სტრუქტურის მიხედვით ჰომოგენურ და 
ჰეტეროგენურ ქსელებად. ჰომოგენური ქსელები 
(ერთგვაროვანი ქსელები: “შედგება ერთი ტიპის 
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ნეირონებისაგან რომელთაც ერთნაირი აქტივაციის 

ფუნქცია აქვს, ხოლო ჰეტეროგენურ ქსელებში შემავალ 
ნეირონებს აქვს სხვადასხვა აქტივაციის ფუნქციები. 

ფორმალური ნეირონის აქტივაციის ფუნქცია 
განსასღვრავს არის ნეიროქსელი დისკრეტული, 
(ბინარული) თუ უწყვეტი (ანალოგური) დისკრეტული 
ქსელები ოპერირებენ ბინარული სიდიდეებით, ანუ 
თითოეული ნეირონის გამოსასვლელმა შეიძლება მიიღოს 
ლოგიკური ნულის (დამმუხრუჭებული მდგომარეიბა) ან 
ლოგიკური ერთის (აგზნებული მდგომარეობა) 
მნიშვნელობა “უწყვეტი ქსელები კი ოპერირებენ 
ნამდვილი რიცხვებით, მათი აქტივაციის ფუნქციები 
წარმოადგენს სხვადასხვა სახის სიგმოიდურ ფუნქციებს. 

ტოპოლოგიის თვალსასრისით შეიძლება ნეირო- 
ქსელების ოთხი სახეობის გამოყოფა: 

- სრულკავშირებიანი ნეირონული ქსელები; 
მრავალშრიანი ნეირონული ქსელები; 
ლოკალურკავშირებიანი ნეირონული ქსელები; 
არასტრუქტურირებული ნეირონული ქსელები. 

ნეირონული ქსელების ტოპოლოგიის სახეობები მო- 
ცემულია 25 სურათსხსე სრულკავშირებიან ნეირონულ 
ქსელებში (სურ. 2.5, ა) თითოეული ნეირონი თავის 
გამომავალ სიგნალს გადასცემს ყველა ნეირონს, მათ 
შორის საკუთარ თავსაც, ყველა “შემავალი სიგნალი 
მიეწოდება ყველა ნეირონს. ქსელის გამომავალ სიგ- 
ნალებად შეიძლება გამოყენებული იყოს ქსელის ფუნ- 
ქციონირების რამდენიმე ტაქტის შემდეგ ყეელა ან ზოგი- 
ერთი ნეირონის გამომავალი სიგნალი. მრავალშრიან 
ნეირონულ ქსელებში (სურ. 2.5, გ) სნეირონები გაერ- 
თიანებულია შრეებად. შრეს აყალიბებენ ნეირონები, 
რომელთაც აქეთ საერთო “შემავალი სიგნალები, ანუ 
საერთო რეცეპტორული ველი. ' 
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სურ. 2.5. ნეირონული ქსელების ტოპოლოგიის სახეობები. 

ნეირონების რაოდენობა შრეში შეიძლება იყოს 
ნებისმიერი და არ არის დამოკიდებული მათ 
რაოდენობაზე სხვა შრეებში. ზოგადად, ნეიროქსელში 
შეიძლება იყოს რამდენიმე შრე, რომლებიც მარცხნიდან 
მარჯენიგ ინომრება. შემავალ შრეს ნულოვან ნომერს 
ანიჭებენ, ამით ხაზი ესმება იმას, რომ შემავალი შრე არ 
აწარმოებს გამოთვლით პროცედურებს. შემავალი და 
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გამომავალი შრეების გარდა, შეიძლება არსებობდეს 
რამდენიმე საშუალედო, ანუ ფარული შრე (როგორც 

ლესი, მათი რაოდენობა ხუთს არ აღემატება) რომელიმე 
L ურის ნეირონების გამოსასვლელებიდან (L+I) მომდევნო 
ურის ნეირონების შესასვლელებთან კავშირებს ეწოდება 
მიმდევრობითი კავშირები. 

თავის მხრიე, მრავალშრიანი ნეიროქსელები სამ 

ჯგუფად იყოფა: 
– მონოტონური ნეირონული ქსელები; 
– პირდაპირი გავრცელების ნეირონული ქსელები; 
– უკუკავშირებიანი ნეირონული ქსელები. 

მონოტონურ ქსელებში თითოეული შრე, გარდა 
უკანასკნელისა, შედგება ორი ბლოკისაგან, ანუ ამგზნები 
და მამუხრუჭებელი ნეირონების ჯგუფებისაგან. ბლოკებს 
შორის კავშირებიც ასევე იყოფა ამგზნებ და 
მამუხრუჯებელ კავშირებად. ერთი შრის შემადგენელ 
ნეირონებს შორის კავშირებს, ეწოდება ლატერალური 
კავშირები. 

პირდაპირი გავრცელების ნეირონულ ქსელებში, 
როგორც წესი, თითეული XL შრის ნეირონის გამომავალი 
სიგნალი მიეწოდება (L+1) შრის თითოეული ნეირონის 
შესასვლელს„ თუმცა შესაძლებელია, რომ LM შრე 

დაუკავშირდეს უშუალოდ რომელიმე (L+ი) შრეს. 
25 სურათხე ნაჩვენებია ასეთი მრავალშრიანი 

(ორშრიან)ა პირდაპირი გავრცელების ნეირონული 
ქსელის მაგალითი. 

უკუკავშირებიან ნეირონულ ქსელებში სიგნალები 
გადაეცემა როგორც მომდევნო შრეს, ასევე რომელიმე 
წინამდებარე “შრეს. ასეთ ქსელებში შეიძლება ორი 
ძირითადი სახეობის გამოყოფა: 

ა) ციკლური ნეიროქსელები, სადაც “უკანასკნელი 
შრე გადასცემს თავის გამომავალ სიგნალებს პირველ 
შრეს, ხოლო ყველა შრე თანაბრად არის 
უფლებამოსილი მიიღოს ქსელში შემოსული სიგნალები 
და ასევე გასცეს ქსელიდან გამომავალი სიგნალები; 
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ბ) რეკურენტული სრულკავშირებიანი ნეირონული 
ქსელები, სადაც თითოეული შრე არის 
სრულკავშირებიან; ამასთან სიგნალების გადაცემა 
ხდება როგორც შრიდან შრეზე, ასევე საკუთრივ შრის 
ნეირონებს შორის. ამასთან, თითოეულ შრეში სამუშაო 
ციკლი სამ ეტაპად იყოფა: 

- სიგნალების მიღება წინამდებარე შრისაგან; 
– სიგნალების გაცვლა შრის შიგნით; 
- გამომავალი სიგნალების გამომუშავება და 
გადაცემა მომდევნო შრისათევის. 

ლოკალურკავშირებიან ნეირონულ ქსელებში 
ნეირონები უკავშირდება თავის უახლოეს ოთხ, ექვს ან 
რვა ტოპოლოგიურ მესობელს. ლოკალურკავშირებიანი 
ნეიროქსელების მაგალითები ნაჩვენებია 2.5 ბ და 2.5 დ 
სურათებზე. 

არასტრუქტურირებული ნეირონული ქსელების 
ჯგუფს წარმოადგენს ისეთი ნეიროქსელები, რომელთა 
მიკუთვნებაკც ზემოთ აღწერილი სამი ჯგუფისათვის 
(სრულკავშირებიანი ქსელები, მრავალშრიანი ქსელები, 
ლოკალურკავშირებიანი ქსელები) შეუძლებელია. 

არსებობს სინქრონული და ასინქრონული 
ხელოენური ნეიროქსელები. სინქრონულ ქსელებში 
დროის ყოველ მომენტში თაეის მდგომარეობას იცელის 
მხოლოდ ერთი ნეირონი, ხოლო ასინქრონულ ქსელებში 
თავის მდგომა-რეობას ერთდროულად იცვლის ნეირონთა 
ჯგუფი ან მთლიანად შრე. 

2.5. ხელოვნური ნეიროქსელების სწავლება 

ნეიროქსელების ყეელაზბე უფრო საინტერესო 
თვისება არის ის, რომ აქვს სწავლების უნარი. სწავლება 
იმდენად ემსგავსება ადამიანსს ინტელექტუალური 
განვითარების პროცესს, რომ ნეიროქსელების 
პირველმკელევარებიი დარწმუნებულნი იყვენენ რომ 
მიღწეული იყო სწავლების პროცესების პრობლემის 
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გადაწყვეტა.ა შემდეგ აღმოჩნდა რომ ხელოვნური 
ნეიროქსელების სწავლების შესაძლებლობები 
შესღუდულია და ამ გზაზე გადასაწყვეტია მრავალი 
რთული ამოცანა, თუმცა, მეორე მხრივ, უკვე მიღებულია 

დამაიმედებელი შედეგები. 
ქსელის სწავლების მიზანია ის, რომ “შემავალი 

სიგნალებისათვის ქსელის გამოსასვლელებსე მიღებულ 
იქნეს სასურველი ან მასთან მიახლოებული გამომავალი 
სიგნალები-ი თითოეული “შემავალი და გამომავალი 
სიგნალების სიმრავლე განიხილება, როგორც ეექტორი, 
სწავლებაა ხორციელდება ქსელისათვის “შემავალი 
ვექტორების თანამიმდევრობითი წარდგენით და იმავ- 
დროულად, გარკვეული პროცედურის შესაბამისად, 

ქსელის სინაფსური წონების შეთანაწყობით. სწავლების 
პროცესში სინაფსური წონები იცვლება ისე, რომ 
თითოეული შემავალი ვექტორი გამოიმუშავებს შესაბამის 
გამომავალ ვექტორს. 

განასხვავებენ სწავლების ალგორითმებს მასწავ- 
ლებლით და მასწავლებლის გარეშე სწავლება 
მასწავლებლით გულისხმობს, რომ თითოეული შემავალი 
ვექტორისათვის არსებობს მისნობრივი ვექტორი. 
რომელიც წარმოადგენს სასურეელ შედეგს. ორივეს 
ერთად “უწოდებენ მასწავლებელ წყვილს. ამრიგად, 
ქსელს წარედგინება “შემავალი გეექტორი, ქსელი 
გამოითვლის გამომავლლ- ვექტორს, ხოლო სხვაობა 
(შეცდომა "“«უკუკავშირით მიეწოდება ქსელს და 
სინაფსური წონები იცვლება იმ გარკვეული 
ალგორითმის თანახმად, რომელიც მიისწრაფვის 
შეცდომის მინიმიზაციისაკეა სინაფსური წონების 
შეთანაწყობა გრძელდება მანამდე, ვიდრე შეცდომა არ 
გახდება მისაღები მცირე სიდიდე. ასეთი იტერაციული 

პროცედურები ხორციელდება მასწავლებელ წყვილთა 
მთელი სიმრავლისათვის. 

კოჰონენისა და სხვა მკვლევარების მიერ 
განვითარებულია სწავლების მეთოდები მასწავლებლის 
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გარეშე.ე ეს მეთოდები არ საჭიროებს მიზნობრივ 
ვექტორებსს და, მაშასადამე,ე ქსელის გამომავალი 
ვექტორი აღარ შედარდება იდეალურ პასუხს. სასწავლო 
ნაკრები შედგება მხოლოდ შემავალი ვექტორებისაგან. 
სიჩაფსური წონების შეთანაწყობის ალგორითმი მუშაობს 
ისე რომ ქსელის გამოსასვლელზე მიღებულ იქნეს 
შეთანხმებული გამომავალი ვექტორები, ანუ 
ქსელისათვის საკმარისად მსგავსი შემავალი ვექტორების 
წარდგენს “შედეგად ქსელმა “უნდა გამოიმუშაოს 
ერთნაირი გამომავალი სიგნალები. ამრიგად, სწავლება 
მასწპვლებლის გარეშე გამოჰყოფს სასწავლო ნაკრების 
სტატისტიკურ თვისებებს და მსგავს ეექტორებს 
კლასებად აჯგუფებს. 

ნეიროქსელების სწავლების თანამედროვე 
ალგორითმების უმეტესობა ეფუძნება ჰების კონცეფციებს. 
ჰებმა წამოაყენა მასწავლებლის გარეშე სწავლების 
მოდელი, რომელშიც სინაფსური წონა იზრდება, თუ 
აგსნებულია ორივე ნეირონი – გადამცემი და მიმღები. 
ამრიგად, ქსელის ის სინაფსები და შესაბამისი გზები, 

რომლებიკ სშირად გამოიყენება 'ჰძლიერდება. ამ 
მოდელით კარგად აიხსნება მიჩვევისა და სწავლების 
ფენომენი ბიოლოგიურ ორგანიზმებში. 

ხელოვნურ სნეიროქსელში, სადაც გამოიყენება 
სწავლების ჰების მოდელი, სინაფსური წონების გაძლი- 
ერება განისასღვრება გადამცემი და მიმღები ნეირონების 
აგსნების დონეების ნამრავლით: 

Vც(ი+1)=V/ვ(ი)+ თ CVI,0VI, (2.6.) 

სადაკცკ Vი) არის შეთანწყობამდე სინაფსური წონის 

სიდიდე 1 ნეირონიდან ) სნეირონამდე; Vეი+!1) – 

შეთანაწყობის შემდეგ სინაფსური წონის სიდიდე I 
ნეირონიდან ) ნეირონამდე;ე თ სწავლების სიჩქარის 
კოეფიციენტი; 0VI; 1 ნეირონის გამოსასელელი და ) 
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ნეირონის შესასვლელი; ლს, წ ნეირონის 
გამოსასვლელი. 

სწავლების ჰების მოდელი შედარებით მარტიეია. 
ბოლო წლებში დამუშავებულია სწაელების “უფრო 
ეფექტური ალგორითმები რომლებიც ხასიათდება 
სწავლების უფრო მაღალი სიჩქარით და სასწაელო 
სახეების მახასიათებლების “ფედარებით დიდი დიაპა- 
ზონით. დღეისათვის “შემუშავებულია მრავალი ასეთი 
ალგორითმი, მათი ყეელაზსე ტიპური წარმომადგენლები 
განხილული იქნება მომდევნო თაეებში. ხელოვნური 
ნეირონული ქსელების ყველასე უფრო მნიშვნელოვანი 
თვისება არის ის, რომ აქეს განზოგადების (C6ი0V8I12მ00ი) 
უნარი„ რაც ნიშნავს რომ ისინი იძლევიან სწორ 
პასუხთან მიახლოებულ შედეგს მაშინაც, როდესაც 
წარედგინებათ ისეთი რეალიზსაციები რომლებიც არ 
შედიოდა მასწავლებელ სიმრავლეში. ნეიროქსელს რომ 
არ ჰქონდეს ასეთი თვისება, მაშინ ის იქნებოდა მხოლოდ 
და მხოლოდ დამახსოერების მექანიზმი. 

2.6. პერსეპტრონები 

ხელოვნური ნეიროქსელების სისტემატური 
შესწავლა პირველებმა დაიწყეს მაკ-კალოკმა და პიტსმა 
(1943წ). 26 სურათზე ნაჩვენებია მათ მიერ შემუშავებული 

ნეირონის მოდელი, სადაც ამჯამავი 2, ელემენტი 

თითოეულ შემავალ X სიგნალს ამრავლებს V/, სინაფსურ 
წონაზე და აჯამებს შეწონილ ნამრავლებს. თუ ჯამი 
მეტია წინასწარ დადგენილი ზღურბლის მნიშვნელობაზე, 
მაშინ გამოსასვლელზე არის ლოგიკური სიგნალი 
„ერთი”, თუ ნაკლებია ზღურბლის მნიშვნელობაზე, მაშინ 
გამოსასვლელზე იქნება სიგნალი „ნული'. ამ სისტემამ 
და მრავალმა მსგავსმა მიიღო პერსეპტრონის (დმ6იხიი - 
აღქმა) დასახელება XX საუკუნის სამოციან წლებში 
პერსეპტრონმა დიდი ინტერესი და ოპტიმიზმი გამოიწვია 
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მვ. როზენბლატმა და “უიდროუმ მიიღეს რიგი 
დამაიმედებელი შედეგები, მაგრამ მალე აღმოჩნდა, რომ 

    

VI VI იი" V-ი 

                
  

  

XI 
  ”»

 

      
  2> (LI MX "  „-  |ი+»   

X 
  ! 

  

      
XიVი 

სურ. 2.6. მაკ-კალოკის და პიტსის პერსეპტრონული ნეირონი. 

                

'პერსეპტრონს არ შეეძლო ზოგიერთი მარტივი ამოცანის 
გადაწყვეტა. ნაშრომში |22) მინსკიმ და პეიპერტმა 
მაღალ თეორიულ დონეზე განიხილეს პერსეპტრონების 
პრობლემა და მკაცრად აჩვენეს თუ რისი შესრულება 
შეუძლია მას და რისი არა, შესაბამისად რისი სწავლება 
შეუძლია ერთშრიან პერსეპტრონებს. სწორედ მინსკის და 
პეიპერტის კლასიკური ნაშრომის გამოქეეყნების შემდეგ 
მკვლევართა უმრავლესობამ მრავალი წლით დაკარგა 
ინტერესი ნეიროქსელებისადმი. მდგომარეობა შეიცვალა 
მხოლოდ მას შემდეგკგ როცა აღმოჩენი–ლ– იქნა 
მრავალშრიანი ნეიროქსელების სწავლების მეთოდები. 
მიუხედავად თავიანთი შეზღუდული შესაძლებლობისა, 
პერსეპტრონებსს თეორია წარმოადგენ საფუძველს 
მრავალი სხვა ტიპის ნეიროქსელებისათვის, რომლებიც 
შემდეგ შეიქმნა. 
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2.7. ლოგიკური არატოლმნიშენელობის პრობლემა 

მინსკის ნაშრომის 21 ერთ-ერთი შედეგი 
გვიჩვენებს, რომ ერთშრიან პერსეპტრონებს არ შეუძლია 
ისეთი მარტივი ლოგიკური ფუნქციის განხორციელება, 
როგორიც არის მაგალითად ლოგიკური არატოლ- 
მნიშვნელობა (შეკრება 2-ის მოდულით). ეს არის ორი 
ბინარული არგუმენტის ფუნქცია. იგი იღებს ,ერთის” 
მნიშვნელობას მხოლოდ მაშინ როდესაც ერთ-ერთი 
არგუმენტი არის “ერთი” და ნულის მნიშვნელობას, 
როდესაც ორივე არგუმენტი არის „ნული“ ან ორივე 
არგუმენტი არის „ერთი, პრობლემის ილუსტრაცია 
შეიძლება ერთნეირონიანი ორშესასვლელიანი (X, ») 
პერსეპტრონით (სურ. 277). 

  

        
VVI VV2 

MI (01 IV V - 6... ან! 
V –-+9 ” 

  

    

    

        

                  

სურ. 27. ერთნეირონიანი პერსეპტრონი ორი შესასელელით. 

შესასვლელების ყველა შესაძლო კომბინაცია X - V 
სიბრტყეზე წარმოდგენილია ოთხი წერტილით, როგორც 
ეს ნაჩვენებია 48 სურათზე. მაგალითად, წერტილი 
კოორდინატებით X =0 და XV» =0 სურათზე აღნიშნულია 
როგორც #ტი წერტილი. 
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ცხრილი 22. 

  

  

  

  

  

წერტილები X V გამოსასვლელი 

#0 0 0 0 

8ი I 0 1 

8, 0 I 1 

#ტ, 1 1 0             
22 ცხრილი წარმოადგენს ლოგიკური არატოლ- 

მნიშვნელობის ჭეშმარიტების ცხრილს, სადაც შემავალი 
კომბინაციები რომლებმაცკ გამოსასვლელხე უნდა 
მოგვცეს „ნული”, აღნიშნულია როგორც ტი და #, 
ხოლო რომლებმაც გამოსასვლელზე უნდა მოგვცეს 
„ერთი'” აღნიშნულია როგორც 8ი და 8, წერტილები. 

V 4 

1,0 რე „“ 

“ა 

.–L 

XVV; + VVV2 = 0,5 

„რი ზი » სა 
> X 

0 1,0 >> 

  

      
სურ2.8. ლოგიკური არატოლმნიშენელობის პრობლემის ილუსტრაცია 

28 სურათზე L ფუნქცია არის ზღურბლი, ამიტომ 
0ყ0I იღებს ნულის” მნიშვნელობას, როდესაც MVCI < 0,5, 
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და „ერთის” მნიშვნელობას, როდესაც MნLI >0,5. ნეირონი 
ასრულებს შემდეგ გამოთვლას: 

MCI = XVI, + VVI2. 

ორი სინაფსური წონის არანაირი მნიშვნელობის 
კომბინაციას არ შეუძლია მოგეცეს 22 ცხრილით 
განსაზღვრული შესაბამისობა შესასვლელსა და 
გამოსასვლელს შორის. ამის დასამტკიცკებლად MLCL 
დავაფიქსიროთ 0,5 ზღურბლის სიდიდეზე. ამ 
შემთხვევაში პერსეპტრონი აღიწერება შემდეგი 
განტოლებით: 

MI = XVV, + VV/2 = 0,5. 

ეს განტოლება არის წრფივი X და » წერტილების 
მიმართ, ანუ არგუმენტის ყველა მნიშენელობა, რომელიც 
აკმაყოფილებს განტოლებას, განლაგებული იქნება X-V 
სიბრტყის რაიმე წრფეზე. არგუმენტების მნიშვნელობები 
წრფის ერთ მხარეზე უზრუნველყოფს ზღურბლზე მეტი 
სიდიდის MLI-ს, ანუ შესაბამისად უზრუნეელყოფს 0სVსLI 
=1 და 0VI =0, ხოლო V, და V წონების (კვლილებები 
იწვეეს წრფის დახრისა და მდებარეობის (კვლილებას. 
იმისათვის რომ ქსელმა შეასრულოს ლოგიკური 
არატოლმნიშვნელობის ფუნქცია, წრფე უნდა მოთავსდეს 
ისე, რომ მის ერთ მხარეს იყოს # წერტილები და მეორე 
მხარეს - 8 წერტილები; ეს კი შეუძლებელია. ამრიგად, 
რა მნიშვნელობებიც “უნდა მივანიჭოთ ზღურბლსა და 
სინაფსურ წონებს, ქსელი ვერ შეძლებს ლოგიკური 
არატოლმნიშვნელობის ფუნქციის წარმოდგენას. 

77



2.81. წრფივად განმხოლოებადობის პრობლემა 

როგორც ენახეთ, შეუძლებელი აღმოჩნდა წრფის 
ისეთი განლაგება X-V# სიბრტყეზე, რომ წრფემ განამხო- 
ლოოს # და 8 წერტილები ისე, რომ მის ერთ მხარეს 
იყოს #ტ წერტილები და მეორე მხარეს 8 წერტილები, 
ანუ ქსელმა განახორციელოს ლოგიკური არატოლ- 
მნიშვნელობის (შეკრება 2-ის მოდულით) ფუნქცია. 
სამწუხაროდ, ეს მაგალითი არ არის ერთადერთი, არამედ 
არსებობს ფუნქციების დიდი კლასი, რომლებსაც ვერ 
ახორციელებს ერთშრიანი ხელოვნური ნეიროქსელები, 
ასეთ ფუნქციებს უწოდებენ წრფივად განუმხოლოებელს. 

წრფივად განმხოლოებადობა ერთშრიანი 
ხელოვნური ნეიროქსელების შესაძლებლობებს ზღუდავს 
კლასიფიკაციისა და კლასტერირების ისეთი ამოცანებით, 
სადაც წერტილების სიმრავლეების (რომლებიც 
შეესაბამება ნეიროქსელში შემავალ სიგნალებს) 
განმხოლოება “შეიძლება გეომეტრიულად. სემოთ 
განხილულ მაგალითში, სადაც ორი შესასვლელი იყო, 
გამყოფის როლს სიბრტყეზე ასრულებდა წრფე. თუ 
გეექნება სამი შესასვლელი, მაშინ გამყოფის როლს 
სამგანსომილებიან სივრცეში შეასრულებს სიბრტყე. 
ოთხი და მეტი შესასვლელის შემთხვევაში კი უნდა 
წარმოვიდგინოთ შესაბამისად ოთხი და მეტი განზსო- 
მილების სივრცე, რომელშიც განმხოლოებას გეომეტ- 
რიული ობიექტი – ჰიპერსიბრტყე ასრულებს. 

ცნობილია რომ კლასტერირების ამოცანების 
დაყოფა პირობითად “შესაძლებელია სამ ჯგუფად: 
პირველ ჯგუფს “შეადგენს ისეთი ამოცანები, სადაც 
მოცემული სიმრავლის არაგადამკვეთ ქვესიმრავლეებად 
დაყოფა-დაჯგუფება (განმხოლოება) “შეიძლება ჰიპერ- 
სიბრტყეებით – ასეთი სიმრავლეები მიეკუთვნება 
წრფივად განმხოლოებად სიმრავლეებს მეორე ჯგუფს 
შეადგენს ისეთი ამოცანები 'სადაც მოცემული 
სიმრავლის არაგადამკვეთ ქვესიმრავლეებად 
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განმხოლოება ჰიპერსიბრტყეებით შეუძლებელია. თუმცა, 
დაყოფის უფრე რთული მეთოდების გამოყენებით 
სოგიერთ ამოცანებში “შესაძლებელი ხდება მათი 
განმხოლოება - ასეთი სიმრავლეები მიეკუთვნება 
არაწრფივეად განმხოლოებად სიმრავლეებს, მესამე 
ჯგუფს შეადგენს ისეთი ამოცანები, სადაც 
ქეესიმრავლები იკვეთება; ასეთ შემთხვევებში 
მსჯელობენ მხოლოდ ალბათურ განმხოლოებადობაზე. 
რეალური ამოცანების გადაწყვეტისას ხშირად ვერ 
ხერხდება საწყისი მონაცემების წინასწარი დამუშავება, 
რომელიც უსრუნველყოფს სახეთა წრფივად 
განმხოლოებადობას. ეს კი ართულებს არაგადამკვეთ 
ქეესიმრავლეებად დაჯგუფების პროცესს და 
შესაბამისად, კლასტერირებისათვის საჭირო ნეირონული 
ქსელების სინთეზს. ამრიგად, მნიშვნელოვანია იმის 
გარკვევა არის თუ არა მოცემული სახეთა ნაკრები 
წრფივად განმხოლოებადი. ცნობილია, რომ, თუ სახეთა 
აღწერისათვის გამოყენებული სნიშანთა რაოდენობა 
დიდია არ არსებობს წრფივად განმხოლოებადობის 
დადგენის საკმარისად მარტივი მეთოდები. უკვეე ოთხზე 
მეტი ნიშნის არსებობის დროს იმის ალბათობა, რომ 
არჩეული ფუნქცია იქნება წრფივად განმხოლოებადი, 
ხდება მცირე სიდიდე. ასე, მაგალითად, ი რაოდენობის 
ბინარული “შესასვლელის მქონე ნეირონს შეიძლება 

მიეწოდოს 2" რაოდენობის სხვადასხვა რეალიზაცია. იმის 
გამო რომ თითოეული სახის რეალიზაცია შეიძლება 
შეესაბამებოდეს საფეხურისებრი აქტივაციის ფუნქციის 
მქონე ნეირონის გამოსასვლელის ორ მდგომარეობას 

(ნული ან ერთი), გვექნება ი ცვლადის 2” ფუნქცია. 
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ცხრილი 23. წრფივად განმხოლოებადი ფუნქციები 
  

  

  

  

  

  

  

ეჩ წრფივად განმხოლოებადი 
ს 2 ფუნქციების რაოდენობა 

1 4 4 

2 16 14 

3 256 104 

4 65536 1882 

5 4,3X10? 94572 

6 1,8X10!? 15 028 134         
  

23 ცხრილიდან (21) ჩანს, რომ ორი არგუმენტის 16 
ფუნქციიდან წრფივად განმხოლოებადი არის I4, სამი 
არგუმენტის 256 ფუნქციიდან კი – 104, ხოლო ოთხი 
ცელადის 65536 ფუნქციიდან – მხოლოდ 1882 ფუნქცია. 

ამრიგად იმის ალბათობა რომ შემთხვევით 
არჩეული ფუნქცია იქნება წრფივად განმხოლოებადი, 
არგუმენტების რიცხეის ზრდასთან ერთად ძალზე უმნიშ- 
ვნელო ხდება. 29 სურათზე მოცემულია წრფივად გან- 
მხოლოებადი (მარცხნიე) და წრფივად განუმხოლოე- 
ბელი (მარჯვნივ) სიმრავლეების მაგალითები. წრფივად 
განმხოლოებადობის პრობლემა კარგად არის შესწავ- 
ლილი და დამტკიცებულია, რომ მისი დაძლევა შესაძ- 
ლებელია ერთშრიანი ნეირონული ქსელისათვის დამა- 
ტებითი შრეების კასკადური მიერთებით (2, 21. ასეთ 
მრავალშრიან ნეირონულ ქსელებს შეუძლია რთული 
კლასტერირების პროცესების განხორციელება. მართა- 
ლია მრავალშრიანი ნეირონული ქსელების შესაძლებ- 
ლობები ცნობილი იყო, მაგრამ ბოლო პერიოდამდე არ 
იყო შემუშავებული მათი სინაფსური წონების შეთა- 
ნაწყობის თეორიულად დასაბუთებული ალგორითმები. 
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# რი/ ს/წიან 

LI)           
სურ. 2.9. წრფივად განმსოლოებადი (მარცხნიე) და წრფივად 
განუმხოლოებელი (მარჯევნიე) სიმრავლეების მაგალითები. 

ასეთი ალგორითმები და მათი სხვადასხვა 
მოდიფიკაცია “უკვე მრავალია დამუშავებული. მათ 
მომდევნო თავებში განვიხილავთ. 

2.90. პერსეპტრონის სწავლება 

როგორც ნაჩვენები იყო, წრფივად განმხო- 
ლოებადობის კრიტერიუმის გამოყენებით დადგინდება 
შეუძლია თუ არა ერთშრიან ხელოვნურ ნეირონულ 
ქსელს საჭირო ფუნქციის შესრულება. თუ გაირკვევა, 
რომ ქსელი შეძლებს საჭირო ფუნქციის შესრულებას, 
იმისათვის, რომ ქსელს ჰქონდეს პრაქტიკული 
ღირებულება, უნდა ვიპოვოთ სინაფსური წონებისა და 
ზღურბლების საჭირო მნიშვნელობები. ამ 
მნიშვნელობების გამოთელისათვის კი აუცილებელია 
შესაბამისი ალგორითმის არსებობა. 

ასეთი ალგორითმი შექმნა ფ. როზენბლატმა (23), 

რომელიც 2.10 სურათზე არის წარმოდგენილი. 
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სოგადად, ნეიროქსელებისათვის, როგორც 
აღწერილია, განასხვავებენ სწავლების ალგორითმებს 
მასწავლებლით (სუპერვიხორით) და მასწავლებლის 
გარეშე, ხოლო პერსეპტრონის სწავლება შესაძლებელია 
მხოლოდ მასწავლებლით რომელიც ნეიროქსელის 
მიმართ გარეშე ელემენტია. მასწავლებლის ფუნქციაა 
სისტემის ქცევის შეფასება და სისტემის მოდიფიცირების 
მართვა, ანუ ნეიროქსელის პარამეტრების შეთანაწყობა. 

ფ. როსენბლატის გამოკვლევებმა ძლიერი სტიმული 
მისცა ნეიროქსელური თეორიის განვითარებას. მისი 
სწავლების ალგორითმის ელემენტები გვხვდება თანამედ- 
როვე ნეიროქსელურ პარადიგმებშიც. 

ფ. როსენბლატის ალგორითმის მიხედვით პერსეა- 
ტრონის სწავლება მიმდინარეობს შემდეგნაირად: სახეთა 
სიმრავლის რეალიზაციები რიგრიგობით მიეწოდება 
პერსეპტრონის შესასვლელს და სინაფსური წონების 
შეოანაწყობა გრძელდება მანამ, სანამ პერსეპტრონის 
გამოსასვლელზე მიილწევა ყველა რეალიზაციისათვის 
სიგნალის სასურველი მნიშვნელობა. 

განვიხილოთ პერსეპტრონის სწავლების მაგალითი. 
ვთქვათ, მის შესასვლელს მიეწოდება ციფრების გამო- 
სახულებები„ ხოლო პერსეპტრონს უნდა შევასწაკვლოთ 
კენტი და ლუწი (ციფრების გარჩევაყ„ ანუ გამო- 
სასტვლელზე უნდა მივიღოთ “ერთი, თუ წარედგინება 

კენტი ციფრი და „ნული“, თუ წარედგინება ლუწი 
ციფრი. ვთქეათ, X შემავალი ვექტორი არის ციფრის 

რეალისაცია მაშინ მისი თითოეული ელემენტი 
(XI, X2, ....Xი) უნდა გამრავლდეს V სინაფსური წონების 

ვექტორის შესაბამის ელემენტზე (VV,, VI, .... Vი ), ხოლო 
ნამრავლები აიჯამოს. ამის შემდეგ უნდა ჩატარდეს 
სღურბლური ოპერაცია: თუ შეწონილი ჯამი აღემატება 
ნეირონის ზღურბლს, მაშინ გამოსასვლელსე იქნება 
სიგჩალი “ერთი“ XV = 1 ); თუ შეწონილი ჯამი ნაკლებია 
ნეირონისს სღურბლზე, მაშინ გამოსასვლელზე იქნება 

სიგჩალი ,ნული%X XV» = 0), ანუ პირველ შემთხვევაში 
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პერსეპტრონი გვიჩვენებს რომ წარდგენილია კენტი 
ციფრი ხოლო მეორე შემთხვევაში - ამოსაცნობად 
წარდგენილია ლუწი ციფრი. პერსეპტრონის 
სწავლებისათვის ციფრის რეალიზაცია X წარედგინება 
შესასვლელს და გამოითვლება V გამოსასვლელი. თუ 
პასუხი სწორია სინაფსური წონები არ იცელება; თუ 
პასუსი არასწორია, მაშინ იმ სინაფსური წონების, 
რომლებიც არასწორი შედეგის გამაძლიერებელ 
შესასვლელებს უკავშირდება ისეთი მოდიფიცირება 
უნდა მოხდეს, რომ შეცდომა შემცირდეს. შესაბამისი 
პროცედურები ასახულია პერსეპტრონის სწავლების 
როსენბლატის ალგორითმში (სურ. 2.10). 
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მორიგი რეალიზაციის 

    

    

  
      

        

    
      

  

           

    

  

  
        

  

  
        

          

  

            

        

  

წარდგენა 

V პასუხის გამოთელა ა 

# 

წ 

პარა- 
არა პასუხი მეტრე- 

სწორია ბი არ 

იცვლე“ 
ბა 

, 8 

არა წვ 
V=1 

, „ ი 

რეალისაციის თითოეული რეალიზაციის 
ელემენტი ემატება თითოეული ელემენტი 
შესაბამის სინაფსურ აკლდება შესაბამის 
წონას სინაფსურ წონას 

C   

      

          

სურ. 2.10. პერსეპტრონის სწავლების როზენბლატის ალგორითმი. 
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თუ პასუხი სწორია სინაფსური წონები არ იცელება, თუ 
პასუხი არასწორია, მაშინ იმ სინაფსური წონების, 
რომლებიც არასწორი შედეგის გამაძლიერებელ 
შესასვლელებს უკავშირდება ისეთი მოდიფიცირება 
უნდა მოხდეს, რომ შეცდომა შემცირდეს. ”ესაბამისი 
პროცედურები ასახულია პერსეპტრონის სწავლების 
როსენბლატის ალგორითმში (სურ. 2.10). 

2.10. უწყვეტი ნეირონული ქსელების დელტა-წესით 

სწავლების ალგორითმი 

ფ. როზენბლატის სწავლების აღწერილი 
ალგორითმი, რომელიც ბინარული ჩნეირონული 
ქსელებისათვის არის განკუთვნილი, შეიძლება 
განსოგადდეს უწყვეტი ნეირონული ქსელებისათვის. 
ამისათვის საჭიროა ბ სიდიდის შემოტანა, რომელიც 
წარმოადგენს სხვაობასს ქსელის გამოსასვლელ“სე 
საჭიროდ ანუ მისნობრივი (I-ი) სიგნალისა და 

გამოსასვლელსე რეალურად მიღებელ V სიგნალის 
სიდიდეებს შორის: 2 =(L-–- M)ს 

თუ 2=0, მაშინ “1I=V, ანუ გამოსასკლელზე 
მიღებულია სწორი პასუხი. ეს შემთხვევა შეესაბამება 
410 სურათსე წარმოდგენილი ალგორითმის 8 ბლოკს; 
თუ ბ მეტია ნულზე, ეს შეესაბამება ალგორითმის C 
ბლოკს; ხოლო, თუ 2 ნაკლებია ნულზე, ეს სიტუაცია 
შეესაბამება ალგორითმის ხს ბლოკს ყველა ამ 
შემთხვევისათვის აღწერილი სწავლების ალგორითმი 
ძალაშია თუ ბ გამრავლდება შემავალი ვექტორის 
თითოეულ X; ელემენტსე და ეს 26X, ნამრავლი აღემატება 
შესაბამის სინაფსურ წონას განზოგადების მიზნით, 
უნდა შემოვიტანოთ სწავლების 7 სიჩქარის კოეფი- 

ციენტი, რომელიც “უნდა გამრავლდეს ბიX, სიდიდეზე, 
რაც მოგვცემს სინაფსური წონების საშუალო სიდიდის 
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მართვის შესაძლებლობას. ალგებრულ ფორმაში 

გვექნება: 
ტ, =710X, 

V(ი+1) = Vი) +4, 

სადაც რბ, არის I-ური შესასვლელის კორექცია, ხოლო 

V(ი+1) – I!-ური სინაფსური წონის მნიშვნელობა კორექ- 

ციის შემდეგ, VICII) არის I-ური სინაფსური წონის 

მნიშვნელობა კორექციამდე. 
ნეირონული ქსელების დელტა-წესით სწავლების 

ალგორითმი წარმოდგენილია 2.I! სურათზე. 
ამასთან ერთად, უნდა გავითვალისწინოთ, რომ 

პერსეპტრონის სწავლების ალგორითმის პრაქტიკული 
განხორციელების დროს შესაძლოა წავაწყდეთ შემდეგ 
სიძნელეებს: 

სოგჯერ ძნელია კონკრეტული სასწავლო ნაკრე- 
ბისათვის იმის დადგენა, არის თუ არა შესრულებული 

წრფივად განმხოლოებადობის კრიტერიუმი; 
პრაქტიკულ ამოცანებში, როდესაც ქსელის 

შესასვლელსე სწრაფად იცვლება რეალიზაციები, 
შესაძლებელია კრიტერიუმი დროის ზოგ მომენტში 
შესრულდეს, ხოლო დროის სხვა მომენტში არა; 

შესაძლებელია დამტკიცდეს, რომ ქსელის სწაელება 
დამთავრდება სასრული რაოდენობის ბიჯების შემდეგ. 
თუმცა, ეს სასრული რაოდენობის ბიჯები შეიძლება 
აღმოჩნდეს ასტრონომიული სიდიდეების თანაზომადი და 
ცხადია, პრაქტიკისათვის მიუღებელი. 

არ არის დამტკიცებული, რომ ზსემოთ განხილული 
სწავლების ალგორითმი უფრო სწრაფიაყკ ვიდრე 
სინაფსური წონების შეთანაწყობა მათი ყველა შესაძლო 
მნიშვნელობის მარტივი გადასინჯვის მეთოდით. ყველა 
აქ ჩამოთვლილი პრობლემა თანამედროვე ნეიროქსელური 
კვლევებისათვისაც არის აქტუალური. 
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სურ. 2.11. ნეირონული ქსელების დელტა-წესით სწავლების 
ალგორითმი. 
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0ხI 

  1,0 

0,5 

  V 

MI   
სურ. 2.13. სიგმოიდური აქტივაციის ფუნქცია. 

სიგმოიდის გარდა, “უკუგავრცელების პროცე- 
დურაში შესაძლებელია სხვა არაწრფივი ფუნქციების 
გამოყენებაც, იმ პირობით, რომ ისინი, ისევე როგორც 

სიგმოიდი, დიფერენცირებადნი უნდა იყვნენ განსაზღვრის 
მოელს არესე; თუმცა, სიგმოიდის გამოყენება 
განსაკუთრებით მოხერხებელია, ვინაიდან მისი 

წარმოებული, რომელიც აუცილებელია უკუგავრცელების 
პროცედურის შესასრულებლად, მარტივი სახისაა 

IMM61)= =. =C0VIV1-0V0 I). (2.9) 

მრავალშრიანი ხელოვნური ნეირონული ქსელი, 
რომლის სწავლებაც შესაძლებელია უკუგავრცელების 
პროცედურით, ნაჩვენებია 2.)4 სურათხსე ნეირონების 
პირველი შრე ასრულებს მხოლოდ შემავალი 
სიგნალების მიღებისა და განაწილების პროცედურას, 
ანუ შემავლი სიგნალები გაიელის პირველი შრის 
ნეირონებს როგორც გამანაწილებელ წერტილებს 
შესაბამისი სინაფსური წონებისაკენ რაიმე გარდაქმნის 
გარეშე, ხოლო მომდევნო შრის ნეირონები გამოითვლის 
MსI და 0LსI სიგნალებს ისე, როგორც ეს აღწერილია 
სემოთ სწორედ ამიტომ 2.4 სურათსე ნაჩვენები 
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უცუგავრცელების ნეირონული ქსელი განიხილება 
როგორც ორშრიანი ქსელი, ხოლო გამანაწილებელ შრეს 
ეწოდება ნულოვან. უკუგავრცელების პროცედურის 
გამოყენება შესაძლებელია ნებისმიერი რაოდენობის 
შრეების მქონე ხელოვნური ნეირონული ქსელებისათვის. 
ამასთან, ამ ალგორითმის გამოყენება შეიძლება როგორც 
პირდაპირი გავრცელების, ასევე უკუკავშირებიანი 
ნეირონული ქსელების სწავლებისათეის,ს ნეირონული 
ქსელების სწავლების მიზანია მისი სიჩაფსური წონების 
ისეთი შეთანაწყობა, რომ შემავალი სიგნალების გარკვეულ 

0 შრე ) შრე %# შრე 

0VI   

    

          ს) 
შეცდომა 

      |         

სურ. 2.14. უკუგავრცელების ნეირონული ქსელი. 

სიმრავლეს (შემაალ X ეექტორს) შეესაბამებოდეს 
სასურველი გამომავალი სიგნალების სიმრავლე 

(გამომავალი, ანუ მიზნობრივი 1 ვექტორი) სწავლების 

პროცესის განხორციელებისას ვთვლით, რომ ყოველი 

შემავალი ვექტორისათვის არსებობს მისი მეწყვილე 
მიზნობრივი ვექტორი, ორივე ვექტორს ერთად ეწოდება 
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მასწავლებელი წყვილი. იმ შემთხევევაში თუ ქსელმა 

უნდა ამოიცნოს სახეთა რომელიმე სიმრავლე, საჭირო 
გახდება იმდენივე მასწავლებელი წყვილის ფორმირება, 
რამდენი სახეც არის ამოსაცნობი. ასეთ ჯგუფს ეწოდება 
მასწავლებელი სიმრავლე სწავლების დაწყების წინ 
თითოეულ სინაფსურ წონას უნდა მიენიჭოს რაიმე 
საწყის.) მნიშენელობა. პრაქტიკაში ცდილობენ, რომ 
საწყის სინაფსურ წონებს მიენიჭოს მცირე შემთხვევითი 
რიცხვითი მნიშვნელობები, რათა სწავლების პროცესში 
ნეირონული ქსელი არ გადაიტვირთოს სინაფსური 
წონების დიდი მნიშეჩელობებით და თავიდან იქნეს 
აცილებული შზსოგიერთი პათოლოგიური შემთხვევა. 
მაგალითად, თუ სინაფსურ წონებს მიენიჭება ტოლი 
საწყისი ნიშენელობებიდ„ ხოლო ქსელის ფუნქციონი- 
რებისათვის აუცილებელია არატოლი სინაფსური წონები, 
ქსელი შეიძლება არასწავლებადი აღმოჩნდეს. 

ნეირონული ქსელების სწავლებისათვის უკუგავ- 
რცელების ალგორითმის გამოყენებით საჭიროა შემდეგი 
პროცედურების ჩატარება: 

ს) მორიგი მასწავლებელი წყვილის არჩევა და 
შემავალი ვექტორის წარდგენა ქსელისათვის; 

2. ქსელის რეალური CL გამოსასვლელის 
გამოთვლა; 

3 ქსელის რეალურ 0ს! გამოსასვლელსა და 
მისნობრიგ (#გიხიე) გამოსასვლელს "შორის 
სხვაობის გამოთვლა; 

4 ქსელის სინაფსური წონების კორექტირება ისე, 
რომ შემცირდეს შეცდომა (სხვაობა); 

5. ბიჯების (1,234) განმეორება მასწავლებელი 
სიმრავლის თითოეული წყვილისათვის მანამ, 
სანამ შეცდომა არ გახდება მისაღები სიდიდის. 

გამოთვლები სრულდება ნეირონული ქსელების 
შრეების მიხედვით, მაგალითად 2.14 სურათზე ნაჩვენები 
ქსელისათვის ჯერ “უნდა გამოითვალოს 1) შრის 
გამოსასვლელები, რომლებიც LX შრის შესასვლელებად 
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გამოიყენება და მათი მეშვეობით გამოითვალოს LX შრის 
გამოსასვლელები, რომლებიც ქმნის ქსელის 
გამოსასვლელ 0ს)I ვექტორს. მესამე ბიჯზე მიზნობრივ 
0(1-ი–ა) გამოსასვლელს უნდა გამოაკლდეს ქსელის 
შესაბამისი რეალური 0ს! გამოსასვლელი, რაც 
მოგვცემს ქსელის შეცდომას (ნოი), რომელიც მეოთხე 
ბიჯსე გამოიყენება სინაფსური წონების კორექცი- 
ისათვის ამასთან წონების „ცვლილების ნიშანი და 
სიდიდე განისაზღვრება სწავლების ქვემოთ მოცემული 
ალგორითმის თანახმად. ამ ოთხი ბიჯის საკმარისი 
რაოდენობით განმეორების (იტერაციის) შემდეგ, ქსელის 
რეალურ 0ს1 გამოსასვლელსა და მიზნობრივ (I2+860 
გამოსასვლელს “შორის სხვაობა “უნდა შემცირდეს 
მისაღებ სიდიდემდე მაშინ ითვლება, რომ ქსელის 
სწავლება დამთავრებულია ამის შემდეგ სინაფსური 
წონების კორექცია აღარ ხდება და ქსელის გამოყენება 
შეიმლება პრაქტიკული ამოცანების გადასაწყვეტად. 
პირველი და მეორე ბიჯები განიხილება როგორც 
სიგჩალის პირდაპირი გავრცელება, ხოლო მესამე და 
მეოთხე ბიჯები "შეიძლება ჩავთვალოთ სიგნალის 

უკუგავრცელებად, ანუ ამ დროს გამოთვლილი შეცდო- 
მის სიგნალი ქსელში ვრცელდება ძირითადი სიგნალის 
გავრცელების საპირისპირო მიმართულებით და 
გამოიყენება სინაფსური წონების შეთანაწყობისათვის. 

სიგნალის პირდაპირი და უკუგავრცელება 
განვიხილოთ უფრო დაწვრილებით და ეს პროცედურები 
მათემატიკური ფორმით გამოვსახოთ. 
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0VI, კ ლ0VყI ძ.M 

      

  

  

                  

    
      
  

    
      

სურ. 2.15. სინაფსური წონის შეთანაწყობა გამომავალ შრეში.



2.111. პირდაპირი გავრცელების პროცედურა 

ვექტორული ფორმით პირველი და მეორე ბიჯები 
შეიძლება “შემდეგნაირად წარმოვადგინოთ ქსელს 
წარედგინება X შემავალი ვექტორი და გამოსასვლელზე 
მიიღება 0 გამომავალი ვექტორი, ვექტორული წყვილი X 
და 1 უნდა ავიღოთ მასწავლებელი სიმრავლიდან. 
სინაფსური წონები განიხილება როგორც მატრიცა VI, 
მაშინ ვექტორული მნოტაციით ქსელის “რისათვის 
გამოთვლითი პროცესი აღიწერება შემდეგი 
გამოსახულებით: 

0 = ”#CXVM). (2.10) 

მოცემული შრის გამომავალი ვექტორი 
იმავდროულად არის მომდევნო შრისათვის შემავალი 
ვექტორი, ამიტომ უკანასკნელი შრის გამოსასვლელი 

ვექტორის გამოსათვლელად აუცილებელია (2.10) 
პროცედურის განხორციელება თითოეული შრისათვის, 
დაწყებული ქსელის შესასვლელიდან. 

2.112. უკუგავრცელების პროცედურა 

განვიხილოთ გამომავალი შრის სინაფსური წონების 
შეთანაწყობა. ვინაიდან გამომავალი შრის თითოეული 
ჩეირონისათვის მოცემული გვაქვს მიზნობრივი 
მნიშენელობა, ამიტომ სინაფსური წონების შეთანაწყობა 
ადეილად შეიძლება განვახორციელოთ მოდიფიცირებული 
დელტა-წესის მიხედვით, რაც განხილული იყო ზემოთ 
(პპ 2.10. “შედარებით “უფრო რთულია ფარული 
(საშუალედო) “შრეებსს სწავლების პროცედურები, 
ვინაიდან შედარების ოპერაციის ჩასატარებლად მათთვის 
არა გვაქვს მიზნობრივი მნიშენელობები. 
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2) სურათსე ნაჩვენებია ერთი სინაფსური წონის 
სწავლების პროცესი / ფარული შრის ჯ# ნეირონიდან # 
გამომავალი შრის ი სნეირონამდე. შეცდომის სიდიდეს 
მივიღებთ თუ მიზნობრიგ მნიშვნელობას (12000) 

გამოვაკლებთ / გამომავალი შრის ნეირონის 0VIL 
სიგნალს. შემდეგ შეცდომის სიდიდე უნდა გამრავლდეს 
აქტივაციის (შემკუმშავა ფუნქციის წარმოებულზე, 
რომელიც # გამომავალი შრის ამ ნეირონისათვის არის 
გამოთვლილი, რაც მოგეცემს ბ სიდიდეს 

ბ =C0VIXVI –0C0IXI2:20L – 00%). (2.11) 

ამის შემდეგ მრავლდება იმ 1 ნეირონის CLIL 
სიდიდესე საიდანაც გამოდის ეს სინაფსური წონა. 
ნამრავლი თავის მხრივ უნდა გამრავლდეს უ სწავლების 
სიჩქარის კოეფიციენტზე (ჩვეულებრივ, იგი 0,01-დან I1,0- 
მტდჯე ფარგლებშია, ხოლო “შედეგი უნდა დაემატოს 
სინაფსურ წონას ასეთივე პროცედურები “უნდა 
შესრულდეს თითოეული სინაფსური წონისათვის 
ფარული შრის სნეირონიდან გამომავალი შრის 
ნეირონამდე: 

რMიიL = I) ბის 0სX) (2. 1 2) 

MიიL(ი+1) = აL(ი) + რია . (2.13) 

სადაც IM) არის სინაფსური წონა ფარული შრის ჯ 
ნეირონიდან გამომავლი შრის 0 ნეირონამდე ი ბიჯზე 

კორექციამდე. ამასთან, ინდექსი M ეკუთვნის იმ შრეს, 
სადაც მთავრდება მოცემული წონა; Mიი1(0ი+1) – 
სინაფსური წონა (ი+1) ბიჯზე, ანუ კორექციის შემდეგ; 
ბ. არის 8 სიდიდე გამომავალი X შრის ძ ნეირონისათვის; 
ლს, არის ) ფარული შრის იხ ნეირონის 0VI-ის 

მნიშვნელობა; M«– სწავლების სიზქარისს კოეფიციენტი, 
რომელიც სინაფსური წონების ცვლილების საშუალო 
სიდიდის მართვის შესაძლებლობას იძლევა. 
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2.11.3. სინაფსური წონების შეთანაწყობა ფარულ შრეში 

განვიხილოთ ერთი ნეირონი, რომელიც ეკუთვნის 

გამომავალი შრის წინამდებარე ფარულ შრეს ეს 
ნეირონი პირდაპირი გავრცელების პროცესში თავის 
გამომავალ სიგნალს გადასცემს გამომავალი შრის 
ნეირონებს, მათი დამაკავშირებელი სინაფსური წონების 
საშუალებით. სწავლების პროცესში კი ეს სინაფსური 
წონები მუშაობს საპირისპირო მიმართულებით, ანუ 
სიდიდეს გაატარებსს გამომავალი შრისაგან კან, 
ფარული შრისაკენ, ამასთან, თითოეული ეს წონა უნდა 
გამრავლდეს გამომავალი შრის იმ ნეირონის სიდიდესე, 
რომელსაც იგი უკავშირდება. ფარული შრის ნეირონის 
შეთანაწყობისათვის აუცილებელი სიდიდე მიიღება 
ყველა ასეთი ნამრავლის შეჯამებით და შედეგის 
გამრავლებით აქტივაციის (შემკუმშავ) ფუნქციის 
წარმოებულზე 

მ. =0ს01,,კ0 –0CX,, I> კლე | . (2.14) 
9 

ფარულ შრეში სინაფსური წონის შეთანაწყობის 
პროცედურები ნაჩვენებია 2.16 სურათზე. მას შემდეგ, რაც 
ბ სიდიდე მიღებულია, შეიძლება ჩატარდეს პირველი 
ფარული შრის კუთვნილი სინაფსური წონების 
შეთანაწყობის პროცედურები (2.12) და (2.13) 
განტოლებების მიხედვით სადაც ინდექსები შრის 
შესაბამისად იქნება მოდიფიცირებული. 
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სურ. 2.16. სინაფსური წონის შეთანაწყობა ფარულ შრეში. 

მოცემული ფარული შრის თითოეული 
ნეირონისათვის მიღებულ უნდა იქნეს ბ სიდიდე და 
შესრულდეს ამ ფარულ შრესთან დაკავშირებული ყველა 
სინაფსური წონის შეთანაწყობა. ეს პროცესი მეორდება 
ყველა შრის მიმართ სნეიროქსელის “შემოსასვლელის 
მიმართულებით, ვიდრე არ დამთავრდება ქსელის ყველა 
სინაფსური წონის ”შეთანაწყობად„ ანუ ნეიროქსელის 
სწავლების მიზნით ხდება შეცდომის სიგნალის 
უკუგავრცელება, რაც აისახა ალგორითმის 
დასახელებაში. 
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2.1. სწავლების უკუგავრცელების ალგორითმის 
დაჩქარების მეთოდები 

ნეირონული ქსელების სწავლების უკუგავრცელების 
ალგორითმის მრავალი გაუმჯობესება და გან სოგადება 
იქნა შემოთავასებული მკვლევარების მიერ. განვიხილოთ 
მათ “შორის ყველასე პერსპექტიული მიდგომები. 
უკუგავრცელების ალგორითმით სწავლების დაჩქარების 
ერთ-ერთ მეთოდს ეწოდება იმპულს-მეთოდი. იგი 
აღწერილია |251) ნაშრომში, სადაც სინაფსური წონის 
კორექციის გამოსახულებას ემატება წევრი, რომელიც 
სინაფსური წონის წინა ცელილების პროპორციულია. 
როგორც კი კორექციის ოპერაცია ჩატარდება, მისი 
მნიშვნელობა “უნდა იქნეს დამახსოვრებული და 

გამოყენებული ყველა შემდგომი კორექციის 
მოდიფიკაციისათვის. კორექციის განტოლებების 
მოდიფიკაცია ხდება შემდეგნაირად: 

რ#Mის(ი+1)= უ მას CV Iიკ + თ #Vფ+C); (2.15) 

VM/ი9.1:(0+1) = M/იიV(0) + /#Mიი#(ი+1), (2.16) 

სადაც თ არის იმპულსის კოეფიციენტი (ჩვეულებრიე, 
ილებეჩ 0,9 სიდიდეს). 

ლიტერატურაში |L21)) აღნიშნულია, რომ იმპულის- 
მეთოდი კარგ შედეგს იძლევა ზოგიერთი ამოცანის 
გადაწყვეტისას, მაგრამ სხვა ამოცანების შემთხვევაში 
შედეგები სუსტი ან ზოგჯერ უარყოფითიც კი არის. 

ნაშრომში |26ი) აღწერილია მსგავსი მეთოდი. იგი 
ეფუძნება ექსპონენციალურ დაგლუვებას რომელსაც 
სოგიერთ შემთხეევაში შეიძლება ჰქონდეს უპირატესობა. 

რ#იიL(ი+1)= (1- თ) მა, CCI კ + თ #4VM,ა+# (9). (2.17) 

შემდეგ გამოითვლება სინაფსური წონის ცელილება 

VIიეს(0+1) = V/იი#(9) + იორMეა(ი+1), (2.18) 
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სადაც თ არის შესწორების კოეფიციენტი, რომლის 
ვარირება ხდება 0,0-დან 1,0-იმდე დიაპასონში. თუ თ 
უდრის 1,0, მაშინ ახალი კორექცია იგნორირდება და 
მეორდება წინა კორექცია ხოლო ჩულსა და ერთს 
შორის არეში, სინაფსური წონის კორექცია გასწორდება 
თ-ის პროპორციული სიდიდით სწავლების სიჩქარის 
კოეფიციენტი ” სიჩაფსური წონების (;კვლილების 

საშუალო სიდიდის მართვის შესაძლებლობას იძლევა. 
(277) ნაშრომში აღწერილია უკუგავრცელების 

ალგორითმის კრებადობის დაჩქარების მეთოდი, 
რომელსაც ეწოდა მეორე რიგის უკუგავრცელება. იგი 
სინაფსური წონების საჭირო კორექციის უფრო “სუსტი 
შეფასებისათვის იყენებს მეორე რიგის წარმოებულებს. 
ამავე ნაშრომში სნაჩვენებია რომ მეორე რიგის 

უკუგავრცელება ოპტიმალურია იმ გაგებით, რომ 
შეფასების გაუმჯობესება შეუძლებელია კიდევ უფრო 
მაღალი რიგის წარმოებულების გამოყენების გზით. 

მეთოდი მოითხოეს დამატებით გამოთვლებს, ამიტომ 
ცალკე გამოკვლევაა საჭირო იმის დასამტკიცებლად, 
რომ გამართლებულია ეს მიდგომა. 

(გვე ნაშრომში აღწერილია “"უკუგავრცელების 
ქსელების სწავლების მახასიათებლების გაუმჯობესების 
საიჩნტერესუ მეთოდი, სადაც მითითებულია, რომ 

ფარული ნეირონების შესასვლელებისა და 
გამოსასვლელების “სოგადად მიღებული დინამიკური 
დიაპასონი ნულიდან ერთამდე არ არის ოპტიმალური. 
ბიჩარული შემავალი ვექტორის შემთხვევაში საშუალოდ 
ნახევარი ამ ვექტორის ელემენტებისა იქჩება ნული და 
შესაბამისად ამ “შესასვლელებთან დაკავშირებული 
სინაფსური წონების სწავლება არ მოხდება, ვინაიდან 

სინაფსური წონის კორექციის სიდიდე #Mიი+ 
პროპორციულია იმ ნეირონის გამომავალი სიგნალის 
დონისა რომელიც 0C0VIეკ-ს გამოიმუშავებს, მაშინ 
ნულოვანი დონე იწვევს იმას, რომ სინაფსური წონა არ 
იცვლება. ნაპოვნია შემდეგი გამოსავალი: ბინარული 
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მნიშენელობები ქსელის “შესასვლელებზე შეცელილია 
+052 და <–-0,5 მნიშვნელობებით, ხოლო აქტივაციის 
ფუნქციას ემატება წანაცვლება -0,5; მაშინ აქტივაციის 
ფუნქცია იღებს შემდეგ სახეს: 

= /+- 1 ._ 0VI = 46+--C. (2.19) 

შედეგად ოუკუგავრცელების ალგორითმის კრებადობის 
დრო მცირდება საშუალოდ 30-დან 50 პროცენტამდე. ეს 
არის პრაქტიკული მოდიფიკაციის კარგი მაგალითი, 
როელმაკ არსებითად გააუმჯობესა ალგორითმის 
მახასიათებლები. 

სწავლების უკუგავრცელების ალგორითმი შეიძლება 
გამოყენებულ იქნეს აგრეთვე “ოუკუკავშირებიანი 
ნეირონული ქსელებისათვის, რისთვისაც დამუშავებულია 
შესაბამისი მეთოდიკები. 

სწავლების უკუგავრცელების ალგორითმი 
წარმატებით გამოიყენება მრავალფეროვანი პრაქტიკული 
ამოცანების გადაწყვეტის დროს. აქვე უნდა აღიჩიშნოს 
ისიც, რომ სოგიერთი რთული ამოცანის გადაწყვეტისას 
სწავლების პროცესი შეიძლება ძალსე დიდხანს 
გაგრძელდეს, ან საერთოდ ვერ მოხდეს ნეიროქსელის 
სწავლება ასეთ წარუმატებლობას ჩეეულებრივ ორი 
მიხესი აქვს, ეგრეთ წოდებული ქსელის დამბლა ან 
მოხვედრა ლოკალურ მინიმუმში. სწავლების პროცესში 
კორექციების შედეგად სინაფსურმა წონებმა შეიძლება 
ძალსე დიდი მნიშვნელობები მიიღოს. ამის გამო, 
ჩეირონების უმეტესობა 0ხს სიგჩალის დიდი 

მჩიშვნელობების პირობებში ფუნქციონირებს იმ არეში, 

სადაც აქტივაციის ფუნქციის წარმოებული ძალზე მცირე 
სიდიდეა... იმის გამო, რომ სწავლების პროცესში 
უკუმიმართულებით გაგზავნილი შეცდომის სიგნალი 
არის წარმოებულის პროპორციული, სწავლების პროცესი 
შეილება გაჩერდეს. ეს პრობლემა თეორიულად 
სუსტად არისს შესწაელილი. მის გადალახვას 
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ცდილობენ უ ბიჯის შემცირებით, რაც, თავის მხრივ 
იწვევს სწავლების პროცესის გახანგრძლივებას, ამიტომ 
ამ პრობლემის შესწაელა გრძელდება. 

ქსელის ლოკალურ მიჩნიმუმში მოხეედრის 
პრობლემა და მისი დაძლევის ხერხები ნაჩვენები იქნება 
სწავლების სტოქასტიკური მეთოდების განხილვის დროს. 

2.13. შემხვედრი გავრცელების ქსელები 

შემხვედრი გავრცელების ნვიროქსელებისVს (21) 
შესაძლებლობები გაცილებით აღემატება ერთშრიანი 
ნეიროქსელების შესაძლებლობებს ხოლო უკუგავრცე- 
ლების ნეიროქსელებთან შედარებით, სწავლებისათვის 
შეიძლება დასჭირდეთ ასჯერ ნაკლები დრო, თუმცა 
შემხვედრი გავრცელების ნეიროქსელების გამოყენების 

არელლი შესღუდული,ას 'ევიდრე უკუგავრცელების 
ჩეიროქსელების. მაგრამ ისინი კარგ “შედეგს იძლევიან 
ისეთი ამოცანების გადაწყვეტისას, სადაც შეუძლებელია 
სწავლების ხანგრძლივი პროცედურების ჩატარება. 
გარდა ამისა, მათ აქეთ სხეა საინტერესო თვისებები, 

რასაც ქვემოთ განვიხილავთ. 
შემხვედრი გავრცელების ჩეიროქსელებში 

გაერთიაჩნებულია ორი ცნობილი ალგორითმი: კოჰონენის 
თვითორგანიზებადი რუკა და გროსბერგის ვარსკელავი. 
მათი გაერთიანება გვაძლევს ისეთ თვისებებს, რომლებიც 
ცალ-ცალკე არც ერთს არა აქვს შემხვედრი 
გავრცელების ნეიროქსელებს აქვს განზოგადების უნარი. 
სწავლების პროცესში შემავალი ვექტორები ასოცირდება 
შესაბამის გამომავლ გვექტორებთან. ვექტორები 
შეიძლება იყოს ბინარული ან უწყეეტი. 

სწავლების პროცესის დამთავრების შემდეგ 
შემავალი ეექტორის წარდგენა გეაძლევს საჭირო 
გამომავალ ქექტორს. შემხვედრი გავრცელების 
ნეიროქსელების განზოგადების უნარი იძლევა იმის 
შესაძლებლობას, რომ მივიღებთ სწორ პასუხს მაშინაც 
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კი, როდესაც ქსელს წარედგინება მცირედ 
დამახინჯებული ან არასრული შემავალლი ვექტორი. 
ასეთი თვისებების გამო, “შემხვესრი გავრცელების 
ნეიროქსელებს იყენებენ სიგნალების გასაძლიერებლად, 
სახეთა ამოცნობისათვის, აღდგენისათვის და სხვ. 

VI) ვექტორი VI) ვექტორი 

  

კოჰონენის გროსბერგის Vი 
ნეირონები ჩეირონები 

სურ. 2.17. შემხვედრი გავრცელების ნეიროქსელის გამარტივებული 
სტრუქტურა. 

ქსელის ფუნქციონირების განხილვის გასაადვი- 
ლებლად 2.17 სურათზე ნაჩვენებია შემხვედრი 

გავრცელების პირდაპირი მოქმედების ნეიროქსელის 
გამარტივებული სტრუქტურა. 

სურათსე ნაჩვენები “შემავალი (ნულოვანი) შრის 
ნეირონები გამოთვლესს არ ასრულებს არამედ 
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წარმოადგენს განშტოების წერტილებს. ნულოვანი შრის 
თითოეული ნეირონი უკავშირდება პირველი შრის 
(კოჰონენის შრის) თითოეულ ნეირონს ცალკეული M,»» 
სინაფსური წონით. ეს სინაფსური წონები განიხილება, 
როგორც V წონების მატრიცა. ანალოგიურად, კოჰონენის 
შრის თითოეული ნეირონი უკავშირდება მეორე შრის 
(გროსბერგის შრის) თითოეულ ნეირონს ცალკეული Vა 
სინაფსური წონით. ეს სინაფსური წონები შეადგენს V 
წონების მატრიცას ყოველივე ეს ზემოთ განხილული 
ნეიროქსელების მსგავსია, თუმცა განსხვავება 
მდგომარეობს იმ ოპერაციებშიდი რასაც ასრულებენ 
კოჰონენის და გროსბერგის ნეირონები შემხვედრი 
გავრცელების ნეიროქსელი, ისევე როგორც მრავალი 
სხვათ ნეიროქსელები ფუნქციონირებს ორ რეჟიმში. 
პირველი რეუიმი არის ნორმალური (მუშა) რეჟიმი, 
როდესაც ქსელს წარედგინება შემავალი ვექტორი X და 
მიიღება გამომავაელი ვექტორი V; მეორე არის 
სწავლების რეჟიმი როდესაც ქსელს წარედგინება 
შემავალი ვექტორი X და ხდება სინაფსური წონების 
ისეთი კორექტირება რომ მივიღოთ სასურველი L 
გამომავალი ვექტორი. 

2.13.1. შემხვედრი გავრცელების ნეიროქსელების 
ნორმალური ფუნქციონირების რეჟიმი 

შემხვედრი გავრცელების ნეიროქსელების პირველი 
შრე (კოჰონენის შრე) ფუნქციონირებს ისე, რომ მისი 

მხოლოდ და მხოლოდ ერთი ნეირონის გამოსასვლელზე 
შეიძლება იყოს ლოგიკური ერთიანი მოცემული 
შემავალი ვექტორისათვის, ყველა დანარჩენი ნეირონი 
იძლევა ლოგიკურ ნულს (ამბობენ, რომ “შრეში არის 
ერთი გამარჯვებული ნეირონი), ქსელის თითოეულ 
შესასვლელს კოჰონენის ნეირონი უერთდება მასთან 
დაკავშირებული სინაფსური წონების საშუალებით. 
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მაგალითად, 2.7 სურათზე ნაჩვენებია M კოჰონენის 
ნეირონი, მისი სინაფსური წონები M)I, 2 ..., MM 

შეადგენს VI, წონების ვექტორს და ნულოვანი შრის 
მეშვეობით “უკავშირდება X»· "“შემავლი ევექტორის 
შემადგენელ X;, X;, ...,X„, სიგნალებს. კოჰონენის ნეირონის 

M6ნსნL გამოსასვლელი გამოითვლება ჩვეულებრივად 
MC>I, = V,1X, + VI:)X2 + ... + M/ი ი, (2.20) 

სადაც MსI, არის კოჰონენის /-ური ნეირონისს MნI 
გამოსასვლელი 

M66I, = 2 X,M,. (2.21) 

ვექტორული ფორმით იქნება 
M# = XVV, (2.22) 

სადაც M არის კოჰონენისს შრის MსნსI გამომავალი 
ვექტორი. კოჰონენის შრის ის ნეირონი არის 
გამარჯვებული, რომელსაც აქვს MსნI-ის მაქსიმალური 
მნიშვნელობა. გამარჯვებული ნეირონის 
გამოსასვლელზე იქჩება ლოგიკური ერთიანი ხოლო 
კოჰონენის შრის ყველა დანარჩენი ნეირონის 
გამოსასვლელზე იქნება ლოგიკური ნული. 

გროსბერგის შრე ფუნქციონირებს მსგავსი წესით. 
მისი გამოსასვლელი M8) არის კოჰონენის შრის 
MI, სა ი გამოსასვლელების, რომლებიც შეადგენს M 
ვექტორს, შეწონილი ჯამი. სინფსური წონები VII, VX·I, ·., 
Mი შეადგენს V ვექტორს, მაშინ გროსბერგის ჩეირონის 
#M#ნL გამოსასვლელი გამოითვლება შემდეგნაირად: 

M61, =2,6M%, (2.23) 

სადაც MსნI არის გროსბერგის /-ური ნეირონის MნL 
გამოსასვლელი. იგი ვექტორული ფორმით ასე ჩაიწერება: 

V =ICV, (2.24) 

სადაც LV არის გროსბერგის შრის გამომავალი 
ვექტორი; „I კოჰონენის შრის გამომავალი ვექტორი; 

105



V – გროსბერგის შრის სინაფსური წონების მატრიცა. 
იმის გამო, რომ კოპონენის შრე ფუნქციონირებს ისე, 
რომ მოცემული “შემავალი ევექტორისათვის მხოლოდ 
ერთი ნეირონის გამოსასვლელსე “შეიპლება იყოს 
ლოგიკური ერთიანი, ხოლო ყველა დანარჩენი ნეირონი 
იძლევა ლოგიკურ ნულს, ცხადია, # ეექტორის მხოლოდ 
ერთადერთი ელემენტია ერთის ტოლი და ამიტომ 
გამოთვლები ძალ“სე მარტივდება. ფაქტობრივად 
გროსბერგის შრის თითოეული ნეირონი გვაძლევს იმ 
სინაფსურ წონას, რომელიც აკავშირებს ამ ხნეირონს 
კოჰონენს შრის არანულოვანი სიგნალის მომცემ 
ერთადერთ ნეირონთა. 

2.132. კოჰონენის შრის სწავლება 

შემხვედრი გავრცელების ნეიროქსელებში კოჰონენის 
შრე ახდენს “შემავალი ეექტორების კლასიფიკაციას 
მსგავს ჯგუფებად რისთვისაც სინაფსური წონების 
ისეთი შეთანაწყობა მიიღწევა, რომ მსგავსი შემავალი 
ვექტორები იწვევს კოჰონენის შრის ერთი და იმავე 
ნეირონის აქტივიზაციას. ამის შემდეგ, გროსბერგის შრის 
ამოცანა არის სასურველი გამომავალი სიგნალების 
ფორმირება. კოჰონენის შრე არის თვითსწავლებადი ანუ 
სწავლების მეთოდია მაწავლებლის გარეშე. ამიტომ 
წინასწარ არ არის ცნობილი, თუ რომელი ნეირონის 
აქტიეიზაცია მოხდება, ამის აუცილებლობა არც არის. 
აუცილებელია მხოლოდ იმის უსრუნველყოფა, რომ 
სწავლების შედეგად ქსელმა შეძლოს მსგავსი 
ვექტორების ერთად დაჯგუფება ანუ სარამსგავსი 
ვექტორების განმხოლოება. 

მისანშეწონილია შემხვედრი გაერცელების ნეირო- 
ქსელებისათვის წარსადგენი ევექტორების წინასწარი 
ნორმალიზება. ამისათვის წარსადგენი ვექტორის 
თითოეული კომპონენტი “უნდა გაიყოს ვექტორის 
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სიგრძეზე. ვექტორის სიგრძე არის კვადრატული ფესვი 
ვექტორის კომპონენტების კვადრატების ჯამიდან, 
რომელიც ალგებრული ფორმით ასე გამოისახება: 

წ Xჩჯ, 
,  -==„ეუაღაღ–ააღ„„ღ„ეუაუე== (2.25) X', = · 

2 2 2 '/X? + X; +..+Xე 

ამით წარსადგენი ვექტორი გარდაიქმნება იგივე 
მიმართულების ერთეულოვან ეექტორად, ანუ 
ერთეულოვანი სიგრძის გექტორად ი»ი-გაზომილების 
სივრცეში. 

  

      

თ
 

ღ
 

წა
 

4/5 

სურ. 2.18. წარსადგენი ვექტორის ნორმალიზების მაგალითი. 

(2.25) განტოლება განაზოგადებს ორი 
განზომილების შემთხვევას სადაც ვექტორის სიგრძე 
გამოითვლება პითაგორას თეორემით. 2.ზ სურათზე 
ნაჩვენებია ორგანზომილებიანი V ვექტორი ჯ - /” კოორდი- 
ნატებით, სადაც X= 4 და V = 5. 
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ნორმალიზების შედეგად (22) განტოლების 
თანახმად მივიღებთ ახალ V” ვექტორს კოორდინატებით 
X=4/5 და V=3/, რომელსაც ექნება იგივე მიმართულება, 
მაგრამ ერთეულოვანი სიგრმეე სამგანზომილებიანი 
ვექტორის შემთხეევაში, ის დამთავრდებოდა 
ერთეულოვანი სფეროს ზედაპირზე. ეს “შეიძლება 
განვასოგადოთ ნებისმიერი M განსომილების 
ვექტორებზე, მაშინ ისინი შემოსასღვრავდნენ 
ერთეულოეან ჰიპერსფეროს. 

კოჰონენის შრის სწავლების დროს შესასვლელს 
წარედგინება შემავალი ვექტორი და გამოითვლება მისი 
სკალარული ნამრავლები იმ სინაფსურ წონებთან, 
რომლებიც შუკავშირდება კოჰონენისს შრის ყველა 
ნეირონს. სკალარული ნამრავლის მაქსიმალური 
მნიშვნელობის მქონე ერთადერთი ნეირონი იქნება შრეში 
გამარჯვებული და მოხდება მისი წონების შეთანაწეობა. 
იმის გამო, რომ Mს, სიდიდეების გამოსათვლელი 
სკალარული ნამრავლი წარმოადგენს მსგავსების ზსომას 
შემავალ ვექტორსა და წონების ვექტორს შორის, ამიტომ 
სწავლების პროცესი მდგომარეობს კოჰონენის შრის 
ისეთი ნეირონის შერჩევაში, რომლის წონების ვექტორი 
ყეელაზე უფრო ახლოს არის შემავალ ვექტორთან და ამ 
წონების ვექტორის “შემდგომ მიახლოებაში შემავალ 
ვექტორთან. მიმდინარეობს სწავლება მასწავლებლის 
გარეშე, ანუ მიმდინარეობს ქსელის თვითორგანიზების 
ისეთი პროცესიდ„ რომ კოჰონენის შრის მოცემული 
ნეირონის გამოსასვლელი იღებს მოცემული შემავალი 
მექტორისათვის მაქსიმალურ მნიშვნელობას. სწავლების 
პროცესი აღიწერება შემდეგი განტოლებით: 

V7, = M7 + C (X – MX), (2.26) 

სადაც ”, არის იმ წონის ახალი მნიშვნელობა, რომელიც 
აკავშირებს X შემავალ ელემენტს გამარჯეებულ ნეირონ- 

თან; #- – აღნიშნული წონის მნიშვნელობა წინა ბიჯზე; 
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თ – სწავლების სიჩქარის კოეფიციენტი, რომლის ცელა 
შესაძლებელია სწავლების პროცესში. 

  
  

იCXC-M) 
        

  
  

  

X-M) 
    

  
  

    
  

  

    
  

    
  

  
სურ. 2.19. წონის ვექტორის მოძრაობა სწაელების პროცესში. 

თითოეული წონა, რომელიც უკავშირდება 
კოჰონენის შრის გამარჯვებულ ნეირონს, იცვლება მისი 
მნიშვნელობისა და მასთან დაკავშირებული 
შესასვლელის მნიშვნელობას შორის სხვაობის VC – M) 
პროპორციულად. ცვლილების მიმართულება ისეთია, რომ 
მცირდება ეს სხვაობა. 2.) სურათსე მოცემულია ამ 
პროცესის ილუსტრაცია ორგანზომილებიანი 
ვექტორებისათვის. სურათზე VV, არის ახალი სინაფსური 
წონის ვექტორი, ხოლო VV. – ძველი სინაფსური წონის 

ვექტორი. ჯერ ვპოულობთ X- VI. ეექტორს, რისთვისაც 
გავავლებთ მონაკვეთს ძველი სინაფსური წონის 
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ვექტორის ბოლოდან X ვექტორის ბოლოსკენ; მიღებულ 
ვექტორს დავამოკლებთ ერთსე ნაკლები სიდიდის თ 
სწავლების სიჩქარისს კოეფიციენტსე გამრავლებით – 
შედეგად ვიღებთ ცელილების ბ ვექტორს. მაშინ ახალი 
სინაფსური წონის ვექტორი VV, იქნება მონაკვეთი 

მიმართული კოორდინატთა სათავიდან ბ ვექტორის 
ბოლოსაკენ. ამ ილუსტრაციიდან ნათლად ჩანს, რომ 
სწავლების პროცესის ეფექტი შეიძლება წარმოვიდგინოთ 
როგორც სინაფსური წონის ვექტორის მოძრაობა მისი 
სიგრძის უმნიშვნელო ცელილებით შემავალი ვექტორის 
მიმართულებით თ სწავლების სიჩქარის კოეფიციენტს 
სწავლების დასაწყისში ჩვეულებრივ იღებენ 0,7 სიდიდეს, 
რომელიც სწავლების პროცესში შეიძლება თანდათან 
შემცირდეს ანუ პროცესის დასაწყისში კეთდება 
მოსრდილი ნაბიჯები, რომლებიც საბოლოო სიდიდესთან 
მიახლოებისას თანდათან მცირდება. 

2.133. წონითი ეექტორების საწყისი მნიშვნელობების 
შერჩევა 

შემხვედრი გავრცელების ქსელის ყველა სინაფსურ 
წონას სწავლების პროცესის დაწყების წინ უნდა 
მიენიჭოს გარკვეული საწყისი მნიშენელობა. 

ნეირონული ქსელების სწავლების პრაქტიკაში 
სოგადად მიღებულია სინაფსური წონების საწყის 
მნიშვნელობებად მცირე “შემთხვევითი სიდიდეების 
გამოყენება კოჰონენის შრის სწავლების დაწყებამდე 
საჭიროა შერჩეული წონითი ვექტორების ნორმალიზება. 
სწავლების პროცესის დამთავრების შემდეგ წონითი 
ვექტორების საბოლოო მნიშენელობები თანხვედრილი 
იქნება შემავალ ნორმალიზებულ ვექტორებთან. ამიტომ 
ნორმალიზება სწავლების დაწყებამდე ახდენს წონითი 
ვექტორების მიახლოებას მათ საბოლოო 
მნიშვნელობებეთან და შედეგად ამოკლებს სწავლების 
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პროცესს. კოჰონენის შრის სწავლებისათვის სინაფსური 
წონების საწყის მნიშვნელობებად შემთხვევითი 
სიდიდეების გამოყენებამ (რანდომიზაციამ) “შეიძლება 

სწავლებისს ზწარმოიქმნს პრობლემები რადგანაც 
წონითი ვექტორები პიპერსფეროს სედაპირსე ლაგდება 
თანაბრად, ხოლო შემავალი ვექტორები, როგორც წესი, 
განაწილებულია არათანაბრად და შგუფდება 
ჰიპერსფეროს ზედაპირის შედარებით პატარა უბნებზე. 
შედეგად, წონითი ვექტორების დიდი ნაწილი იმდენად 
იქნება დაშორებული ნებისმიერი შემავალი ვექტორიდან, 
რომ ისინი ვერ მოგვცემენ საუკეთესო შესაბამისობას. 
კოჰონენის შრის ეს ნეირონები უსარგებლონი 
აღმოჩნდებიან, ვინაიდან მათი გამოსასვლელები 

ყოველთვის ნულის ტოლი იქნება. შეიძლება წარმოიქმნას 
უარესი პრობლემაც: დარჩენილი წონითი ვექტორების 
რაოდენობა არასაკმარისი იყოს იმისათვის რომ 

კლასებად იქნეს დაყოფილი ის შემავალი ვექტორები, 
რომლებიც ერთანეთთან ახლოს არიან განლაგებული 

ჰიპერსფეროს ზედაპირზე. 

დამუშავებულია ამ პრობლემებთან ბრძოლის 

რამდენიმე მეტ-ნაკლებად ეფექტური მეთოდი. ერთ-ერთი 

მათგანია ამოსნექილი კომბინაციის მეთოდი (თ00იVCX 

ლიიიხIიმყიი თი6თ0ძ), რომელიც ზწონებს ანიჭებს ერთნაირ 

საწყის მნიშვნელობებს 

#, = <=, C.27) 

სადაც ი არის თითოეული წონითი ვექტორის 

ელემენტების რაოდენობა. ამის გამო ყეელა წონითი 

ვექტორი თანხვედრილია და აქვს ერთეულოვანი სიგრძე. 

შემავალი ეექტორის თითოეულ ელემენტს მიენიჭება 

შემდეგი მნიშვნელობა: 

1-ძთ 
X. =X +–-=, (2.28) 

| V#ი 
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სადაც ი არისს შესასვლელების რაოდენობა. 
თავდაპირველად თ ძალზე მცირე სიდიდეა, რის გამოც 

შემავლ ვექტორებს აქეს V/--თან მიახლოებული 

სიგრძე და თითქმის ემთხვევა წონით ვექტორებს. ქსელის 
სწავლების პროცესში თ თანდათანობით ისრდება და 
უახლოედება ერთს. ეს იძლევა “შემავალი ვექტორების 
განმხოლოების შესაძლებლობას და საბოლოოდ მათ 
ენიჭება ჭეშმარიტი მნიშვნელობები. ამოზსნექილი 
კომბინაციის მეთოდი კარგიაა მაგრამ ანელებს 
სწავლების პროცესს. 

შემხვედრი გაერცელების ქსელებში სინაფსური 
წონებისათვის სწავლების პროცესის დაწყების წინ 
საწყისი მჩიშვნელობების მინიჭების პრობლემა დამატე- 
ბით შესწავლას მოითხოვს. 

კოჰონენის სწავლების მეთოდს აქვს “შემავალი 
მონაცემების სიმრავლიდან სტატისტიკური თვისებების 
გამოყოფის სასარგებლო უნარი. 

2.134. გროსბერგის შრის სწაელება 

გროსბერგის შრის სწავლება შედარებით მარტივია. 
სწავლების მეთოდია მასწავლებლით. გროსბერგის 
შრისათვის შემავალი ეექტორი არის კოჰონენის შრის 
გამოსასვლელი, რომელიც წარედგინება გროსბერგის 
შრის ნეირონებს და მათი გამოსასვლელები გამოი- 
თვლება ისევე, როგორც ნორმალური ფუნქციონირების 
რეჟიმში. ამის შემდეგ, თითოეული წონის კორექტირება 
ხდება მხოლოდ იმ შემთხვევაში, თუ ის უკავშირდება 
არანულოვანი გამოსასვლელის მქონე კოჰონენის შრის 
ნეირონს, წონის კორექციის სიდიდე პროპორციულია 
წონასა ლდა გროსბერგის “შრის იმ ნეირონის 
გამოსასვლელს “შორის სხვაობისა რომელსაც იგი 
უკავშირდება: 
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Vყ = Vყი + /8 05 – წის (2.29) 
სადაც M, არის I-ური კოჰონენის ნეირონის 
გამოსასვლელი (ნულისაგან განსხვავდება მხოლოდ 
ერთი კოჰონენის ნეირონისათვის); # არის სასურეელი 

გამოსასვლელი ვექტორის -–ური ელემენტი. თავდაპირ- 
ეელად /#-ს მნიშვნელობას «ღებენ –-0,1-ის ტოლს და 

სწავლების პროცესში იგი თანდათან მცირდება. 
შემხვედრი გავრცელების ნეირონული ქსელების 

შემქმნელი რ. ჰეხტ-ნილსენი (29) თვითონ აღნიშნავს, რომ 
ამ ქსელებს აქვს შესღუდული შესაძლებლობები უკუ- 
გავრცელების ქსელებთან “შედარებით თუმცა კარგ 
სტატისტიკურ მოდელებს იძლევა გარკვეულ ამოცანებში. 
შემხვედრი გავრცელების ქსელის სწავლება შედარებით 
სწრაფად ხდება და სწორად გამოყენებისას იგი ზოგავს 
მნიშვნელოვან მანქანურ დროს. ეს ქსელები სასარგებ- 
ლოა განსაკუთრებით მაშინ როდესაკ საჭიროა 
სისტემების სწრაფი მოდელირება და ნაკლებ 
მნიშვნელოვანია დიდი სიზუსტე. 
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თავი Iს. ხელოვნური ნეირონული ქსელების 
სწავლების სტოქასტიკური მეთოდები 

სტოქასტიკური მეთოდების გამოყენება კარგ 
შედეგებსს იძლევა როგორც ხელოვნური ნეირონული 
ქსელების სწავლების, ასევე “ნასწავლი” ქსელებისაგან 
სასურველი გამოსასვლელი სიგნალების მიღების, ანუ 
ნორმალური ფუნქციონირების რეჟიმის დროს. სწავლების 
სტოქასტიკური მეთოდები შესაძლებლობას იძლევა 
სწავლების პროცესში დავძლიოთ ლოკალური 
მინიმუმების პრობლემა, თუმცა ამ მეთოდების გამოყენება 
დაკავშირებულია ზოგიერთ სირთულეებთან. 

ეს თავი ეთმობა ხელოვნური ნეირონული 
ქსელების სწავლების სტოქასტიკურ მეთოდებს, ხოლო 
სტოქასტიკური მეთოდების გამოყენება უკვე ნასწავლი 
ქსელებისაგან სასურველი გამოსასვლელი სიგნალების 
მისაღებად, განხილული იქნება მომდევნო თავში. 

3.1. სწავლების ლოკალური მინიმუმების პრობლემა 

ხელოვნური ნეირონული ქსელების სწავლება 
წარმოადგენს მისი პარამეტრების (როგორც წესი, 
სინაფსური წონების) მოდიფიცირების გარკვეულ 
პროცესს, იმ ”შემთხვევაშიი თუ სწავლების პროცესი 
წარმატებული იყო, მაშინ ქსელისათვის “შემავალი 
სიგნალების სიმრავლის წარდგენის შედეგად ქსელის 
გამოსასვლელსე უნდა გამომუშავდეს სასურველი 
სიგნალების სიმრავლე. 

ცნობილია, რომ არსებობს სწავლების მეთოდების 
ორი ჯგუფი: დეტერმინირებული და სტოქასტიკური. 

სწავლების დეტერმინირებული მეთოდები სინაფ- 
სური წონების მოდიფიცირების პროცედურას ახორციე- 
ლებს ბიჯურად, ამასთან იყენებს წონების მიმდინარე 
მნიშვნელობებს, აგრეთვე შემავალი სიგნალების, 
სასურველი გამომავალი სიგნალების და ფაქტობრივი 
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გამომავალი სიგნალების მნიშვნელობებს. ასეთი დეტერ- 
მინირებული მიდგომის მაგალითი არის პერსეპტრონის 
სწავლების პროცესები რომლებიც განხილული იყო 
პ. 2.9 -ში. 

სწავლების სტოქასტიკური მეთოდები ახორცი- 
ელებს ქსელის სინაფსური წონების ფსევდოშემთხვევით 
ცელილებებს; ამასთან, ინარჩუნებს ისეთ ცვლილებებს, 

რომლებიც ერთმანეთთან აახლოებს «ფაქტობრივი 
გამომავალი სიგნალებისა და სასურველი გამომავალი 
სიგნალების მნიშვნელობებს. იმისათვის, რომ ვნახოთ, 
თუ როგორ ხორციელდება ეს პროცედურები, 
განვისილოთ ტიპური ორშრიანი ხელოვნური ნეირონული 
ქსელიი რომელიც 3 სურათხე არის ნაჩვენები. 
იგულისხმება„ რომ ქსელის ნეირონების აქტივაციის 
ფუნქცა არის არაწრფივ. ნეირონული ქსელის 

სწავლებისათვის შეიძლება გამოყენებულ იქჩეს შემდეგი 
პროცედურა: 

1, შევარჩიოთ სინაფსური წონის შემთხვევითი სიდიდე 
და მოვახდინოთ მისი კორექცია მცირე შემთხვევითი 
სიდიდით. წარვუდგინოთ ქსელს “შემავალი სიგნა- 
ლების სიმრავლე და გამოვითვალოთ გამომავალი 
სიგნალების ფაქტობრივი მნიშვნელობები. 
2. შევადაროთ გამომავალი სიგნალების ფაქტობრივი 
მნიშვნელობები სასურკელი სიგნალების მნიშვნე- 
ლობებს და გამოვთვალოთ მათ შორის სხვაობა. ეს 
პროცედურა “უნდა “შესრულდეს მასწავლებელი 
წყვილის თითოეული ელემენტისათვის შემდეგ 
ელემენტების სხვაობები აიყვანება კეადრატში და 
გამოითვლება მათი ჯამი. სწავლების მისანი არის ამ 
სხვაობის მინიმიზაცია, რასაც ხშირად “უწოდებენ 
მიხნობრივ ფუნქციას. 
3. შევარჩიოთ სინაფსური წონის შემთხვევითი სიდიდე 
და მოვახდინოთ მისი კორექცია მცირე შემთხვევითი 
სიდიდით. თუ კორექცია სასარგებლოა, ანუ ამცირებს 
მისნობრივ ფუნქციას, იგი უნდა იქნეს დამახსოვ- 
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რებული წინააღმდეგ შემთხევევაში “უნდა და- 
ვუბრუნდეთ სინაფსური წონის ძველ მნიშვნელობას. 
4 გავიმეოროთ I, 2, 3 ბიჯები მანამ, სანამ ნეი- 

რონული ქსელი საკმარისად ნასწავლი არ გახდება. 

M შრე 0 შრე ჰ შრე 0სI 
  

    

          

              

სურ. 3.1. ტიპური ორშრიანი ხელოვნური ნეირონული ქსელი. 

აღწერილი პროცესი მიისწრაფვის მიზნობრივი 
ფუნქციის მინიმიზაციისაკენ, მაგრამ შეიძლება მოხვდეს 
ლოკალურ მინიმუმში, როგორც მახეში, რადგანაც ქსელი 
ჩათვლის, რომ გადაწყვეტილება მიღებულია. თუმცა, ეს 

გადაწყვეტილება ფაქტობრივად წარუმატებელია. 
ლოკალური მინიმუმების პრობლემა ერთი სინაფსური 
წონის კორექციის შემთხვევისათვის ნაჩვენებია 
3.1 სურათზე. 

ვთქვათ, სა წერტილი შეესაბამება სინაფსური წო- 
ნის საწყის მნიშენელობას, თუ წონის ცვლილებები მცი- 
რე სიდიდის იქნება, ნებისმიერი გადახრა # წერტი-ლი- 
დან გაზრდის IL მისნობრივი ფუნქციის მნიშვნელობას და 

116



C7/. 

  წ     
სურ. 32. ლოკალური მინიმუმების პრობლემა. 

ამიტომ უარყოფილი იქნება ხოლო სინაფსური წონის 
საუკეთესო მნიშვნელობა, რომელსაც ცს წერტილი 
შეესაბამება, ვერასოდეს ვერ იქნება მიღწეული. სისტემა 
4 წერტილის ლოკალური მინიმუმის მახეში დარჩება, 
ნაცელად 8 წერტილის გლობალური მინიმუმისა. იმ 
შემთხვევაში, თუ წონის შემთხვევითი (კვლილებები დიდი 
სიდიდის იქნება წონა განიცდის იმდენად მკვეთრ 
ცვლილებებს, რომ სასურველ (გლობალურ) მინიმუმში 
მისი მოხვედრა პრაქტიკულად “შეუძლებელი იქნება. 
ამგვარი პრობლემების თავიდან აცილების სასარგებლო 
სტრატეგიას მდგომარეობს დიდი საწყისი ბიჯებიდან 
საშუალო შემთხვევითი ბიჯის ზსომის თანდათანობით 
შემცირებაში ეს იძლევა ლოკალური მინიმუმის 
მახიდან თავის დაღწევისა და ამავე დროს, ქსელის 
საბოლოო სტაბილიზაციის შესაძლებლობას. 
ლოკალური მინიმუმის მახეები ემუქრება ყეელა იმ 
ალგორითმს, რომლებიც აგებულია მინიმუმის ძიების 
პრინციპსე. სწავლების სტოქასტიკური მეთოდები კი ამ 
პრობლემის დაძლევის შესაძლებლობას იძლევა, ვინაიდან 
წონების კორექციის ისეთი სტრატეგია “შეიძლება 
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მოინახოს რომელიც აიძულებს წონებს მიიღონ 
გლობალური მინიმუმის მნიშვნელობა( 8 წერტილი). 

მიღებულია, რომ გლობალური მინიმუმის ძიება 
წააგავს ფოლადის წრთობის პროცესს, ამიტომ ხშირად 
იყენებენ ტერმინს – წრთობის იმიტაცია. 

გამდნარ ლითონში ატომები იმყოფებიან ძლიერ 
უწესრიგო მოძრაობაში, ისინი ისწრაფვიან ენერგიის 
მინიმუმის მდგომარეობისაკენ (ამ შემთხევევაში ერთიანი 
კრისტალისაკენ), მაგრამ ამას მაღალ ტემპერატურებზე 
ეწინააღმდეგება ატომური მოძრაობების ენერგია. 
ლითონის თანდათანობითი გაცივების პროცესში 
წარმოიშობა სულ უფრო დაბალენერგეტიკული 
მდგომარეობები, ვიდრე არ იქნება მიღწეელი უმცირესი 
ენერაგე,სიკული მდგომარეობა, ანუ გლობალური 
მინიმუმის მნიშვნელობა. ენერგეტიკული მდგომარეობების 
(60) განაწილებას აღწერს შემდეგი გამოსახულება: 

IX6) = 6X09(–0/MI), (3.1) 

სადაც IL(Cგ) არის იმის ალბათობა, რომ სისტემა იმყოფება 
6 ენერგიის მდგომარეობაში; ML - ბოლცმანის მუდმივა; 1 – 
ტემპერატურა კელვინის სკალით. 

მაღალ ტემპერატურებსე IX(Cგ) უახლოვდება ერთის 
სიდიდეს ყველა ენერგეტიკული მდგომარეობისათვის. 
ტემპერატურის შემცირებასთან ერთად მაღალ- 
ენერგეტიკული მდგომარეობების ალბათობა მცირდება, 
ხოლო ნულთან მიახლოებისას იმის ალბათობა, რომ 
სისტემა იმყოფება მაღალენერგეტიკულ მდგომარეობაში, 
ძალშსე უმნიშვნელო სიდიდე ხდება. 
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32. სწავლების ბოლცმანის მეთოდი 

ბოლცმანის სტოქასტიკური მეთოდით ხელოენური 
ნეირონული ქსელების სწავლებისათვის უნდა ჩატარდეს 
შემდეგი პროცედურები: 

ს) განისასღვროს 1 ცელადის მნიშვნელობა (ე.წ. 
ხელოვნური ტემპერატურა) თავდაპირველად მას 
ანიჭებენ დიდ რიცხვით მნიშვნელობას; 

2. წარედგინოს ქსელს შესასვლელი სიმრავლე და 
გამოითვალოს გამოსასვლელები და მისნობრივი 

ფუნქცია; 
3 “შემთხვევითი სიდიდით “შეიცვალოს წონითი 

კოეფიციენტი და განისასღვროს შესაბამისი ქსელის 
გამოსასვლელი და მიზნობრივი ფუნქციის ცელილება, 
რომელიც გამოწვეულია წონითი კოეფიციენტის ცელი- 
ლებით; 

4. მისნობრივი ფუნქციის შემცირების “შემთხევევაში 
წონითი კოეფიციენტის ცვლილებას ვიმახსოვრებთ, 
ხოლო, თუ წონითი კოეფიციენტის ცვლილება იწვევს 
მისნობრივი ფუნქციის გაზსრდას, მაშინ ამ (ცვლილების 
შენახვის ალბათობა გამოითვლება ბოლცმანის 
განაწილების მიხედვით: 

IXC) = 6XნCC–C/MLI), (3.2) 

სადაც MC) არის მიზნობრიე ფუნქციაში თ ცელილების 
ალბათობა; L – ბოლცმანის მუდმივას ანალოგიური 
მუდმივა,„ რომელიც ამოცანის შესაბამისად შძეირჩევა; 
I - ხელოვნური ტემპერატურა. 

შეირჩევა რაიმე L შემთხვევითი რიცხეი ნულიდან 
ერთამდე, თუ (თ არის LI -სე მეტი, მაშინ (კვლილება 
შეინახება, წინააღმდეგ შემთხვევაში წონით 
კოეფიციენტს უნდა დაუბრუნდეს წინა მნიშენელობა. ეს 
საშუალებას აძლევს სისტემას გააკეთოს შემთხვევითი 
ბიჯი მისნობრივი ფუნქციის გაუარესებისაკენ რითაც 
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იგი ამოდის ლოკალური მინიმუმიდან, სადაც ნებისმიერი 
მცირე ბიჯი ზრდის მიზნობრივ ფუნქციას. 

ბოლცმანის სტოქასტიკური მეთოდით ხელოვნური 
ნეირონული ქსელის სწავლებსს დასასრულებლად 
საჭიროა 3 და 4 ბიჯის გამეორება ქსელის თითოეული 
წონისათვის. ამასთან თანდათანობით მცირდება 
ტემპერატურა, ვიდრე არ მიიღწევა მიზნობრივი ფუნქციის 
დასაშვები დაბალი დონე. ამ მომენტში ქსელს 
წარედგინება მომდევნო “შემავალი ევექტორი და 
სწავლების პროცესი მეორდება. ს პროცედურები 
მეორდება სასწავლო სიმრავლის ყველა ვექტორისათვის, 
ვიდრე მიზნობრივი ფუნქცია ყველასათვის არ გახდება 
დასაშვები სიდიდის. მესამე ბიჯზე წონითი 
კოეფიციენტის” ცვლილების შემთხვევითი სიდიდე 
შეიძლება განისასღვროს სხვადასხვა მეთოდით, 
მაგალითად, გაუსის განაწილების შესაბამისად. 

დადგენილია, რომ ტემპერატურის შემცირების 

სიჩქარე უნდა იყოს დროის ლოგარითმის 
უკუპროპორციული, რათა მიღწეულ იქნეს კრებადობა 
გლობალურ მინიმუმთან. გაცივების სიჩქარე იქნება 

75 

სა (.3) 

სადაც ი არის ხელოვნური ტემპერატურა როგორც 
დროის ფუნქცია; 70 - საწყისი ხელოვნური ტემპერატურა; 
/- ხელოენური დრო. 

(33) განტოლებიდან ჩანს რომ მოსალოდნელია 
გაცივეის დაბალი სიჩქარე რაც დადასტურდა 
ექსპერიმენტულად. ბოლცმანის სტოქასტიკური მეთოდით 
ხელოვნური ნეირონული ქსელების სწავლება ხშირად 
ითხოვს მანქანური დროის ძალზე დიდ რესურსს. 
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3.23, სწავლების კოშის მეთოდი 

ბოლცმანის სტოქასტიკური მეთოდის განვითარებას 
წარმოადგენს სწავლების კოშის მეთოდი. ამ მეთოდში 
ბოლცმანსს განაწილება შეცვლილი არის კოშის 
განაწილებით, რომელსაც აქვს უსასრულო დისპერსია, 
ეს კი ზრდის დიდი ბიჯების ალბათობას. აღნიშნული 
მარტივი ცელილების შედეგად ტემპერატურის შემცირე- 
ბის მაქსიმალური სიჩქარე იქნება დროის წრფივი სიდი- 
დის უკუპროპორციული და არა დროის ლოგარითმის 
უკუპროპორციული, როგორც ეს იყო ბოლცმანის 
სტოქასტიკური მეთოდით სწავლებისას 

”იტ=-520C- ც.4) 
1+! 

ეს გარემოება მკვეთრად ამცირებს ქსელის სწავლების 
დროს. კოშის განაწილებას აქეს შემდეგი სახე: 

ICI) 

79 თებ+»' (.5) 

სადაც #ჩC) არის X სიდიდის ბიჯის ალბათობა. 
ბოლცმანის განაწილება და კოშის განაწილება 

ნაჩვეჩებია 3.3 სურათზე. 

მიუხედავად იმისა, რომ ბოლცმანის მეთოდთან 
შედარებით კოშის მეთოდი მკვეთრად ამცირებს ქსელის 
სწავლების დროს, ეს მაჩვენებელი შეიძლება მაინც დიდი 
აღმოჩნდეს. ქსელის სწავლების ხანგრძლივობის 
შემდგომი შემცირება შესაძლებელია ე.,წ. ხელოვნური 
თბოტევადობის მეთოდით რომელიც რთულია და 
ნაკლებად გამოიყენება. 
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კოშის 
განაწილება    

        

ბოლცმანის 
განაწილება 

    V 

სურ.33. ბოლცმანისა და კოშის განაწილება. 

34. ხელოვნური ნეირონული ქსელების სინთეზის 
პროცედურები 

სემოთ აღნიშნული იყო, რომ ხელოვჩური 

ნეირონული ქსელები ძნელად ფორმალიზებადი 

ამოცანების ეფექტურად გადაწყვეტის საშუალებაა. 

ამოცანების ამ კლასს განეკუთვნება კლასტერირების, 

სახეთა ამოცნობის, ასოციაციური მეხსიერების, 

ფუნქციათა აპროქსიმაციის, პროგნოზირების, 

ოპტიმისაციის, ფილტრაციის, იჩფორმაციის შეკუმშეის, 

დინამიკური სისტემების იდენტიფიკაციისა და მართვის 

მრავალფეროვანი პრობლემა (2,16,17,20,2 1,24,38). 

ჩეიროქსელური ტექნოლოგიით ძნელად ფორმალი- 

სებადი ამოცანების გადაწყვეტა ნიშნავს ამ ამოცანების 

ადეკვატური ხელოვნური ნეირონული ქსელების 

სინთესის რეალიხებას |(|31,32.36,37,42). 

ჩამოვაყალიბოთ ნეირონელი ქსელის სინთესის 
პროცედურები და მათი თანამიმდევრობა კლასტერირების 
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ამოცანის გადაწყვეტის მაგალით“სე, ვინაიდან კლასტე- 
რირება წარმოადგენს ფუძემდებლურ პროცედურას იძნჩე- 
ლად ფორმალისებადი ამოცანების ისეთი ძირითადი 
პროცესების მოდელირებისათვის, როგორიც არის, მაგა- 
ლითად, სახეთა აღწერა, ნიშანთა სივრცის შერჩევა და 
შეფასება გადაწყვეტილებათა მიღების წესისა და 
დისკრიმინანტული ფუნქციების ფორმირება |33,34.35). 

კლასტერი განსასღვრებით არის ნებისმიერი 
სიმრავლის ისეთი ქვესიმრავლე, რომელშიც ობიექტები 
გაერთიანებულია რაიმე ნიშნის ან ნიშნების მიხედვით, 
ხოლო კლასტერირება წარმოადგენს ობიექტთა 
მოცემული სიმრავლის რაიმე ნიშნის ან ნიშნების 
მიხედეით არაგადამკვეეით ქვესიმრავლეება დაყოფა- 
დაჯგუფების პროცესს. 

უნდა აღინიშნოს, რომ თანამედროვე სამეცნიერო 
ლიტერატურაში ცნობილია კლასტერის ცნჩების 
განსხვავებული განმარტებებიც, რაც დაკავშირებულია 
კლასტერირების კონკრეტულ მეთოდთან ან 
ალგაორითმთან. კლასტერის ცნების გან ხოგადებული, 

მკაცრად ფორმალი სებული და კონსტრუქციული 
განმარტება რანგული კავშირების აპარატით მოცემულია 
ნაშრომში (24I. კლასტერირება მოიცავს სახეთა 

ამოცნობის პრობლემას, იგი ამოცნობასთან შედარებით 
უფრო ფართო ცნებაა, ანუ კლასტერირება 
შესაძლებელია მაშინაც, როდესაც საჭირო არ არის ან 
ვერ ხერხდება სახეთა ამოცნობა კლასტერირების 
პროცესს შედეგები “შეიძლება გამოყენებულ იქნეს 
ამომცნობ სისტემებში მასწავლებელ სისტემად, ხოლო 
რანგული კავშირებს მეთოდით გადაწყვეტილების 
მიღების პროცესებისათვის საწყის ინფორმაციას სწორედ 
კლასტერირების შედეგები წარმოადგენს. 

ვთქვათ, (X) სახეთა ანსამბლის ნიშანთა სიმრავლეა, 

ხოლო #L - კლასტერების რაოდენობა, მაშინ კლასტერი- 
რება და მისი შედეგები შესაძლებელია წარმოვადგინოთ 
შემდეგი გამოსახულებით: 
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CL5(I( X) = ICL XL), M= I,X, (3.6) 

სადაც CL5 I X) კლასტერირების პროცესის ოპერატორია; 
(CLXL) - კლასტერების სიმრავლე. 

ნაშრომში (2) დამტკიცებულია თეორემაკდ რომ 
მრავალი (ელადის ჩებისმიერი უწყვეტი ფუნქციის 
მიახლოება ნებისმიერი სისუსტით შეიძლება წრფივი 
ფუნქციების წრფივი კომბინაციებს და სუპერპო- 
სიციებს და ერთი არგუმენტის მნებისმიერი ერთი 
არაწრფივი ფუნქციის მეშვეობით ამ თეორემიდან 
გამომდინარეობს, რომ კონექციონისტური ნეირონული 
ქსელები აპროქსიმაციის უნივერსალურ საშუალებას 
წარმოადგეს და შეუძლია ნებისმიერი “თუწყვეტი 
ავტომატის ნებისმიერი სიზუსტით იმიტაცია. 
კლასტერირების ამოცანების გადაწყვეტის ერთ-ერთი 
ეფექტური იჩსტრუმენტია მეორე თავში განხილული 
მრავალშრიანი პირდაპირი გავრცელების ნეირონული 

ქსელები. 
კლასტერირების ობიექტები ანუ რეალიზაციები 

წარმოადგენს ევექტორებს რომელთა ელემენტები 
ასახავს უცნობი ობიექტის სხვადასხეა მახასიათებლებს 
და გავლენას ახდენს გადაწყვეტილების მიღების 
პროცესსე, ანუ მოცემულ რეალისაციას მიაკუთვნებენ 

ამა თუ იმ კლასტერს. 

ნეიროჩული ქსელის სინთეზსისას განსაკუთრებული 
მნიშვნელობა ენიჭება ნიშანთა სივრცის სათანადო 
შერჩევას იმ "შემთხვევაში როდესაც პარამეტრების 
რაოდენობა მცირეა შესაძლებელია რეალიზაციების 
ვექტორები ერთნაირი ელემენტებისაგან შედგებოდეს, 
მაგრამ ეკუთენოდეს სხვადასხვა კლასტერებს,დ ანუ 
ნეირონული ქსელის სწავლება შეუძლებელი იქნება. 
მეორე მხრიე, ნიშანთა სივრცის განსომილების 

გაზრდისას შეიძლება სასწავლო ნაკრების სიმძლავრე 
არასაკმარისი გახდეს ნეირონული ქსელის 
სწავლებისათვის ' ასეი დროს ქსელი მხოლოდ 
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დაიმახსოვრესს რეალისაციებსს მათი განსოგადების 
ნაცვლად და კლასტერირებას ვერ მოახდენს. 

კლასტერირების ამოცანების დაყოფა შესაძლებელია 

სა ჯგუფად პირეელ ჯგუვს შეადგენს ისეთი 
ამოცანები სადაც ქვესიმრავლეებდ დაჯგუფება 
შეიძლება ჰიპერსიბრტყეებით – ასეთი სიმრავლეები 
მიეკუთვნება ზწზრფივად განმხოლოებად სიმრავლეებს; 
მეორე ჯგუფს შეადგენს არაწრფივად განმსოლოებადი 
სიმრავლეები; მესამე ჯგუფში შედის ისეთი ამოცანები, 
სადაც ქვესიმრავლეები იკვეთება. 

რეალური ამოცანების გადაწყვეტისას სოგჯერ ვერ 
ხერხდება საწყისი მონაცემების ისეთი წინასწარი 
დამუშავება რომ უსრუნველყოფილი იყოს სახეთა 
წრფივად განმხოლოებადობა, რაც ართულებს 
არაგადამკვეთ ქვესიმრავლეებად დაჯგუფების პროცესს 
და შესაბამისად საჭირო ნეირონული ქსელების 
სინთესის პროცედურებს. ამრიგად, მნიშვნელოვანია იმის 
გარკვევა არის თუ არა მოცემული სახეთა ნაკრები 
წრფივად განმხოლოებადი. წრფივად განმხოლოებადობის 
პრობლემა განხილულია პ. 2.8 -ში და ცნობილია, რომ 
მისი დაძლევა შესაძლებელია ერთშრიანი ნეიროჩული 
ქსელისათვის დამატებითი შრეების კასკადური მიერ- 
თებით. ასეთ მრავალშრიან ნეირონულ ქსელებს შეუძ- 
ლია რთული კლასტერირების პროცესების განხორცი- 

ელება. 

ვთქვათ, ნეირონულ ქსელში გვაქვს ერთი ფარული 
შრე, მაშინ კლასტერირების პროცესს შეიძლება მივცეთ 
შემდეგი ინტერპრეტაცია: ნეირონულ ქსელში შესული 
ამოსაცნობი სახის რეალისაცია ანუ შემავალი რაიმე M 
გან სომილების ვექტორი ფარულ შრეში გარდაიქმნება 

სხვა L განზომილების ვექტორად, რომელსაც გამომავა- 
ლი შრის ნეირონების შესაბამისი ჰიპერსიბრტყეები 
დაყოფს სასურველ კლასტერებად. აქეე თუნდა აღინიშნოს, 
რომ რანგული კავშირებით (2) კლასტერირების 
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პროცესებში ჰიპერსიბრტყეებით ოპერირება არ ხდება, 
ამიტომ რანგული კავმირებით კლასტერირების მეთოდის 
გამოყენება ნეიროკომპიუტინგში მოითხოვს განსხვავებუ- 
ლი არქიტექტურის მქონე ნეირონული ქსელების 
შემუშავებას. 

ცჩობილია, რომ კლასტერირების ობიექტთა სიმრაე- 
ლე შეიძლება წარმოდგენილი იყოს როგორც რაოდე- 
ჩობრივი, ასევე თეისებრივი სახით; ამასთან, რიცხვითი 

მონაცემები შეიძლება იცელებოდეს ნებისმიერ 
დიაპასონში ნეირონული ქსელები კი ოპერირებენ 
ჩამდვილი რიცხვებით ნულიდან ერთამდე ფარგლებში. 
ამის გამო აუცილებელია საწყისი მონაცემების 
წარმოდგენა რიცხვითი ფორმით და მათი ნორმირება. 
ნორმირების პროცესი გულისხმობს სახეთა ნიშნების 
რაოდენობრივი მნიშენჩელობების მასშტაბირებას ისე, 
რომ შესაძლებელი იყოს მათი თანაბარმჩიშენელოვნად 
გამოყენება კლასტერირების პროცესებში არსებობს 
ნორმირების მრავალი მეთოდი, მარტივი წრფივი გარ- 
დაქმნებით დაწყებული და ექსპერტული შეფასებების 
ფორმირებით დამთავრებული, რომლებიც განხილულია 
შესაბამის ლიტერატურაში, მაგალითად, ნაშრომში (20). 

გარკვეულ პრობლემას წარმოდგენს ნეირონული 
ქსელის მიერ გენერირებული გამომავალი სიდიდეების 
(შედეგების) კოდირება იმ შემთხვევებში, როდესაც კლას- 
ტერების რაოდენობა ორ“სე მეტია. კოდირების მრავალ 
მეთოდს შორის ყველაზსე მარტივი და გავრცელებულია 
გამომავალი სიდიდეების წარმოდგენა ვექტორის სახით, 
რომლის ელემენტებიც შეესაბამება კლასტერების 
ნომრებს, ანუ ვექტორის )ს-ური ელემენტი შეესაბამება I- 
ურ კლასტერს. ჩვეულებრივ მიღებულია, რომ კლასტერის 
ნომერს განსასღვრავს ნეირონული ქსელის იმ 
გამოსასვლელის ნომერი„ რომელსეც არის სიგნალის 
მაქსიმალური მნიშენელობა. მაგალითად, თუ გვაქვს 
ნეირონული ქსელი ოთხი გამოსასვლელით, ხოლო 
გამომავალი ვექტორის ელემენტების მნიშვნელობები 
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არის (0,35; 0.29; 0,71; 0,44) - ცხადია, რეალიზაცია ეკუთვ- 
ნის მესამე კლასტერს, ვინაიდან ვექტორის მესამე 
ელემენტის მნიშვნელობა არის მაქსიმალური გამოსას- 
ვგლელებს შორის. კოდირების ამ მეთოდის გამოყენებისას 
სასურველია სანდოობის ცნების შემოტანა, ანუ იმის 
რაოდენობრივად განსასღვრა, თუე რამდენად სარწმუნოა 
ის, რომ რეალისაცია ეკუთვნის ამორჩეულ კლასტერს. 
სანდოობის დადგენა მარტივად შეიძლება გამომავალი 
ვექტორის ელემენტების მაქსიმალურსა და მასთან 
უახლოეს სიდიდეებს შორის სხვაობის განსასღვრით. 
სემოთ მოყვანილ მაგალითში სანდოობის მაჩვენებელი 
იქნება 0,71-0,44=0,27. იმის ალბათობა, რომ ნეირონულმა 
ქსელმა სწორი კლასტერირება მოახდინა მით “უფრო 
მაღალია, რაც უფრო მაღალია სანდოობის მაჩვენებელი. 

ნეირონული ქსელების სინთესის ორი ძირითადი 
მიდაომა არის ცნობილი –- კონსტრუქციული და 
დესტრუქციული. კონსტრუქციული მიდგომისას მინი- 
მალური მიცულობის ჩეირონული ქსელის მოცულობის 
თანდათანობითი გასრდით მიიღწევა მოთხოვნილი 
სისუსტე. აქ საჭირო სდება ქსელის მოცულობის ყოველი 
გასრდის შემდეგ სწავლების პროცესის ხელახალი 
ჩატარება. შესაძლებელია აგრეთვე კასკადური კორე- 

ლაციის მეთოდის გამოყენებაც რაც გულისხმობს 
შეცდომის მინიმი საციის მისნით ქსელის არქიტექტურის 
კორექტირებას ყოველი ეპოქის (ნიილხ) დამთავრების 
შემდეგ. დესტრუქციული მიდგომისას დიდი მოცულობის 
ქსელიდან ხდება იმ ნეირონებისა და კავშირების 
მოშორება რომლებიც ნეირონული ქსელის მიერ 

გენერირებულ შედეგებსე უმნიშვნელოდ მოქმედებენ. 
აუცილებელია იმ პირობის შესრულებაც, რომ 
სასწავლო სიმრავლეში რეალისაციებისს რაოდენობა 
უნდა აღემატებოდეს სინაფსური წონითი კოეფიციენ- 

ტების რაოდენობას (სოგიერთი “შეფასებით ათჯერ), 
წინააღმდებ შემთხეევაში, ქსელი მხოლოდ 
დაიმასსოვრებსს მონაცემეს და ვერ მოახდენს იმ 
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რეალისაციების კლასტერირებას, რომლებიც არ შევიდა 
სასწავლო სიმრავლეში. 

ნეირონული ქსელების არქიტექტურის შერჩევისას 
საჭირო ხდება სხვადასხვა კონფიგურაციის სტრუქტუ- 
რისა და ტოპოლოგიის, სხვადასხეა რაოდენობის ნეირო- 
ობიექტების მქონე ალტერნატივების შემოწმება შერჩე- 
ული კრიტერიუმების მიხედვით. 

ნეირონების აქტივაციის ფუნქციის შერჩევა ამოცა- 
ნის სპეციფიკასეაი დამოკიდებული. გავრცელებულია 
შემდეგი აქტივაციის ფუნქციები “უბან-უბან წრფივი, 
ლოგისტიკური, ჰიპერბოლური ტანგენსი, ბიჯური, 

ექსპონენციალური, სღურბლური (საფეხურისებრი), 

სიგნატურული, მოდულის, კვადრატული (ცხრილი 2.VM. 
ნეირონის აქტივაციის ფუნქცია არის ერთ-ერთი 

ძირითადი ფაქტორი, რომელიც განსაზღვრავს ნეირო- 
ქსელების სწავლების სიჩქარეს. ნაშრომში (2) აღწერი- 
ლია გამოთვლითი ექსპერიმენტი, სადაც სხვადასხვა 
აქტივაციის ფუნქციები შედარებულია სწავლების 
სიჩქარის კრიტერიუმის მიხედეით. მიღებული შედეგების 
ანალიზის საფუძველზე გაკეთებულია შემდეგი დასკენა: 

ნეირონული ქსელების სწავლების სიჩქარე მნიშვნე- 
ლოვნად არის დამოკიდებული შერჩეული აქტივაციის 
ფუნქცის სახესე ამასთან სხვადასხვა ტესტური 
ამოცანებისათვის ოპტიმალურია სხვადასხვა აქტივაციის 

ფუნქცია; 
- ექსპერიმენტის ტესტური ამოცანებისათვის საუკეთესო 
მაჩვენებლებთან მიახლოებული შედეგები უსრუნველყო 
აქტივაციის შემდეგმა სიგმოიდურმა ფუნქციამ: 

1 
0სL=-–--–- == I(M8I, 3.7 112 (ო #(IVICI) (3.7) 

სადაკ MსCI=XV არის ნეირონის სომაში “შემავალი 
სიგნალი; X - ამოსაცნობი სახის რეალიზაციის ვექტორი; 
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V – სინაფსური წონების ვექტორი; 0სI – ნეირონის 
აქსონსე გენერირებული გამომავალი სიგნალი. 

ქსელების სწავლება შეიძლება მრავალი ალეგო- 
რითმის საშუალებით. რიგი არქიტექტურისათვის 
შემუშავებულია სწავლების სპეციალეური ალგორითმები, 
რომელთაც აქვს სპეციფიკური უპირატესობები და ამავე 
დროს, ნაკლიც (2.21.31) ყველასე უფრო ხშირად ნეირო- 
ქსელების სწავლებისათვისს გამოიყენება შეცდომის 
უკუბგავრცელების ალგორითმი და მისი მოდიფიკაციები. 

არსებობს ნეიროქსელების სწავლების ორი ძირითადი 
მიდგომა: მასწავლებლით და მასწავლებლის გარეშე. ამ 
პარადიგმების ჩარჩოებში შეიძლება სწავლების ოთხი 
მთავარი წესის გამოყოფა, რაც განპირობებულია მათთან 
დაკავშირებული ნეიროქსელების არქიტექტურით, ესენია: 
შეცდომის კორექციის წესი ბოლცმანის წესი, ჰების 
წესი შეჯიბრის მეთოდი. თავის მხრიე, ამ წესების 
ბასასე შექმნილია სწავლების მრავალი ალგორითმი და 
მათი მოდიფიკაცია (ალგორითმების ნაწილი განხილეი- 

ლია “სემოთ, სხვები მომღევნო თავებში იქნება 
წარმოდგენილი) 

განხილული მოსაზრებების საფუძველზე ჩამოყალი- 
ბებული ნეირონული ქსელის სინთესის პროცედურები 
და მათი თანამიმდევრობა ბლოკ-სქემის სახით ნაჩვე- 
ნებია 34 სურათზე. 

ბლოკ-სქემასე წარმოდგენილი ნეირონული ქსელის 
სინთეხის პროცედურების ელემენტები მოცემულია 
ქვემოთ. 
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1. მონაცემთა 2. მონაცემთა 3. ქსელის 
მომზადება => წინასწარი დამუშავება |») არქიტექტუ- 

რის აგება 
1 , და სწავლება 

Xჯ 

5. 4ჭ ქსელის 
ნეიროქსელის 4 არქიტექტუ- 

ლელე ეეე -__ 

ქსელის პრაქტიკული რის რედაქ- გამოყენება დიაგნოსტიკა ტირება     
  

სურ. 3.4. ნეიროქსელის სინთეზის პროცედურები 

ბლოკი !) მონაცემთა მომზადება. 
1.1. მონაცემთა ბაზის შედგენა გადასაწყვეტი ამოცანის 
დამახასიათებელი მაგალითებისაგან; 
12 მონაცემთა ბასის დაყოფა სასწავლო და 
საკონტროლო სიმრავლეებად, აგრეთვე ეალიდაციური 
სიმრავლის ფორმირება; 

ბლოკი 2. მონაცემთა წინასწარი დამუშაეება. 
2... ამოცანის შესაბამისი ნიშანთა სივრცის შერჩევა, 
მონაცემთა წარმოდგენა რიცხვითი ფორმით და მათი 
ნორმირება; 
22 გამომავლი სიდიდეების (შედეგის კოდირების 
სისტემის შერჩევა. 

ბლოკი 38 ნეირონული ქსელის არქიტექტურის 
აგება, მისი სწავლება და ქსელის ხარისხის შეფასება. 
3.1. ნეირონული ქსელის სტრუქტურისა და ტოპოლოგიის 
შერჩევა (შრეების რაოდენობა, ნეირონების რაოდენობა 
შრეში, კავშირები ნეირონებს შორის); 
32. ნეირონების აქტივაციის ფუნქციის შერჩევა; 
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3პ ნეირონული ქსელის სწავლების ალგორითმის 
შერჩევა; 
3.4. ნეირონული ქსელის ფუნქციონირების 
კრიტერიუმების შერჩევა (სწავლების სიჩქარე, ამოცნობის 
დრო, გადაწყვეტილებათა სისუსტე, სწავლების 
პროცესის გამჭვირვალობა და სხვ); 

3.5. ნეირონული ქსელის მუშაობის ხარისხის შეფასება 
შერჩეული კრიტერიუმებით. 

ბლოკი 4 ნეირონული ქსელის არქიტექტურის 
რედაქტირება (სტრუქტურის ტოპოლოგიის, ნიშანთა 
სივრცის კორექტირება). 

4... ნეირონული ქსელის იმ ალტერნატივის საბოლოო 
ამორჩევა რომელიც “უზრუნველყოფს საუკეთესო 

შედეგებს; 
42. ნეირონული ქსელის მუშაობის ხარისხის საბოლოო 
შეფასება. 

ბლოკი 5. ნეირონული ქსელის პრაქტიკული 
გამოყენება და დიაგნოსტიკა. 
5.1. გადაწყვეტილებათა მიღებაზე სხვადასხვა ფაქტორების 
გავლენის ევრისტიკული შეფასება; 
522. ამოცანის გადაწყვეტის მოთხოვნილი სისუსტის 
უსრუნველყოფა, რისთვისაც საჭიროების შემთხვევაში 
უნდა მოხდეს მეორე ეტაპზე დაბრუნება. 
53 ნეირონული ქსელის პრაქტიკული გამოყენება 
დასმული ამოცანების გადასაწყვეტად. 

ნეირონული ქსელის სინთესის წარმოდგენილი 
მეთოდიკა როგორც აღნიშნული იყო, “შეიძლება 
გამოყენებულ იქნეს არა მარტო კლასტერირების, არამედ 
მცირე მოდიფიცირებით სახეთა ამოცნობისა და სხვა 
ძნელად ფორმალიზებადი ამოცანების გადასაწყვეტად. 
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3.5. ნეირონული ქსელის სინთეზის მაგალითი 

ხელოვნური ნეირონული ქსელის სინთესის მეთო- 
დიკის ილუსტრირების მინით, მაგალითად მოვიყვანოთ 
ქართული სტილი სებული აჩბაჩის ამოცნობის ავტომა- 
ტისაციის ამოცანის გადაწყვეტის პროცედურები. 

აჩბანის სიმბოლოების ამოცჩობის ამოცანა დაისმ- 
ება შემდეგნაირად: მოცემულია რასტრული "შავ-თეთრი 
სტილი ნებული ქართული ანბანის სიმბოლო, საჭიროა 
განისასღვროს აჩბანის 33 სიმბილოდან რომელია 
ამოსაცნობად წარმოდგენილი. ჩამოვაყალიბოთ ამოცანის 
მოცემულობა ნეირონული ქსელების ტერმინებით, ფორ- 
მულირება იქნება: 

მოცემულია ნეირიჩულ ქსელში შემავალი M გან- 
სომილების ბინარული ვექტორი, საჭიროა M შესასვლე- 
ლის და 33 გამოსასტვლელის მქონე ნეირონული ქსელის 
სიჩთესი. ამასთან, გამომავალი ვექტორის ელემენტები 

შეესაბამება აჩბანის სიმბილოებს და მაქსიმალური 
მნიშვნელობის მქონე ვექტორის ელემენტის ნომერი 
განსასღვრავს ამოსაცჩობ სიმბოლოს. 

სტილი სებული ქართული ანბაჩის სკანირებული 
სიმბოლო არის რასტრული შავ-თეთრი გამოსახულება, 

ანუ ბინარულელემენტებიანი მატრიცა: 

>X = XV VX,, C 10.11 , 

სადაც X არის M განსომილების მქონე რეალი საციის 

ბინარული ვექტორი ანუ მატრიცა: #/=Iს,”/ სტრიქონის 

ნომერი; VXV=1,/- სვეტის ნომერი; #7 - ჰორი სონტალური 

განზომილების მნიშვნელობა; V- ვერტიკალური გან'სომი- 
ლების მნიშვნელობა. ექსპერიმენტული კვლევების 
მედეგად შერჩეულ იქნა ნიშანთა სივრცის პარამეტრები: 

#7 = 22 პიქსელი და V = 27 პიქსელი, მაშინ რეალი“სა- 

ციის ვექტორის განზომილება იქნება IV =22%27=594. 
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პარამეტრების ასეთი შერჩევა განპირობებულია 7; ემდეგი 
მოსასრებით: ყრთი მხრივ, რეალი საციის ვექტორის 
განსომილება თუნდა იყოს იმდენად დიდი. რომ არ დაი- 
კარგოს ქართული აჩბაჩსს ასოების სპეციფიკური 
წაჩაზარდები კბილები, აგრ; )რთვე არ მოხდეს პრიმიტი- 

ვების სედმეტი მიახლოება, ხოლო მეორე მხრივ – 

იმდენად მცირე, რომ რასტრში არ იყოს 
არაიჩფ“ორმაციული სტრუქტ'ურები. 

ამოცაჩის ჩეიროქსელური ტერმინებით დფორმული- 
რება განაპირობებს შედეგის (ქსელიდან გამომავალი 
სიგნალების) კოდირების სისტემის შერჩევას, აჩუ გამომა- 
ვაღი შრის 33 ჩნეირონი ბუნებრიყას განსასღვრავს 
ანბანის თითოეული ასოსათვის უნიკალურ გამომავალ 

ვექტორს. 
ჩეიროქსელის არქიტექტურის აგებისათვის “მეირჩე- 

ვა დესტრუქციული მეთოდი, ხოლი ქსელი განი- 
სასღვრება როგორც ორშრიანი პირდაპირი გაგრცელების 
მიმდევრობითვავშირებიანიი ჩეიროქსელი, მაშინ 5% 
ჩეიროჩი შეადგენს პირველ. შრეს და 33 ჩეირონი - მეორე 
შრეს. ფორმალური ნეირონი წარმოადგენს მაკლკალოკისა 
და პიტსის ნეიროთნს საფეხურისებრი აქტივაციის 
ფუნქციით. 

ნეიროქსელის სწავლების ბარადიგ მა იქნება მასწავ- 
ლებლით (ვინაიდან ამ ტიპის ნეი”. აქსელის სწავლება 
მასწავლებლის გარეშე შეუძლებელი. ხოლო სწავლება 

განხორციელდება შეცდომის კორექციის წესის ალაგო- 
რითმის მიხედვით. სასურველია, რომ თითოეული სიმბო- 
ლოსათვის სასწავლო და საკონტროლო ნაკრებების 
რეალი საციებს”„ რაოდენობა გაცილებით მეტი იყოს 
სინაფსური წონების რაოდენობასე. მეთოდიკის ყველა 

სხვ რეკომენდაციის შესრულებით შესაძლებელია 
ამოცნობის მაღალი საიმედოობის უსრუნველყოფა. 
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3.6. დასკენა 

“ნეიროინფორმატიკმის საფუძვლები” (პირველი 
ნაწილი) პირველ თავში მოკლედ არის განხილული 
ნეიროინფორმატიკმიი იდეოლოგიის სამი წყაროს – 
ადამიანის ცენტრალური ნერეული სისტემის ფი“ზსიო- 
ლოგიის, სახეთა ამოცნობის თეორიისა და მაღალი 
პარალელისმის გამოთელითი სისტემების მნიშვნელოვანი 
გაჩსახღერებებიი დებულებები და მეთოდები, რამაც 
ხელი უნდა შეუწყოს ძირითადი მასალის ათვისებასა და 
სწორად გააზრებას. 

მეორე თავში მოცემულია ისტორიული ცნობა 
ხელოვნური ნეირონული ქსელების შესახებ, ხელოვნური 
ნეირონის სტრუქტურა და თვისებები ერთშრიანი და 

მრავალშრიანი ხელოვნური ნეირონული ქსელები, 

დისკრეტული და უწყვეტი ნეირონული ქსელების 
სწავლების სხვადასხვა მეთოდები და ალგორითმები, 
სწავლების უკუგავრცელების ალგორითმის დაჩქარების 
ბგსები, კოჰონენისა და გროსბერგის ქსელების სწავლე- 
ბის მეთოდები, განხილულია ლოგიკური არატოლ- 
მნიშვჩელობის, წრფივად განმხოლოებადობისა და სხვა 
პრობლემები. 

მესამე თავში წარმოდგენილია ხელოვნური 
ნეირონული ქსელების სწავლების სტოქასტიკური მეთო- 
დები, ლოკალური მინიმუმების პრობლემა, სწავლების 
ბოლცმანისა და კოშის მეთოდები. განხილული მოსაზ- 
რებებისა და მეთოდების განსოგადების საფუძველზე 
ჩამოყალიბებულია ნეირონული ქსელების სინთეზის 
პროცედურები და მათი თანამიმდევრობა ძნელადფორ- 
მალიზებადი ამოცანების გადასაწყვეტად. 

“ნეიროინფორმატიკის საფუძვლების" მეორე ნაწილში 
განხილული იქნება ჰოპფილდის ნეირონული ქსელები, 
ასოციაციური ქსელების სხვადასხვა სახეობები, ადაპტი- 
ური რეზონანსული თეორია, მისი შესაბამისი ნეიროქსე- 
ლეი და სწავლების მეთოდები, კოგნიტრონი, 
ნეოკოგნიტრონიდ„ აგრეთვე სხვადასხვა ნეიროემულატო- 
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რები და პრაქტიკული ამოცანების გადაწყვეტის მაგალი- 
თები. 

ხელოვნური ნეირონული ქსელების თეორია ამჟა- 
მად ფორმირების ეტაპ სეა, რაც განაპირობებს პრობლე- 

მების დასმისა და ძირითად განსასღვრებათა მრავალ- 
ფეროვნებას. უკვე არსებობს ნეიროქსელების მრავალი 
არქიტექტურა და სწავლების მრავალი ალაორითმი, 
ხოლო სხვადასხვა ავტორები ჩნეიროქსელებთან 
დაკავშირებულ ცნებებს იყენებენ განსხვავებული 
ინტერპრეტაციით ან მკაცრი განსასღვრებების გარეშე, 
ამიტომ საჭირო ხდება ამ ცნებების აქსიომატიკურად 
განსასღვრა ან დასუსტება რასაც მეორე ნაწილში 

მიექცევა დიდი ყურადღება. 
აღწერილი ხელოვნური ნეირონული ქსელები, 

როგორც აღნიშნული იყო, წარმოადგეს კონექციონი- 
სტურ სამეცნიერო-ტექნიკურ მიმართულებას: თონექციო- 
ნისტური ხელოვნური ნეირონული ქსელები ძნელად 
ფორმალიზებადი მრავალი პრობლემის გადაწყვეტის 

ეფექტური საშუალებაა, თუმცა მათაც აქვთ გარკვეული 
შესღუდვებ.ტი კონკრეტული პრაქტიკული ამოცანე- 
ბისათვის მათი გამოყენების მკაცრი მათემატიკური 
დასაბუთება არსებობს მხოლოდ ნეირონული ქსელების 
მოდელების შესღუდული ჯგუფისათვის ნეირონული 
ქსელების მოდელების ეს ჯგუფიც იყოფა სხვადასხვა 
ტიპის ამოცანებზე ორიენტირებულ მოდელებად და სხე. 

არსებობს ფართო შესაძლებლობები ნეიროქსელური 
გადაწყვეტილებების ტექნიკური მახასიათებლების 
გაუმჯობესების თვალსაზრისით, მაგალითად, ხელოვნური 

ნეირონული ქსელებით მიღებული გადაწყვეტილებების 
ეფექტურობის გაზრდის მიზნით, ჩვენი აზრით, კვლევები 
შეიძლება წარიმართოს შემდეგი მიმართულებებით: 

- ფორმალური ნეირონის მოდელის გამოთვლითი 
შესაძლებლობების გაზრდა, კერძოდ, ნეირონმა უნდა 
შეიმლოს არამარტო “შემავლი ვექტორის წრფივი 
განმხოლოება, არამედ არაწრფივი განმხოლოებაც. ასეთი 
ნეირონის მოდელში აღარ იქნება წრფივი ელემენტი 
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#L(CX) = 2, MX, 

სადაც ” არის წონითი კოეფიციენტი, X- “შემავალი 
ვექტორის კოორდინატი; /- ვექტორის განსომილება, იგი 

შეიცვლება შემდეგი ფუნქციით: 
M(X) = 2,M,დ,(X), 

სადაც რთ,(0უ არის არაწრფივი ფუნქცია, რომელიც 

დაშლადია თავისს არგუმეჩტების მიმართ (34. იგი 
შეიძლება დავშალოთ ორთოგონალური ფუნქციების სა- 
ხით, მაგალითად, ფურიეს მწკრივად ან წარმ“'ვადგინ“ით 
პოლინომური ფორმით 

თ,(X) = თ,„X, + თ ,X) +...0,,XI. 
ასეთ ფორმალურ ჩეირონს შეიძლება ეუწოდოთ 

მაღალი რიგის ანუ არაწრფივი ნეირონი, რომლისთვისაც 

არ არსებობს კლასიკური ლოგიკური არატოლმნიშე- 
ნელობის პრობლემა, ვინაიდან იგი არამარტო წრფივად 
განამხოლოებს ნიშაჩნთა სივრცეს, არამედ “შეეძლება 
ნებისმიერი განმხოლოება, რომელსაც რამდენიმე 
არგუმენტის პოლინომური ფუნქცია განაპირობებს. 
ნეირონული ქსელებიი რომლებიკც სინთესირებულია 
არაწრფივი ნეირონებით, გაცილებით მაღალი 
გამოთელითი სიმძლავრის და ამავე დროს, შედარებით 
მარტივი ტოპოლოგიის იქნება საფიქრებელია, რომ 
სწავლების პროცედურებიც გამარტივდება და 
შესაბამისად, გაიზრდება სწავლების სიჩქარე; 

ახალი ნეიროქსელური პარადიგმების დამუშავება 
აჩუ კონკრეტული ამოცანისათვის სპეციალური ნეიროქსე- 
ლური მოდელის სინთესი თანამედროვე ნეირონული 
დოქტრინისა და ახალი ბიომორფოლოგიური მონაცემების 
თანახმად, ადამიანის ნეოკორტექსში ფიქსირდება 
ნეირონთა კონგლომერატების სეეტისებრი სტრუქტურები 

დაახლოებით 600 მილიონი სეეტი 1Iე1 ნეირონით 
თითოეულ სვეტში. ანალოგიით შესაძლებელია, სტრუქ- 
ტურულად ორგანისებული ხელოვნური ნეიროქსელების 
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ფორმირება. პირველ რიგში, ეს აგვაცილებს “ზედმეტ 
სინაფსურ კავშირებს ნეირონთა შორის, რაც დასოგავს 
აპარატურულ და პროგრამულ რესურსებს. ამ 
მოსასრების კარგი ილუსტრაციაა ქართული ანბანის 
სიმბოლოები, რომლებიც, როგორც ცნობილია, 

სამსართულიან ბადეში თავსდება ანბანის სიმბოლოს 
რეალისაცია (ვექტორი, მატრიცა) “შეიძლება აგრეთვე 
წარმოდგენილ იქნეს სამი ფრაგმენტის სახით, 
რომელთაც შეესაბამება ნეირონთა დამოუკიდებელი 
ჯგუფები – კონგლომერატები ანუ ამ ჯგუფებს შორის არ 
იქნება სინაფსური კავშირები ხოლო ნეირონების 
აქსონებს რომლებიც თავის მხრიე, ნეიროქსელის 
მომდევნო შრის სინაფსურ კავშირებს ქმნიან, შეეძლებათ 
მომდევნო შრის ნეირონების განსხვავებული დაჯგუფება. 
პირობითად, ნეირონების ასეთ დამოუკიდებელ «ჯგუფს 
შეიძლება ვუწოდოთ პოლინეირონი, რომელიც 
ხელოვნური ჩნეიროობიექტების იერარქიაში დაიკავებს 
საშუალედო პოზიციას ფორმალურ ნეირონსა და ნეირო- 
ნულ შრეს შორის შესაძლებელია პოლინეირონული 
ქსელებით შეიქმნას სტანდარტული მოდულები 
სხვადასხვა ამოცანების გადასაწყვეტად, მაშინ წინასწარ 
ნასწავლი სტანდარტული პოლინეირონებით წშესაძლე- 
ბელი გახდება „აწყობა“ რთული მრავალმოდულიანი 
სტრუქტურებისა რომელთაც “შეეძლება კონკრეტული 
ძნელად ფორმალიზებადი ამოცანების გადაწყვეტა; 

-წრფივი და არაწრფივი ფორმალური ნეირონებისა 
და მათი შესაბამისი ნეირონული სტრუქტურების ახალი 
სწავლების წესებისა და ალგორითმების დამუშაეება, 
მაგალითად სწავლების წესების დამუშავება ალტერნა- 
ტიული ფორმალური ნეირონის მეთოდით. 

წარმოდგენილი მასალებიდან ნათელიაკლდ რომ 
ხელოვნური ნეირონული ქსელების თეორიისა და 
პრაქტიკის ღრმად შესწავლისა და “შემდგომი განვითა- 
რებისათვის აუცილებელია ერთი “შეხედვით ძნელად- 
თავსებადი ისეთი სამეცნიერო დისციპლინების 
საფუძელების ცოდნად, როგორიც არის ნეიროფიზიო- 
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ლოგია, ფსიქოლოგია, სახეთა ამოცნობის თეორია, 

მართვის თეორიასა პარალელური გამოთვლები და 
პარალელური გამოთვლითი სისტემები, გამოთელების 
თეორია, ხელოვნური ინტელექტის პრობლემატიკისა და 
შესაბამისი მათემატიკური აპარატის ფლობა, მეორე 
მხრიე, თვით ხელოვნური ნეირონული ქსელების თეორია 
გარკეულ სტიმულებს აძლევს ამ დისციპლინებს ახალი 
ინსტრუმენტებისა და წარმოდგენების სახით. 

თანამედროვე მეცნიერებისა და ტექნიკის უდიდესი 
პრობლემის – ხელოვნური ინტელექტის შექმნის გადა- 
საწყვეტად, ჩვენი ასრით, აუცილებელია ისეთი ახალი 
ტიპის სამეცნიერო ჯგუფების შემოქმედებითი მუშაობა, 
რომელთა თითოეულ წევრს მრავალმხრივი და 
საფუძვლიანი ცოდნა ექნება. 
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